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Resumo

A caracterizacao funcional de assembleias neurais é um grande desafio da neurociéncia. No
paradigma atual, a analise dos trens de spike inicia-se com a proposta de uma métrica de
similaridade que quantifica a relacao entre a atividade elétrica dos neurdnios registrados.
Algoritmos de agrupamento sao aplicados a fim de identificar quais desses neurdnios for-
mam cada assembleia. Ha diversas abordagens para o problema, cada uma utilizando uma
combinagao especifica de métodos de processamento e atributos da atividade neural (taxa
média de disparos, intervalo entre disparos, padroes temporais, entre outros). No entanto,
nao ha consenso sobre qual abordagem retorna os melhores resultados. Desta forma, neste
projeto executamos a analise comparativa de diversas combinagoes de métricas de similari-
dade e algoritmos de agrupamento para a caracterizagao de assembleias neurais. Em especial,
considerando-se que a maioria dos métodos existentes pressupoe interagoes puramente excita-
torias entre neurdnios, o projeto estende as andalises para cenarios com inibi¢ao e com atrasos,
dada a relevancia dessas interacoes na atividade neuronal e ao fato delas serem pouco ex-
ploradas por modelos computacionais. Foram utilizados dados artificiais, criados a partir de
modelos biologicamente plausiveis, mais especificamente modelos com base em distribuicoes
de Poisson e modelos gaussianos latentes multivariados. Adicionalmente, analisamos dados
obtidos a partir do registro multiunitario em ratos Long-FEvans executando uma tarefa de
discriminacao tatil. Os resultados contribuem para fundamentar a escolha de métodos de pro-
cessamento de sinais para identificagdo de assembleias neurais, bem como para delinear as
limitacoes de cada abordagem. As descobertas sdo relevantes principalmente para o projeto

de novas interfaces cérebro-maquina e para o estudo do c6édigo neural.

Palavras-chaves: Assembleias neurais 1; Reconhecimento de padrdes 2; Simulacao neural
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Abstract

The functional characterization of neuronal assemblies is a major challenge in neuroscience.
In the actual framework, the spike train analysis starts with the quantification of neuronal
interactions, through the definition of a similarity metric. A pattern detection algorithm that
aims to identify the cells composing each assembly. Several approaches have been proposed,
each employing a specific composition of algorithm and features of neuronal activity (mean
firing rate, inter spike interval,temporal patterns, among others). However, it is not known
which approach leads to best results. Thus, in this project we performed a comparison among
different similarity measures and clustering algorithms specific to the problem of neuronal
assemblies characterization. Considering that the majority of the existing methodologies pre-
sume solely excitatory interactions between neurons, we extended the analysis to scenarios
that also take inhibitions and time-delayed interactions into account, given the relevance of
these interactions in neuronal activity and the fact that they are little explored by computer
models. Artificial data were simulated, from biologically plausible models, more specifically
models based on Poisson distributions and latent multivariate Gaussian models. In addition,
we processed data obtained from multiunit records in Long-Evans rats performing a tac-
tile discrimination task. The results contribute to fundament the choice of signal processing
methods for neuronal assemblies characterization, as well as to delineate the limitations of
each approach. The findings are relevant for the design of new brain-machine interfaces and

for the understanding of the neural code.

Keywords: Neuronal Assemblies 1; Pattern detection 2; Neural Simulation 3.
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1 Introducao

O objetivo deste trabalho foi a analise comparativa do desempenho e das limitagoes
de algumas propostas de algoritmos para deteccao de assembleias neurais. Para tanto, cons-
truimos conjuntos de dados artificiais com caracteristicas de populagdes neuronais reais, e
analisamos o desempenho desses algoritmos na sua proposta original bem como em variacoes
inéditas das métricas de similaridade e do método de deteccao de padroes. O fator deter-
minante no julgamento da qualidade do processamento foi sua capacidade de recuperar as
assembleias geradas artificialmente quanto ao nimero de populacoes e aos neuronios associa-
dos a elas. Além disso, aplicamos as propostas mais promissoras a um conjunto de neurdnios
de ratos registrados durante a execucao de uma tarefa de discriminacao tatil, visando uma
analise da dindmica das assembleias neurais dos cortices pré-frontal, parietal posterior, visual
priméario e somatossensorial primario. Nossas analises destacaram a superioridade de determi-
nados algoritmos na caracterizagao de assembleias neurais e clarificaram os cenarios em que
seu uso é mais apropriado. Assim, os resultados apresentados nessa dissertacao contribuem
para substanciar a escolha da metodologia utilizada na analise dos registros eletrofisiologicos

extracelulares de uma populagao de células.

Este capitulo apresenta a motivagao desse trabalho e inicia-se com um breve histo-
rico sobre a teoria de assembleias neurais. Na sequéncia, descreveremos o cenario atual de
processamento de trens de spikes na neurociéncia salientando a crescente importancia de algo-
ritmos capazes de identificar e monitorar células responsaveis pela codificacao de informacao.

O capitulo encerra-se com o detalhamento dos objetivos da dissertacao.

1.1 Assembleias Neurais

Camillo Golgi foi um cientista italiano que contribuiu de maneira decisiva para o inicio
da neurociéncia moderna. Ele criou um método revolucionario capaz de marcar a membrana
celular, a chamada "reacao negra', uma solucao de dicromato de potassio e nitrato de prata
que se acumulava no corpo celular, nos dendritos e nos axonios, delimitando claramente a
morfologia dos neur6nios. Isso permitiu, de maneira pioneira, que as complexas ramificacoes
do tecido nervoso fossem visualizadas em detalhes. Sua técnica, no entanto, ndo permitia
a observacao de uma separacao clara entre células, o que levou Golgi a interpretar seus
resultados afirmando que o tecido nervoso formava redes reticulares, ou seja, que o cérebro

¢ formado por uma rede tnica e continua interligada através de ramificagbes do axonio



2 Capitulo 1. Introdugdo

(BENTIVOGLIO, 1998a; SABATTINI, 2003).

Santiago Ramoén y Cajal, um cientista espanhol, aprimorou as técnicas de Golgi e,
dentre outras contribuigoes, fez uma série de ilustragoes, estudando a estrutura de varios tipos
de células nervosas e suas interconexoes em diversas areas do sistema nervoso central para
diferentes espécies. No entanto, diferentemente de Golgi, ele era um defensor da denominada
teoria neuronal. A teoria argumentava que os neuronios eram independentes e constituiam a

unidade estrutural e funcional do sistema nervoso, com capacidade de se comunicarem entre

si (BENTIVOGLIO, 1998b; SABATTINI, 2003).

Apesar de dividirem o prémio Nobel em Fisiologia ou Medicina em 1906, os dois
cientistas nao chegaram a um consenso. Posteriormente, experimentos com microscopia ele-
tronica vieram a comprovar que, de fato, Ramoén y Cajal estava correto e que os neuronios
sao células independentes. Além disso, a "lacuna'entre células vizinhas, ou sinapse, por onde
o sinal elétrico é transmitido de uma célula para outra péde ser analisada morfologicamente,

com a visualizagdo das vesiculas de neurotransmissores quimicos (SABATTINI, 2003).

Com a for¢a da teoria neuronal, iniciou-se uma frente de pesquisa em neurociéncia
que buscava a compreensao do cérebro por meio do entendimento de cada tipo de neurénio
individualmente, de acordo com sua localizagdo e propriedades fisiologicas. Neste cenério,
pouco se especulou sobre a maneira como essas células trabalhariam de maneira integrada
("binding problem', na literatura em inglés, ver Se¢ao 1.3) e, principalmente, nos casos com

o animal em alerta ao invés dos tradicionais experimentos sob anestesia.

Décadas depois, Hebb (1949) retomou algumas das ideias de Ramén y Cajal, mas
propoOs que as sinapses constituiam a base do aprendizado associativo e que modificagoes a
nivel celular acarretariam em alteragoes metabdlicas, resultando em mudangas nos padroes de
atividade de um conjunto de células neurais, ou assembleias neurais (ANs). Essas populagoes
se associariam por conexoes sinapticas flexiveis formando "microcirtuitos"de processamento
de informacao distribuida. Assim, interagoes se dariam de maneira funcional, e ndo exclusiva-
mente estrutural (SAKURAI 1998). Com isso, Hebb estimulou a realizagao de experimentos
com multiplos neurdnios cuja atividade elétrica ¢é registrada simultaneamente em contrapar-
tida aqueles em que um tnico neurénio é gravado em multiplas sessdes (QUIANQUIROGA;
PANZERI, 2009).

Mais precisamente, o modelo sindptico hebbiano consiste num mecanismo interativo
com dependéncia temporal e de atuacao local que aumenta sua eficiéncia em funcao da
correlacao entre as atividades pré e pos sindpticas (HAYKIN, 1999), ou seja, a sinapse é
fortalecida, caso a correlagdo entre o sinal pré e pés sindptico seja positiva, ou enfraquecida,

caso contrario.
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A descricdo de Hebb levou a formulagao da hipotese das assembleias neurais, que
define uma populagdo, e ndo um unico neurénio, como a unidade fundamental no proces-
samento de sinais cerebrais (NICOLELIS et al., 1997; HARRIS, 2005; BUZS&KI, 2010). A
teoria argumenta que neurdnios individuais nao poderiam descrever fendmenos complexos
do cérebro, como, por exemplo, redundancia e aprendizado, ja que o disparo de uma célula
depende da atividade das milhares de células as quais ela esta conectada e, portanto, nao é
deterministico (GERSTEIN, 1989; STERIADE et al., 1993; SAKURAI, 1998).

Em resumo, os principais pontos da teoria hebbiana sao a redundancia de codificacao
de informacdo !, o processamento distribuido, a formacao e a reconfiguracio dinamica de ANs
2 e, finalmente, a ativacao simultanea 3 (SAKURAI, 1998). Entretanto, aspectos envolvendo
a dinamica temporal de formagcao e, principalmente, de dissolucao de assembleias, que expli-
cassem o fato de o cérebro nao convergir a estados inconsistentes, como uma sincronizacao
global nao foram teorizados por Hebb (BUZSAKI, 2006). Nesse sentido, a proposta hebbiana
foi ligeiramente modificada e, o conceito de AN foi expandido para englobar nao apenas célu-
las com conexoes sinapticas entre si, mas todas as células que apresentem interagoes maiores
que o acaso. Dessa maneira, o conceito de ANs torna-se mais geral e abrange até mesmo
neurdnios distantes e de diferentes areas que porventura estejam associados na codificagao
da informacao, seja por meio de circuitos complexos, seja pelo recebimento simultaneo de
estimulos em comum. Além disso, essa defini¢do em larga escala incorpora também a nocao
de que células relacionadas e nao sincronas, ou seja, com atrasos temporais entre si, podem
pertencer a mesma AN (VARELA et al., 2001).

A hipétese da existéncia de ANs é amplamente discutida na comunidade cientifica,
j& que corrobora com uma série de fenomenos fisioldgicos e psicologicos (GERSTEIN, 1989),
como, por exemplo, a plasticidade funcional, a cognicao, o planejamento, a atencao e a
recuperacao de memérias (SAKURAI, 1998; FRIES, 2005; BUEHLMANN; DECO, 2008;
CISEK; KALASKA, 2010; ENGEL et al., 2013; QIN; YU, 2013). Além disso, a atividade
de populac¢oes neuronais ja foi empregada com sucesso em aplicagbes em tempo real, em
especial em experimentos que envolvem a decodificagdo da intencdo motora de um animal
e posterior transmissao para interfaces cérebro-maquina, como, por exemplo, Chapin et al.
(1999), Wessberg et al. (2000), Serruya et al. (2002), Carmena et al. (2003), Hochberg et al.
(2006), Hochberg et al. (2012), Aggarwal et al. (2013), Collinger et al. (2013), Shokur et al.
(2013), Ifft et al. (2013), e até mesmo entre cérebros de animais distintos (PAIS-VIEIRA et

L A redundéncia segundo a teoria hebbiana sugere que um tnico neurdnio pode participar de multiplas

ANs.

Segundo a teoria de Hebb, a formagao e a reconfiguracao dindmica de ANs dependerao da realimentacao
que manterd ou nao a interacao sindptica entre as células.

A ativacdo simultdnea prevé que, uma vez que um subconjunto minimo da AN esteja atuante, isso
acarretarda no acionamento de todas as células da assembleia.
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al., 2013b).

No entanto, a confirmacao experimental dessa hipdétese ainda é um dos principais
desafios da neurociéncia (BUZSAKI, 2010). Uma das limitagoes nesse sentido, a aquisi¢ao
simultanea do sinal elétrico de varias células, apresentou progressos significativos nos tltimos
anos (NICOLELIS et al., 1997; BUZSAKI, 2010; SCHWARZ et al., 2014), mas o crescente
numero de neurdnios registrados enfatiza a necessidade de novos métodos matematicos e
estatisticos que possam lidar com uma grande quantidade de dados, processando a ativi-
dade simultdnea de muitos neurdnios e detectando ANs. A pesquisa de novos métodos é
relevante tanto num cendario em que buscamos implementar e aprimorar a resolucao de in-
terfaces cérebro-méaquina em tempo real quanto em andlises offline, j4 que a maneira com
que diferentes areas cerebrais interagem no processamento da informacao ainda esta sendo

estabelecida.

Uma vez que a AN seja encarada como a unidade funcional de informagao do sis-
tema nervoso, sua dinamica sera definida pela maneira com que a informagcao for codificada
pelo cérebro. Assim, o entendimento das teorias do cddigo neural faz parte do estudo de
assembleias e sera explorado na Segao 1.3, precedida por uma secao introdutéria sobre sinais

neurais e terminologias utilizadas ao longo desse trabalho.

1.2 Trens de spike: Propriedades e terminologias

Nesta secao descreveremos brevemente os sinais neurais envolvidos nesse trabalho,

assim como definiremos as terminologias utilizadas nas proximas segoes.

e Potencial de a¢do ou disparo (spike, na literatura em inglés): O potencial da membrana
depende da acao de proteinas presentes na membrana celular, que regulam o fluxo de
ions entre os meios extra e intra celular. Essas proteinas podem ser classificadas em duas
categorias: os canais i0nicos, e os transportadores ou bombas. Os canais i6nicos podem
ser encarados como pequenos poros de permeabilidade seletiva, distribuidos de maneira
heterogénea ao longo da superficie celular, que respondem com uma dindmica rapida e
muito especifica a estimulos quimicos e fisicos, controlando a entrada e saida de ions.
Existem varios canais, que se distinguem quanto aos ions a que sao seletivos, quanto a
sua dindmica e quanto aos fatores que controlam sua permeabilidade. Os canais com
maior impacto na morfologia do spike sao os de sddio e potédssio. As bombas, por sua
vez, tem uma dinamica lenta. Elas sao importantes na manuten¢ao dos gradientes de
concentracao entre os meios extra e intracelular. Uma das mais importantes é a bomba

de sédio e potassio, um mecanismo de transporte ativo, aumentando a concentragao
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Figura 1.1 — Esquema representando o potencial de acao da membrana celular ao longo do
tempo. Em 1) a membrana estéd polarizada e em repouso pela a¢ao da bomba de
sodio e potassio. Apds um estimulo causar uma perturbacao que cruza o limiar
de excitacao em 2) os canais de sédio se abrem, o que causa a entrada desses
ions na célula. Aproximando-se de 3), os canais de potédssio comegam a se abrir
e os de sédio fecham. J& em 4), os canais de potéssio se fecham e a célula vai
lentamente retornando ao potencial de repouso.
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Fonte: Adaptada de Cofer (2002)

dos fons s6dio (Nat) no meio extracelular e potéssio (K1), no intracelular. A atuagio
da bomba de sédio e potassio em conjunto com os canais seletivos a esses fons faz com
que as células permanecam polarizadas, mesmo em situagoes de repouso, num potencial
de aproximadamente -70 mV para os neurénios (Figura 1.1, fase 1). Os potenciais de
acao sao rapidas mudancas no potencial de membrana que, a medida que se propagam,
transmitem informacao de uma célula para outra, mesmo a grandes distancias. Quando
a excitacdo da membrana cruza um limiar, ha uma rapida despolarizagao, que corres-
ponde a abertura dos canais de soédio e o influxo desses ions para o interior da célula
(Figura 1.1, fase 2). Essa modificagdo no potencial da membrana aciona a abertura dos
canais de potassio e o fechamento dos canais de sédio. A saida dos fons de potassio leva
a membrana a repolarizagdo (Figura 1.1, fase 3). Por possuirem uma dindmica mais
lenta, os canais de potdssio levam a membrana a uma hiperpolarizagao (Figura 1.1, fase
4) e a célula lentamente retorna ao potencial de repouso pela a¢do da bomba de sédio
e potéassio. Sua escala temporal é da ordem de 1 ms (KANDEL, 2012).

o Spike sorting: O spike sorting, como é chamado na literatura em inglés, consiste numa
etapa do processamento do sinal que busca distinguir a atividade de células distintas,

mas também separar o sinal do neurénio do ruido.
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e Trem de spike: Vetor que armazena as ocorréncias de potenciais de acao de um neuro-
nio ao longo do tempo. Pode ser representado graficamente por uma série de barras

verticais, como ilustrado na Figura 1.2.

e Janela ou bin: Intervalo de tempo utilizado para definir a escala temporal da andalise
(Figura 1.2).

e Intervalo entre disparos (ISI) (Inter-Spike Interval, na literatura em inglés): Corres-

ponde a diferenca de tempo entre a ocorréncia de dois spikes consecutivos (Figura 1.2).

e Taxa de disparos: Nuimero de ocorréncias de potenciais de acdo de um neurdnio em

uma janela (Figura 1.2).

e Taxa média de disparos: Valor médio da taxa de disparos em um segmento de dados
(Figura 1.2).

1.3 O cédigo neural

Uma das maneiras de buscar a compreensao de como a informacao ¢ codificada pelo
cérebro € a estudando a resposta neural em relacao a um estimulo de referéncia. Registros de
potenciais de acao levaram a constatacao de que seu formato de onda nao sofre modificacoes
significativas com a intensidade do estimulo recebido, ou seja, acima de um determinado li-
miar, threshold na literatura em inglés, e representado na Figura 1.1, a resposta em amplitude
do potencial de membrana da célula é praticamente inalterada. Essa baixa variabilidade im-
plica em um menor poder de transporte de informacao pela forma de onda e cédigos baseados

nesse paradigma foram preteridos.

No entanto, foi possivel observar uma correlacao entre variacdes do estimulo com a
frequéncia de disparos. Sob a o6tica de ideias localizacionistas e da teoria neuroral em que os
neurdnios seriam unidades basicas funcionais de processamento de informacgao, surgiram as
primeiras hipdteses afirmando que variagoes na atividade da célula seriam um mecanismo de
codificacao do estimulo de maneira complexa e bem especifica. Varios experimentos foram
feitos no sentido de descobrir a qual estimulo ou conceito uma célula responderia, como por
exemplo as famosas células da vové (grandmother cells, na literatura em inglés), que estariam

ativas quando um estimulo associado a avé fosse apresentado (GROSS, 2002).

No entanto, conforme mencionado na Sec¢ao 1.1, esse tipo de processamento tem um
problema, o paradoxo conhecido como "binding problem", pois, afinal, se cada area cortical

¢é especializada e separada espacialmente de outras, de que maneira toda essa informacao
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Figura 1.2 — Representacao de um trem de spikes e algumas de suas propriedades: Janela ou
bin, ISI, taxa de disparos e taxa média de disparos. Cada barra vertical marca
o instante de tempo em que ocorreu um potencial de acao.
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seria agrupada para constituir nossas percepc¢oes e nossa consciéncia? Do ponto de vista de
codificacdo de informacdo, um modelo em que cada célula codifica um estimulo especifico é
ineficiente, pois os conceitos apresentam grandes semelhancas entre si. Somado a isso, existem
as constatacoes de que esse paradigma nao explica alguns fendmenos, como a plasticidade
cerebral, e que ao considerarmos todos os estimulos que um individuo recebe ao longo da vida,
o niimero de neurdnios presentes no cérebro nao seria suficiente para processé-los (SAKURAI,
1998).

Assim, a hipétese de um codigo cerebral distribuido ganhou forca, pois as reconfigu-
racoes morfologicas e multiplas combinacoes entre células trazem uma possibilidade pratica-
mente ilimitada de codificagao da informacao. No entanto, o processamento do c6digo neural
tendo por base as variacoes na taxa de disparos permaneceu ja que corrobora com uma série
de experimentos. Cabe ressaltar que ha uma ligeira diferenga em relacao a teoria original de

Hebb, ja que, nesse caso, a interacao entre células é assumida numa escala temporal maior
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(PIPA, 2006). Isso seria vantajoso uma vez que empregar um numero maior de spikes traz
mais robustez contra as variacoes intrinsecas de um sistema estocastico. Apesar de ser pos-
sivel a definicao de taxas médias de disparo em bins menores, isso pode trazer problemas na
estimativa da informagao, ja que a estacionaridade nao pode ser garantida (PAIVA et al.,
2010) e o trem tendera a ser muito esparso, causando uma distribuigdo muito assimétrica

(PEYRACHE et al., 2010).

Contudo, observou-se experimentalmente que varios comportamentos dos animais
ocorrem numa escala temporal menor que a necessaria para a obtencao de um ntmero signifi-
cativo de spikes para uma codificacao baseada em taxas. Logo, essa abordagem s6 é fidedigna
em cendrios em que a resposta comportamental é lenta (RIEKE et al., 1997). Além disso,
constatou-se que estimulos distintos podem estar associados a taxas instantaneas de dis-
paro de mesma magnitude, o que ndo permitiria a distingdo de assembleias distintas (esse
fend6meno é conhecido como superposition catastraphe problem, na literatura em inglés). Para

superar esse problema, foi proposto que as ANs seriam separaveis em andlises que consideram

diferentes escalas temporais (MALSBURG; SCHNEIDER, 1986).

Porém, nota-se que um codigo baseado na taxa média de disparos negligencia a estru-
tura temporal interna do trem de spike, e, possivelmente, descarta informacgao, o que induziu
o surgimento de alternativas baseadas no tempo preciso de ocorréncia de um potencial de
acao. Algumas propostas nesse sentido sdo: o codigo baseado na laténcia de uma célula, ou
seja, pelo tempo entre a ocorréncia de um estimulo e o inicio de sua resposta eletrofisiologica;
o codigo baseado no intervalo entre spikes consecutivos e, finalmente, um c6digo que combina
diferencas de fase entre as ocorréncias de potencias de acao individuais e o potencial elétrico
produzido por um grande numero de células adjacentes, o denominado potencial de campo
local (LFP). Independentemente das vantagens e desvantagens de cada abordagem, o mais
provavel é que a informagao no cérebro seja multiplexada em diferentes escalas temporais
(PANZERI et al., 2010), ou seja, que informagoes complementares estejam codificadas em

escalas temporais distintas.

Apesar do codigo neural ainda ser desconhecido, foram apresentadas na literatura
diversas propostas que quantificam a semelhanca entre os disparos das células, cada uma
baseada em caracteristicas especificas (Se¢ao 2.2). No entanto, ndo hé consenso sobre qual
abordagem produz os melhores resultados. Neste trabalho, selecionamos propostas com dife-
rentes escalas temporais, tanto baseadas na taxa de disparos quanto na estrutura temporal
do trem, e fizemos uma analise comparativa no impacto que elas podem exercer no proces-

samento de ANs.
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1.4 Assembleias neurais em trens de spike

Em geral, as metodologias descritas na literatura para caracterizacao espago-temporal
de ANs e seus respectivos membros seguem um processamento estruturado, com passos bem
definidos (BILLEH et al., 2014). Este trabalho emprega o mesmo conjunto de etapas, descritas

a seguir:

e Geracao de um conjunto de dados de teste: A primeira etapa geralmente consiste na ge-
racao de um conjunto de dados com interagoes controladas e biologicamente inspiradas.
Isso é necessario pois permite a comparacao do resultado obtido apds o processamento
com as populagoes pré-estabelecidas. A maneira mais empregada consiste em pequenas
modificagoes de trens gerados segundo a modelagem de Poisson (Secao 2.1.2), como
os trabalhos de Laubach et al. (1999), Feldt et al. (2009), Santos et al. (2011), Gansel
e Singer (2012), Santos et al. (2013), Picado-Muino et al. (2013). Como alternativas
podemos citar a criacao de redes artificiais usando modelos simplificados da dinamica
do potencial da membrana, como o integra e dispara (BILLEH et al., 2014) e o de
Hindermash-Rose (KREUZ et al., 2007; KREUZ et al., 2009); ou ainda, o empregado
no conjunto de dados de Fellous et al. (2004), usado também por Humphries (2011), que
adotam dados obtidos pela estimulagao de células in vitro, cuja estrutura anatomica é
conhecida. Apds a gravagao, pequenas perturbacoes temporais aleatorias sao inseridas

na ocorréncia dos spikes.

e (Calculo de uma métrica de similaridade: Essa etapa consiste num pré-processamento
dos dados, segundo um padrao de interagoes entre os neuronios, ou seja, algum aspecto
especifico da atividade é selecionado para definir a formacao ou supressao de associagoes
entre as células ao longo do tempo. Alguns exemplos sdo a covariancia da taxa média
de disparos (QUIANQUIROGA; PANZERI, 2009; PANZERI et al., 2010; SANTOS et
al., 2011; SANTOS et al., 2013), a coincidéncia temporal de spikes (HARRIS, 2005;
QUIANQUIROGA; PANZERI, 2009; PANZERI et al., 2010) e a informagao mitua
(QUIANQUIROGA; PANZERI, 2009; PANZERI et al., 2010; LONG; CARMENA,
2011).

e Aplicagdo de um método de classificagao: Nesta etapa, aplica-se um algoritmo que visa
a identificacdo de possiveis agrupamentos neurais. Ele recebe como entrada a matriz
formada pelas interagoes pareadas, calculada pela métrica de similaridade. Varios al-
goritmos empregados sao bastante populares na area de aprendizado de maquina. Os
mais interessantes para essas aplicagoes sao nao supervisionados, uma vez que os dados

podem nao ser rotulados, e, se possivel, nao paramétricos, o que diminuiria a influéncia
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do experimentador no resultado. Um exemplo é a adaptacao da analise de componentes

principais para este problema (Segao 2.3.1).

e Avaliacdo do desempenho: Para finalizar, o resultado obtido é comparado com o con-
junto de dados simulado segundo algum critério, como por exemplo o nimero de células

corretamente classificadas (BILLEH et al., 2014) ou o ntimero de populagoes identifi-

cadas (KREUZ et al., 2007).

1.5 Objetivos da dissertacao

Neste projeto de mestrado, abordamos o problema de deteccao e identificacao dos

neuronios que compde uma AN. Os principais objetivos foram:

e Analisar comparativamente alguns algoritmos ja apresentados na literatura, num con-
junto de cendrios pré-definidos, tal que todos trabalhassem com os mesmos dados de

entrada e possuissem a mesma estrutura de processamento explicada na Secao 1.4.

e Verificar o impacto no desempenho caso métricas de similaridade distintas das origi-

nalmente propostas fossem usadas com os métodos de classificagao.

e Explorar as limitacoes inerentes a cada etapa do processamento, a fim de orientarmos
experimentadores sobre como empregar uma analise mais eficiente tendo em vista as
caracteristicas dos dados coletados e a aplicacao a que esses dados se dirigem. Um en-
tendimento desses pontos é relevante pois mesmo algoritmos considerados mais simples
podem exibir resultados promissores no caso de simulagoes mais realistas (DEOLINDO
et al., 2014), o que pode ter um impacto consideravel no tempo de processamento de

analises de grandes quantidades de dados.

e Considerando-se que a maioria dos métodos existentes pressupoe interagoes entre neurd-
nios puramente excitatorias e sem atrasos de fase, o projeto propos estender as analises
também para cenarios com inibi¢do e com atrasos, dada a sua relevancia. Abordamos
também os casos de ANs disjuntas (total ou parcialmente) ja que o estudo de ANs
que compartilham neuronios é pouco explorado e hé evidéncias de que algumas células

participam simultaneamente de miltiplas comunidades.

e Por meio de registros eletrofisiologicos de trens de spike, analisar a formacao dinamica
de ANs em diferentes areas corticais do cérebro de ratos executando uma tarefa de
discriminacao tatil. Utilizamos as conclusoes obtidas a partir de dados simulados para

fundamentar a escolha do método de processamento.
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Esta dissertacdo estd organizada da seguinte forma: na Se¢ao 2.1 fazemos uma des-
cricao dos modelos matematicos empregados na geracao de dados artificiais, e retratamos a
obtencao de pardmetros que conferem plausibilidade biolégica. As métricas de similaridade
foram descritas na Secao 2.2 e os métodos de classificacdo na Secao 2.3. Uma descri¢ao das
métricas de avaliacdo de desempenho segue na Segao 2.4. Na Secao 2.5 descrevemos a tarefa
comportamental e os dados eletrofisiologicos que foram analisados. Os resultados foram apre-
sentados no Capitulo 3 e discutidos no Capitulo 4. O Capitulo 5 encerrra o trabalho com as

conclusoes.
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2 Meétodos

2.1 Geracao de trens de spike artificiais

Nesta secao abordaremos a metodologia utilizada na confeccao dos dados artificiais
empregados em nossas analises. Comecaremos explicando a relagdo entre esses trens e situ-
acoes reais. A seguir, apresentaremos os métodos selecionados para a geracao de trens de
spike artificiais. Idealmente, os modelos computacionais utilizados devem ser capazes de si-
mular o comportamento esperado com o maximo nivel de detalhes possivel enquanto mantém
um baixo custo computacional. Portanto, selecionamos dois métodos com diferentes niveis
de complexidade a fim de julgar o quanto simplificagbes matematicas do comportamento de
populagoes pode enviesar nossas conclusoes. Ambos sao biologicamente plausiveis, sendo o
primeiro baseado em trens independentes, e o segundo baseado em variaveis com interacoes

de segunda ordem entre si.

2.1.1 Selecao de caracteristicas de dados e populaces reais.

Conforme ja brevemente mencionado na Se¢ao 1.2, quando o potencial de membrana
cruza um limiar de excitacao, ocorre a abertura dos canais de soédio, que leva a ocorréncia de
um potencial de agado. Dessa maneira, os neuronios eram majoritariamente enxergados como
unidades do tipo integra-e-dispara (BRUNEL; ROSSUM, 2007), ou seja, estimulos externos
oriundos de diferentes fontes seriam integrados até que o limiar de excitacao fosse alcancado,

o que levaria a ocorréncia de um potencial de agao.

Posteriormente, confirmou-se que o neurdnio é uma estrutura mais complexa e que
a geracao de spikes advém da acao combinada de diversas interacoes nao lineares entre
canais idnicos, diferengas de potencial e correntes (HODGKIN; HUXLEY, 1990). Verificou-
se também que os neuronios podem responder de maneira distinta a um mesmo estimulo

(IZHIKEVICH, 2007).

Assim, surgiram implementagoes computacionais mais completas, que modelam neurd-
nios de diversas areas, mantendo suas propriedades anatomicas e que incluem uma grande
variedade de canais idnicos (MARENCO et al., 2015). Além disso, modelos mais simplificados
como o integra-e-dispara e o de Izhikevich (2007) ainda sdo bastante utilizados em simulagoes

de grandes populagoes neuronais.

No entanto, esses modelos contém parametros variaveis que, ao serem ajustados, mo-
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Figura 2.1 — Disposicao relativa dos neurdnios em cada categoria de AN gerada artificial-
mente. Na figura, temos ANs disjuntas, com pelo menos um neurénio exclusivo
e sem neuronios disjuntos, respectivamente.

Fonte: Produzida pela autora

dificam o padrao de disparos de uma populagdo gerada artificialmente. Assim, a simulacao
de populagoes segundo esse paradigma requer um conhecimento a priori das areas que de-
sejamos simular. Ademais, conforme mencionado na Sec¢ao 1.3, acredita-se que a morfologia
do potencial de agdo carrega pouca informagao sobre os estimulos. Como o objetivo deste
trabalho é testar métodos de deteccao de ANs para registros eletrofisiologicos extracelulares
de trens de spike de qualquer regiao, optamos pelo uso de modelos que simulam a ocorréncia

de spikes como eventos bindrios segundo modelos estatisticos.

Para produzir dados artificiais com propriedades de dados bioldgicos reais, utilizamos
como referéncia os disparos neuronais de um animal em vigilia. Os parametros escolhidos para
representar essa populagao foram suas caracteristicas estatisticas mais simples, de primeira
e segunda ordem: a taxa média de disparos por bin (i) e a matriz de covaridncia entre o

grupo de células (X).

Outro fator decisivo para os dados simulados é a especificagdo das ANs, definindo os
neuronios que pertencem a cada comunidade artificialmente gerada. Conforme abordado na
Secao 1.3, a teoria mais aceita na comunidade cientifica defende que as células neurais sao ca-
pazes de multiplexar no tempo o processamento de informagao. Dessa maneira, ha evidéncias
de que comunidades reais nao sejam disjuntas e de que algumas células participem simul-
taneamente de multiplas ANs, como prevé a teoria de Hebb (SAKURAI, 1998). Portanto,
seguindo a proposta de Santos et al. (2013), nossas assembleias artificiais foram classifica-
das em trés categorias: disjuntas, com pelo menos um neurdnio exclusivo e sem neuronios

disjuntos, conforme pode ser verificado na Figura 2.1

Além disso, executamos simula¢oes em que foram definidos atrasos relativos entre os

membros da assembleia, o que caracteriza também diferencas de fase nao nulas.
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E importante ressaltar que grande parte dos algoritmos para deteccao de ANs aborda
apenas o contexto de ANs disjuntas, sem atraso de fase, e puramente excitatérias. Neste
projeto, analisamos também os casos de ANs disjuntas (total ou parcialmente), com interagoes

inibitorias, e com atraso de fase.

Na proxima se¢ao descreveremos com mais detalhes os modelos matematicos empre-

gados no modelamento dos disparos de populacoes neuronais.

2.1.2 Geracao de trens de spike a partir da distribuicdo de Poisson

Experimentos neurofisiolégicos mostram que caso a resposta de um neurénio seja
registrada quando ele for submetido a um mesmo estimulo em diversas tentativas, muito
dificilmente a resposta obtida em cada tentativa serda exatamente igual entre elas. Dessa
maneira, o modelamento de trens de spike comega necessariamente pela consideragao de um

processo probabilistico.

De maneira geral, na teoria de processos estocasticos, a probabilidade de um evento
ocorrer num dado instante de tempo depende de todo o historico de ocorréncia de eventos
precedentes. Se, para um caso especifico, considerarmos que a ocorréncia desse evento nao
tem qualquer relacao com os precedentes, teremos um evento estatisticamente independente,
num processo de Poisson, que consiste numa generalizacao de processos de Bernoulli. O
processo pode ser do tipo homogéneo, no qual sua média é constante ao longo do tempo, e
nao homogéneo, em que o valor da média tem dependéncia temporal. O modelo poissonico
consiste numa boa aproximacao do disparo de células neurais (DAYAN; ABBOTT, 2001), e o
processo homogéneo é bastante empregado devido a simplificacao de independéncia temporal
(LAUBACH et al., 1999; HARRIS, 2005; AMARASINGHAM et al., 2006).

As relacoes de dependéncia entre os neurdnios selecionados para compor cada as-
sembleia foram inseridas através de alteragdes pontuais na taxa média de disparos em bins
selecionados aleatoriamente. Essa variacao foi positiva quando simulando interagoes excita-

térias e negativa para inibi¢oes (Figura 2.2).

2.1.3 Geracao de trens de spike a partir da correlacdo entre neurdnios

Apesar de ser uma boa aproximacao, o processo poissonico nao consegue modelar
toda a variabilidade de padrdes observada em disparos neurais. E possivel que, por exemplo,
existam correlagoes entre os disparos de algumas células, modulados por algum fator, como
ocorre com células do cértex visual primario (V1) ao serem submetidas a estimulos visuais.

Esses desvios podem ser verificados por meio de algumas medidas, como o fator de Fano e o
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Figura 2.2 — Representacao da geracao de trens de spike a partir da distribuicao de Poisson.
As barras verticais simbolizam os valores instantaneos da taxa de disparos. Inte-
racgoes sao inseridas por modificagoes pontuais em instantes aleatérios dos trens
relativos aos neurdnios que participam da AN. A esquerda da figura, exemplifi-
camos uma interagao excitatéria simulada, em que ha um aumento da taxa de
disparo e, a direita, uma inibitéria, em que ha diminuigao.

alll0neloal0l0endlnboaln. 0
o0Unli0alt0 Donallnonlals.l

Fonte: Produzida pela autora

coeficiente de variagao (C,), duas medidas de dispersao, e pela distribuicao dos intervalos de
tempo entre spikes (ISI) (GRU; GRuN, 2009).

A fim de simular uma atividade com padroes temporais mais ricos, incluindo também
interacoes de ordem superior, fizemos simulagdes utilizando um modelo gaussiano com mul-
tivaridveis latentes seguindo a metodologia proposta por Macke et al. (2009). Isso é relevante
porque um modelo com correlagoes corresponde melhor a dados reais do que um com variaveis
independentes (MACKE et al., 2009), e dados nao fidedignos podem levar a falsas conclusoes
quando aplicamos algoritmos de detecgao de ANs (GRU; GRiiN, 2009; DEOLINDO et al.,
2014).

Esse modelo ¢ interessante por possuir poucos parametros e exibir valores de entropia
muito proximos aos maximos teéricos numa grande variedade de cendrios. Isso sugere que a
taxa média de disparos (y;) e a matriz de correlacao (X) sejam suficientes para caracterizar

as propriedades estatisticas de uma populagao de neurénios (MACKE et al., 2009).

Para esse caso, assumimos que a conectividade funcional era estabelecida entre as
diferentes unidades por meio da adigao de dependéncias estatisticas (BUZSAKI, 2010). As

ANs foram especificadas por meio da covaridncia entre neurdnios, onde valores nao nulos



2.2. Métricas de similaridade entre trens de spike 17

definiam a existéncia de uma interacao.

E importante ressaltar que apesar de capturarmos valores biologicamente inspirados
para definir a correlacao entre os neuronios, nem todas as matrizes de covariancia sao factiveis
e estao condicionados a existéncia de uma solugdo para o modelo gaussiano discretizado,

conforme explicado por Macke et al. (2009).

Na proxima se¢ao, abordamos as diferentes métricas de similaridade utilizadas neste

projeto.

2.2 Meétricas de similaridade entre trens de spike

Nesta se¢ao fizemos uma revisao dos diferentes métodos usados na quantificagao da
similaridade entre pares de trens de spike, e que foram avaliados neste trabalho. Uma analise
de cada proposta ¢é relevante dado que a natureza do codigo neural ainda é desconhecida e
cada métrica se baseia em caracteristicas especificas dos trens para definir a formacao ou

supressao de ANs ao longo do tempo.

Além disso, as ANs sao identificadas em relagdo a métrica escolhida, e, portanto, os
métodos de classificagdo (Secdo 2.3) podem apresentar resultados diferentes a medida que
se modifica a maneira de mensurar a interagao entre células. Alguns trabalhos avaliam esse
impacto (KREUZ et al., 2007; PAIVA et al., 2010; HUMPHRIES, 2011; BILLEH et al., 2014),
porém, até onde pudemos verificar, uma comparacao entre diferentes associagdes de métricas

e métodos de classificagao ainda nao foi explorada.

As métricas utilizadas nesse trabalho foram selecionadas devido a seu uso em algo-
ritmos ja propostos na literatura de deteccao e monitoramento de ANs além de extrairem

diferentes caracteristicas dos trens de disparos para caracterizar uma interacao entre células.

2.2.1 Meétricas de similaridade baseadas na taxa de disparos

Conforme mencionado na Secao 1.3, as primeiras hipdteses de codificagdo de infor-
macao pelo sistema nervoso estavam associadas a modulagao da taxa de disparos. Dessa
maneira, uma série de medidas de similaridade propostas levam em consideracao que os dis-
paros sao separados em pequenas janelas de tempo de duragdo constante, ou bins, a fim de
que as variacoes instantaneas dessa grandeza sejam suavizadas. E importante ressaltar que
ao alterarmos o tamanho da janela, naturalmente, h4 uma modificacao na taxa de disparos
we(t) (KRUSKAL et al., 2007). Os métodos baseados neste paradigma e analisados neste

trabalho foram descritos ao longo desta secao.
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2.2.1.1 Correlacdo

A correlagao pa p mensura o quanto duas variaveis aleatérias A e B se modificam
simultaneamente e é calculada pela Equacao 2.1, em que E{X} é o operador valor esperado.
E normalizada, ou seja, estd no intervalo [-1,1], e o sinal indica se a observagdo do aumento
de uma grandeza relaciona-se com o aumento (sinal positivo) ou diminuigao (sinal negativo)
da outra. No contexto de deteccao de ANs, calcula-se a matriz de correlagdo a partir da taxa
de disparos normalizada (zscore), conforme descrito por Laubach et al. (1999), Peyrache et
al. (2010), Santos et al. (2011), Santos et al. (2013), quantificando as variagdes concomitantes

ao longo do tempo em p; de duas células.

o E(AB) — E(A)E(B) 21)
" JE(A?) - E*(A)\/E(B?) — BX(B) '

2.2.1.2 Hamming

A distancia de Hamming computa o nimero de ocorréncias distintas num par de ve-
tores de mesmo comprimento e é uma métrica bastante conhecida por suas aplicagoes em
teoria da informacao (DRONGELEN, 2006). Para a aplicagdo na detecgao de ANs, empre-
gamos a abordagem utilizada por Humphries (2011). Os trens correspondentes aos neurdnios
1 e j sao divididos em bins de duracao estabelecida pelo experimentador e convertidos em
taxas de disparos t; e t;. A seguir, cada bin k é classificado segundo a ocorréncia ou nao
de spikes nesse intervalo de tempo, recebendo 1 no caso de atividade registrada e 0, caso
contréario, independente do ntimero de disparos em cada janela. A métrica computa entao a
proporc¢ao de instantes em que ha diferenca no comportamento dos trens segundo sua ativi-
dade simultdnea. A métrica estd limitada entre [0,1], tendendo a 0 quanto maior o niimero
de coincidéncias temporais entre as células no periodo analisado, conforme a Equacao 2.2, a
seguir, em que @ é o operador "ou exclusivo", Ny, corresponde ao nuimero total de bins em

ti e t; e S;; corresponde ao elemento (i, j) da matriz de similaridade.

Sty (ti(k) @ t(F))
Nbins

2.2.2 Meétricas de similaridade com escala temporal variavel

Os métodos descritos a seguir partem de uma ligeira mudanca no paradigma da trans-
formagao do trem bindrio para uma escala continua. Em vez da separacao em bins, como

efetuado para a taxa média de disparo, o vetor pode ser convoluido com diferentes kernels
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Figura 2.3 — Kernel do tipo Gaussiano em torno de um ponto de referéncia (marcado com
um "x"). Os circulos marcados na figura mostram que na vizinhanga do ponto de
referéncia a fungao assume um valor limite (em vermelho) que decai a medida

que nos distanciamos (em preto).

0
-50 0 50

Fonte: Produzida pela autora

K de diferentes larguras (o). Um kernel pode ser encarado como uma espécie de medida
de similaridade em relagao a um ponto de referéncia, de maneira a assumir valores limites
na vizinhanca desse ponto de referéncia e decair a medida que se afasta desse ponto, como

representado na Figura 2.3 para um kernel do tipo Gaussiano.

Podemos observar que o processamento em bins nada mais é do que uma outra versao
desse processamento, assumindo um kernel do tipo retangular de largura 7 numericamente

igual a duracao temporal de cada bin, como pode ser verificado na Equacao 2.3.

1, se |t|<T
Ko (t) = (2:3)
0, se |t|>7
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E esperado que diferentes kernels modifiquem a indicacao de dissimilaridade retornada
pelas métricas, ja que, numa escala temporal adequada eles consistem em maneiras distintas
de se traduzir disparos binérios para taxas médias de disparo. A largura de um kernel (o)
caracteriza sua escala temporal: valores maiores traduzem modificagoes na taxa de disparo;
valores menores, as relagoes temporais entre os spikes (coincidence detectors). Uma verificacao
sistematica do efeito de diferentes kernels na deteccdo de ANs esta fora do escopo desse
estudo, mas uma anélise detalhada comparando o efeito de kernels laplacianos, gaussianos,
triangulares e retangulares em algumas métricas de similaridade que consideram as relacoes
temporais entre spikes gerados segundo o processo de Poisson foi realizada por Paiva et al.

(2010), que indicou melhorias pouco significativas em modificagoes de K.

As métricas que utilizam suavizacoes dessa forma selecionadas para compor esta dis-

sertacao foram descritas a seguir.

2.2.2.1 Victor e Purpura

A proposta de Victor e Purpura (1996), uma das primeiras da literatura, estabelece
uma métrica baseada no custo necessario para que um trem de disparos possa ser transfor-
mado em outro. Para tanto, atribuem-se pesos a trés operagoes basicas: adi¢do, remocao e
deslocamento. Um custo fixo unitario é designado as adi¢des e remogoes de um disparo e
um pardmetro variavel (¢,) & movimentagao. A métrica computada corresponde & soma das
interagoes. A presenga de um pardmetro escolhido pelo experimentador (¢,) atua de maneira
a permitir um ajuste da escala temporal de interesse, pois para um baixo valor absoluto de
Cv, & métrica converge para a diferenca no nimero de disparos e, para um valor elevado,
para a contagem do ntmeros de spikes nao coincidentes. Para valores intermediarios de ¢,
a distancia entre dois trens sera pequena se eles contiverem um nimero parecido de spikes

ocorrendo em instantes de tempo parecidos (VICTOR, 2009).

Como mostrado por Paiva et al. (2010), essa métrica pode também ser encarada como

um kernel triangular invertido, segundo a equagao a seguir:

Ligk — th], se |th —ti| <20

2, caso contrario

onde o = Ci et corresponde ao tempo de ocorréncia do spike x no neurdnio m.
v
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2.2.2.2 Convolucdo com uma janela e Cosseno

Humphries (2011) utiliza em seu trabalho o uso de janelas (kernels) do tipo gaussianas

(Equagao 2.5 e originalmente proposta por Schreiber et al. (2003)) e exponenciais (Equagao

2.6) de largura o = 5t1i2, onde J;, é baseado nos valores do ISI da populagao.
K, -
-(t) = e272 2.5
0= oror 25)
K,(t) = e%tu(t), onde u(t) é a fungao degrau de Heaviside (2.6)

O uso de kernels gaussianos se motiva num janelamento mais suave que o realizado
com janelas quadradas, enquanto que o exponencial se inspira no formato de onda aproximado
para as correntes pés-sinapticas (DAYAN; ABBOTT, 2001).

Apods a convolugao, a dissimilaridade é mensurada pelo valor do cosseno dos dois
vetores v;(t) e v;(t), segundo a Equacdo 2.7, em que vi(t) é o valor obtido pela convolugao
do trem bindrio k de duragao ¢t com o kernel e S; ; corresponde ao elemento (7, j) da matriz

de similaridade, montada ao computarmos a métrica em relacao a células i e j.

()

Ol @)l (27)

2.2.2.3 Van Rossum

A métrica introduzida por Rossum (2001) também tem como etapa inicial a convo-
lugdo dos trens com kernels exponenciais (Equacao 2.6), no entanto, sua largura permanece
como um parametro de entrada a ser especificado pelo usuario, dependendo da escala tem-
poral de interesse. Valores elevados de ¢ tornam a métrica sensivel a taxa média de disparos,

enquanto que valores baixos de ¢ tornam a métrica sensivel a relagao temporal entre spikes.

A métrica é calculada segundo a Equagao 2.8, em que vg(t) é o valor obtido pela
convolu¢ao do trem bindario k£ de duracao ¢t com o kernel e S; ; corresponde ao elemento (i, 5)
da matriz de similaridade, montada ao computarmos a métrica em relagdo a célula 7 e a

célula j.
1 0
Si=— [ W) —vi(t)Par (2.8)

Essa métrica pode ser interpretada como uma estimativa do efeito de dois trens pré-

sindpticos em uma célula pdés- sinaptica, ja que, conforme mencionado na Secao 2.2.2.2,
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biologicamente, o formato da corrente pds sindptica é aproximadamente uma exponencial

(KREUZ et al., 2007).

2.2.2.4 Billeh

Um dos método mais recentes, proposto por Billeh et al. (2014), busca quantificar
as interagoes levando em conta nao apenas as caracteristicas biolégicas de um conjunto de
células, mas também realiza um processamento diferenciado de acordo com a natureza das
interacoes, se excitagao ou inibicao, e sua diretividade, apontando qual neuronio tem ati-
vidade precedente. Analogamente as métricas ja descritas nas Segoes 2.2.2.2 e 2.2.2.3, essa
proposta também modela o acoplamento entre células segundo uma curva exponencial, visto
a semelhanca que essa funcao apresenta com as correntes sindpticas. No entanto, o algoritmo
nao identifica automaticamente se uma célula apresenta interagoes de excita¢ao ou inibi-
¢ao, e essa informagao deve ser fornecida pelo experimentador. Como padrao, consideram-se

interagoes excitatorias.

A primeira etapa do processamento consiste na criacdo de uma funcao que descreve a
corrente pos sindptica gerada pelos disparos de um neurdnio &, fi(t). Essa fungio é composta

pela convolugio do tltimo disparo do neurdnio k (£ ) com o kernel K,,, () no caso de uma

Oexc

sinapse excitatéria e 1 — K, (t), para uma inibitéria, sendo K,(t) descrito pela Equacao

Oini

2.5, resultando na Equacao 2.9 a seguir.

Ko'ezc (t - tfast)
fe(t) = (2.9)
1— Kﬂ'im' (t - tfast)

A largura dos kernels (0epe € 0ini) pode ser ajustada de acordo com as caracteristicas
dos dados em analise, porém, por simplicidade e de maneira analoga a proposta do autor,

nesse trabalho as larguras serao consideradas iguais (epe = Tipni = 0).

A seguir, a influéncia de uma célula 7 em outra j é computada ao somarmos efeito da
corrente pés sindptica de i (f;(t)) nos instantes de tempo em que j dispara, de acordo com

a Equacao 2.10, em que N, é o nimero total de disparos do neurénio k.

Z_f fi(t) (2.10)

Esse resultado é entao normalizado para a janela de tempo em anélise de duragao T’
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e o acoplamento entre as células é calculado para a amostra segundo 2.11b.

fu(®) = Ll=<fi> gondo

1 ge> (2.11a)
T .1l1a
fr(t)dt
< fx >= Jo fie ;()
N. ~ .
21 it

W max(N;, Nj)

Finalmente, a métrica de similaridade é definida apenas para valores positivos, retor-

nando a matriz S segundo 2.12:

Si,j = maa:(FM, 0) (212)

A definicdo acima permite que as matrizes de similaridade sejam assimétricas, dife-
rentemente de todas as listadas nessa secao, e possibilita inferéncias sobre a direcionalidade

das interacoes.

2.2.3 Meétricas de similaridade baseadas nas relacdes temporais entre spikes

Finalmente, exploraremos métricas segundo o terceiro e iltimo paradigma de proces-
samento de trens. Como abordado na Secao 1.3, evidéncias apontaram que o cdédigo neuronal
baseado apenas em variagoes da taxa média de disparos ignoravam outras formas de relagoes
entre spikes, possivelmente descartando informagoes sobre os estimulos. Isso foi corroborado
por experimentos como o de MacLeod et al. (1998), que utilizou as relagoes temporais para
distinguir a atividade referente a dois odores distintos; muitos outros estudos ja evidenciaram
a importancia das relagdes temporais no processamento de informagao no cérebro (PANZERI
et al., 2010; GANSEL; SINGER, 2012; BILLEH et al., 2014). Além disso, a probabilidade
de que as coincidéncias temporais entre disparos ocorra nas bordas das janelas empregadas
numa transformagao em taxa média de disparos é alta, podendo acarretar no descarte de
um elevado ntimero de coincidéncias (GRU; GRiN, 2009). Ademais, pequenas variagoes no
tamanho do bin produzem diferengas significativas nos valores das correlagoes (KRUSKAL

et al., 2007). As abordagens selecionadas foram introduzidas a seguir.

2.2.3.1 Sincronizacio de evento

Introduzida por Quiroga et al. (2002), esta métrica quantifica a interacao entre duas
séries temporais de duragdo T com base na ocorréncia simultanea de eventos; para o caso

de analise de trens de disparo, sao definidos como a ocorréncia de cada potencial de acao.
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Os eventos sao coincidentes se ocorrerem ao mesmo tempo nos neurénios ¢ e j, mas caso sua
diferenca esteja dentro de uma pequena janela temporal 7, essa interacao também é contabi-
lizada segundo os valores J; ; da Equacao 2.13c. Seu valor é acumulado ao longo do tempo na
funcao c(i|7), Equagao 2.13b a seguir, onde m; e m; representam respectivamente o nimero
total de disparos dos neurénios ¢ e j. Dessa maneira, 7 introduz uma robustez ao efeito de
perturbagoes espurias no potencial de membrana, que podem acarretar em ligeiras diferencas
temporais na ocorréncia de disparos. A fim de tornar a medida adaptativa a taxa de disparos
instantanea e independente da definicio de um parametro, 7 se adapta dinamicamente ao

longo do tempo, segundo a Equacao 2.13a.

. i i 44 i J J 4] J
mm(tkH_ ootk — teen b — 4,4 _tl—l)

Tij = 5 (2.13a)
c(ilj) =>_> Jii onde (2.13Db)
k=11=1
1, se 0<|ti—t]| <7y
ey =405, se ti =t (2.13¢)

0, caso contrario

Assim, a matriz de similaridade S é composta por uma fungao simétrica, segundo a

Equacao 2.14.

~1 (2.14)

2.2.3.2 Intervalo entre spikes (ISI)

O primeiro passo da métrica proposta por Kreuz et al. (2007) consiste num pré-
processamento que transforma os trens bindrios em vetores que correspondem a taxa de
disparos instantanea por meio do célculo do ISI (v;g7). Para uma célula selecionada n, e
para cada instante amostrado ¢, sao localizadas as primeiras ocorréncias de um potencial de
agao imediatamente antes () e imediatamente depois (t%) de t. Uma ocorréncia é inserida
artificialmente tanto no comeco quanto no final do trem. Assim, para o dado avaliado, de
duragao total T, temos (KREUZ, 2011):

Visi(t) = tg(t) = tp(1) (2.15)
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Entéo, calcula-se a razao entre a taxa de disparos instantanea dos dois neurdnios v}g,

e v]g; segundo a equagdo abaixo:

vig (t [ ]
%(t) —1, se vig(t) < vig(t)
](t) Visi(t)

I/}SI(t) , .
- 1), caso contrario
IST

(2.16)

A matriz de similaridade S é entdo computada pela integracao do valor absoluto de
I(t):

T
1
Sig =7 / 1(t)|dt (2.17)
t=0

Sua utilizacao tem vantagens, por ser nao paramétrica, com uma escala temporal
intrinseca e adaptativa. No entanto como seu foco é em quantificar similaridades entre taxas
de disparos instantaneas, ela tem limita¢oes para distinguir situagoes em que essa grandeza
¢é constante ao longo do tempo para trens distintos. Por exemplo, a métrica retorna o mesmo

valor para trens idénticos e para trens periddicos e de mesmo periodo (KREUZ et al., 2011).

2.2.3.3 SPIKE

Numa melhoria da métrica apresentada na se¢ao anterior, Kreuz et al. (2013) buscou
incorporar em seu indice medidas de quantificagao de alteragdes na sincronia temporal das
células, ou seja, como as alteragdes nas proporgoes de spikes coincidentes se modifica ao longo
do tempo. Ele propos a métrica SPIKE, uma extensao da métrica ISI, porém levando em
consideracao as relagoes entre células distintas. Para descrevé-la, utilizaremos como apoio a

Figura 2.4 a seguir.

Inicialmente, quatro intervalos sao definidos, constituindo-se nos disparos de duas
células i e j imediatamente antes (t5(t),k = {i,j}) e depois (th(t),k = {i,j}) do instante
em andlise t. A diferenca temporal entre esses instantes (Aty(t),Y = {P, F'}) é, entdo,
computada segundo a Equagdo 2.18 abaixo. Assim como para a métrica ISI (Segao 2.2.3.2),

insere-se artificialmente um disparo no comeco e no final de cada trem.

Atp(t) = th(t) — th

| . (2.18)
Atp(t) = tp(t) — th(

A métrica se baseia, numa ponderacao computada em cada instante de tempo t entre
as distancias dos trens adjacentes segundo um peso (2%(t),k = {i,j},Y = {P,F,1SI})

calculado segundo relacoes entre intervalos de tempo, como mostra a Equacgao 2.19, a seguir:
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Figura 2.4 — Na figura, as barras continuas marcam a ocorréncia de um spike para as células
1, em azul, e 2, em laranja. A barra hachurada em preto marca o instante de

tempo de referéncia, t. As setas ilustram os intervalos de tempo empregados no
calculo da distancia SPIKE.
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Fonte: Adaptada de Kreuz (2011)

(2.19)

Assim, a ponderacao das diferencas temporais locais é computada segundo a Equacao
2.20:

_ Atp()ak(t) + Atp(H)ap(t)

Si(f) ()

= {i,5) (2.20)

E, finalmente, uma funcdo que retine a contribuicao dos dois trens, incluindo também
a diferenca relativa entre eles é ponderada de acordo com a Equacao 2.21
S(t) = Si(t)x1sr(t) + Sj'(t)x?sl(t)
2(2s(t) + 7,(1))?

(2.21)
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Assim, a matriz de similaridade S entre os neurtnios 7 e j pode ser computada de

acordo com a Equagao 2.22:

T
1
Sij = T /0 1S (t)]dt (2.22)

O autor propos algumas adaptagoes que nao serao exploradas nessa dissertacao, em
que essa métrica pode ser expandida para englobar o comportamento de uma populagao num
indice tinico e uma adaptacao para aplicagoes em tempo real (KREUZ et al., 2013). Porém,
essa métrica possui limitagoes para lidar com atrasos, que devem ser previamente tratados e

corrigidos.

2.2.4 Adaptacoes

Nesta secao descrevemos as métricas utilizadas na computacao da matriz de simi-
laridade S analisadas nesse trabalho. A fim de homogeneizar a escala das matrizes S, elas
foram normalizadas por seu maior valor. Além disso, as métricas podem ser divididas em

duas categorias de relagoes entre os objetos: relagoes de similaridade e relagoes de distancia.

As relagoes de similaridade se referem a situacado em que ha similaridade maxima
entre um objeto e ele mesmo, ou seja, o elemento s; ; da matriz de similaridade S ¢ igual a 1
quando ¢ = j. Dentre as métricas apresentadas nessa se¢ao, esse tipo de relacao esta presente

na correlagao (Sec¢ao 2.2.1.1).

Ja as relagoes de distancia d sao definidas segundo o seguinte conjunto propriedades
(PAIVA et al., 2010):

e Simetria: d(7,5) = d(j,1);
e Positividade: d(i,7) > 0;
e Desigualdade Triangular: d(i,5) < d(i, k) + d(k, j) Vk

e Identidade: d(7,j) = 0, se e somente se i = j;

Neste trabalho classificaremos também como métricas de distancia medidas que, a
rigor, seriam denominadas pseudo-distancias, por desobedecerem a propriedade de identi-
dade; semi-distancias, por desobedecerem a desigualdade triangular ou quasi-distancias, por

desobedecerem a simetria. Por exemplo, a ISI retorna valor nulo nao s6 para trens de spike
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idénticos, mas também para dois trens com intervalos entre spikes constantes com uma dife-
renga temporal, sendo, portanto, classificada como uma pseudo-distancia. J4 a SPIKE pode
desobedecer a desigualdade triangular, e é, a rigor, uma semi-distancia (MULANSKY et
al., 2015). Finalmente, a métrica de Billeh pode retornar valores nao simétricos, sendo uma

quasi-distancia.

Matrizes de similaridade S com uma rela¢ao de similaridade (Ss;,) foram convertidas
em relagoes de distancia (Sgs) segundo a Equagao 2.23, a seguir. E importante ressaltar que

essa equacgao ja recebe matrizes de similaridade normalizadas.

Ssim =1~ Sdist (223)

2.2.5 Comentario geral sobre as limitaces das métricas de similaridade

Nesta se¢ao descrevemos de maneira resumida as métricas de similaridade utilizadas
nesta dissertacdo para a andlise dos trens de spikes. Elas foram classificadas em trés catego-
rias, com base na escala temporal utilizada para a caracterizacao das interagoes: a divisao em
janelas e calculo da taxa de disparo, as métricas com escala temporal variavel e as baseadas
exclusivamente nas relacoes temporais entre os disparos. A determinagao da escala temporal
adequada é uma tarefa nao trivial, que requer uma anélise do experimentador, ja que impacta
significativamente nos resultados. Por isso, propostas nao paramétricas e de escala tempo-
ral adaptativa, como as propostas ISI (Secao 2.2.3.2) e SPIKE (Secao 2.2.3.3), se tornam

vantajosas.

Apesar das métricas apresentadas restringirem sua atuagdo a uma escala temporal
pré-determinada, as evidéncias apontam que a codificacdo da informagao é feita de maneira
complementar e multiplexada, ou seja, que a informacao sobre um sinal ou estimulo é proces-
sada de maneira distribuida e que diferentes caracteristicas estao representadas em escalas
temporais distintas (PANZERI et al., 2010). Kreuz et al. (2007) afirma que muitas métricas
apresentam uma alta correlagao entre si, o que evidencia a necessidade de novas métricas que

possam, de maneira simultanea, caracterizar interagoes em multiplas janelas de tempo.

Além disso, com a excecao da métrica apresentada na Secao 2.2.2.4, todas as propostas
desconsideram a direcionalidade das interacoes. Essa diretividade é observada em sistemas
biolégicos, uma vez que as sinapses ocorrem de neuronios pré para os pos sinapticos e, uma
simplificacao que desconsidera essa efeito pode descartar informacgao. Pretendemos com essa

dissertagao avaliar o impacto dessa consideracao nos algoritmos de deteccao de comunidades.

Ademais, a maioria dessas métricas foi proposta considerando-se cenarios em que a in-
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teragao entre células ocorre por padroes de excitacdo mas pouco exploraram sistematicamente
casos com inibi¢oes ou atrasos. Esses padroes também se relacionam com interagoes hebbianas
(SEJNOWSKI et al., 1989; FREGNAC, 2003) e estao presentes em circuitos cortico-corticais
e cortico-subcorticais (YANG et al., 2012; XU et al., 2012; WANG et al., 2012). Métricas
baseadas em excitagoes geralmente modelam o comportamento das células para a detecgao
de coincidéncias (coincident detectors), e apontam uma maior similaridade quanto maior
o numero de coincidéncias. No entanto, observagoes experimentais mostram que, na reali-

dade, a imensa maioria das células tem correlagoes de baixa ordem de magnitude (LONG;
CARMENA, 2011).

Finalmente, muitas métricas propostas tem um elevado tempo de processamento e sao
nao causais, ou seja, empregam calculos em que o estado presente é computado levando-se
em conta informagdes sobre estados futuros. Esses fatores inviabilizam um processamento em

tempo real.

Na préxima secao descrevemos os métodos empregados na deteccao de comunidades,

que receberam como entrada a matriz de similaridade S.

2.3 Meétodos de classificacao

Nesta se¢ao, descreveremos os algoritmos de deteccao de comunidades que serao ava-
liados nessa dissertagao. Eles receberao como entrada a matriz de similaridade S, computada
empregando um dos métodos descritos na se¢cdo anterior, e retornarao o nimero de assem-
bleias encontradas no conjunto de dados, assim como uma identificagdo de seus membros
(i.e., dos neur6nios que a compoe). Esses algoritmos tem por objetivo agrupar as células
com padroes de disparos mais similares entre si em comparacao com as demais. Eles po-
dem estar baseados em noc¢oes diferentes do que constitui uma comunidade e qual a maneira
mais eficiente de encontra-las. A escolha do algoritmo mais eficiente permanece um foco
de intensa pesquisa em mineragao de dados (data mining, na literatura em inglés), mas, no
momento, é um processo interativo, que envolve varios ajustes de pardmetros e diferentes ten-
tativas até que o resultado obtenha as propriedades desejadas (ESTIVILL-CASTRO, 2002).
E importante ressaltar que esse problema nio possui uma solucdo tnica, ja que o nimero de
comunidades detectadas pode depender de varios parametros, como por exemplo, a resolucao.

Esta situacao foi representada de maneira esquematica na Figura 2.5.

Este trabalho almeja, portanto, contribuir na exploracao de diferentes algoritmos vi-
sando a deteccao de comunidades em registros eletrofisiologicos extracelulares de trens de
spike. Neste caso, temos uma correspondéncia entre as comunidades encontradas e as ANs.

Dessa maneira, o foco estarda em algoritmos nao supervisionados que empregam distintos
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Figura 2.5 — Representacao esquematica do efeito da resolucao na determinacao de comuni-

dades.
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Fonte: Produzida pela autora

conceitos de agrupamentos e com diferentes niveis de complexidade.

2.3.1 Analise de componentes principais (PCA) e Decomposicdo em valores sin-
gulares (SVD)

A anédlise de componentes principais (PCA) é uma das técnicas mais conhecidas para
processamento multivariavel, visando a compressao e a detecgao de padroes num conjunto
de dados. A ideia é fazer uma transformacao dos dados de entrada, selecionando um nimero
reduzido de atributos que ainda seja capaz de caracteriza-los. O PCA consiste na transfor-
macao linear 6tima segundo o erro quadratico médio e resulta num conjunto de variaveis
lineares e descorrelacionadas, as chamadas componentes principais (PCs), que representam

as diregoes que maximizam a taxa de decaimento da varidncia (HAYKIN, 1999).

O PCA tradicional tem limitagoes quando lida com dependéncias de ordem superior,
uma vez que é um método linear; é independente da fonte dos dados; ndo possui parame-

tros e, quando aplicado a problemas de classificacao, designa cada nova amostra baseado
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estritamente no que foi observado durante o periodo de treinamento, nao atualizando dina-

micamente suas propriedades estatisticas.

Algumas adaptacoes foram propostas para lidar com essas limitagoes, como, por exem-
plo, o PCA Dinamico(DPCA)(FALLAHATI et al., 2002) ou o PCA Recursivo (VOEGTLIN,
2005), que lidam com processos nao estaciondrios; o PCA Multi-Escala (BAKSHI, 1998),
que visa melhorar o desempenho quando os dados tem escalas temporais diferentes; e, fi-
nalmente, o PCA Nao-Linear (FOTHERINGHAME; BADDELEY, 1997), e o Kernel-PCA
(SCHS6LKOPF et al., 1998) que visam interagdes nao lineares.

Especificamente para o problema de deteccao de ANs, as PCs p; sdo calculadas a
partir dos autovetores P = [P1, ..., Pnnewrone) 48 Matriz de covaridncia computada a partir da
taxa de disparos (SANTOS et al., 2011; SANTOS et al., 2013), conforme descrito na Se¢ao
2.2.1.1. Detsa maneira, o uso do PCA neste problema especifico pressupoe que comunidades
serao definidas como conjuntos de células que apresentarem disparos correlacionados entre
si.

Nesse trabalho exploraremos também os resultados para matrizes de similaridade com
métricas distintas, descritas na Se¢do 2.2. No entanto, como por definicdo o PCA emprega
ou a matriz de covariancia ou a de correlagao, denominaremos os casos que utilizam outras
métricas de similaridade de decomposicao em valores singulares (SVD). Agora as PCs p; serao
dadas pelos autovetores P = [P1, .., Paneuons] da& Matriz de similaridade S. E importante
observar que o paralelo estabelecido entre o SVD e o PCA s6 é valido quando os autovetores
de S sdao independentes entre si, o que requer que S seja simétrica e, portanto, impoe uma

restricao adicional as métricas de similaridade.

Para determinar se um grupo de neurdnios apresenta disparos correlacionados, por-
tanto formando uma AN, ou se seus disparos sao independentes entre si, empregaremos
a proposta de Peyrache et al. (2010) e Santos et al. (2011), baseada na distribuicdo de
Marcéenko-Pastur, porém um limiar determinado por um percentil de dados substitutos, ou
surrogate data, na literatura em inglés, também pode ser utilizado. Marcenko e Pastur (1967)
mostraram que a matriz de autocorrelagao calculada para Ny,n.s vetores independentes en-

tre si e de comprimento N5 possui autovalores (A\) segundo a distribui¢ao analitica p(A),

descrita pela Equacao 2.24, em que g = ]\2[67“;3 e 02 é a variancia dos elementos dessa matriz.
_ q \/(Amaz_)\)()\_)\min)
pA) = gty YO em que

)\mm < A < Amax; € (224)
i = 0*(L£/1)?
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Portanto, a Equacao 2.24 pode ser usada na definicdo de um limiar minimo de in-
teragdo necessaria entre um grupo para que ele seja considerado uma assembleia, ja que a
probabilidade da matriz de autocorrelagao de vetores independentes apresentarem um au-
tovalor maior que A,q, é nula (SANTOS et al., 2013). Se, por exemplo, um determinado
grupo de neurénios formar uma AN, sua atividade estara associada a uma PC e o autovalor
correspondente sera maior que o limiar \,,,, definido pela distribuicdo de Marcenko-Pastur;
analogamente, se os neurdnios forem independentes, o autovalor A associado a essa PC estara

localizado no interior dessa distribuicao (Amin < A < Anaz)-

Os pesos de cada PC, dados pelos elementos wy, k = 1,..nNeurons, de uma PC py,
podem indicar os neuronios que pertencem a cada AN, uma vez que um padrao caracteristico
de disparo para uma assembleia consiste em pesos iguais para seus membros e pesos nulos
para os neurdnios independentes. Uma situacao proxima da ideal é exemplificado nas Figuras
2.6a e 2.6c, compostas por duas assembleias disjuntas. O autovetor correspondente a cada
uma delas é exibido em cada uma das figuras, e a observacao de p; e p2 permite inferir os

membros dessas ANs.

No entanto, existem limitacoes quando duas assembleias compartilham neuronios:
nesse caso, a matriz de covariancia ou a matriz de similaridade agrupa o efeito dos padroes
de disparos distintos e isso modifica a distribuigdo dos pesos das PCs (Figuras 2.6b e 2.6d),
impossibilitando a identificacdo dos membros de cada AN (SANTOS et al., 2011; SANTOS
et al., 2013).

Para determinar quais neurénios pertencem a uma assembleia, estabelecemos um li-
miar segundo a Equacgao 2.25, abaixo. Um neurénio k foi considerado como parte da assem-

bleia apenas no caso em que |wy| fosse maior que Thr.

N Neurons |7~Uk; |

Thr =G Z
k=1

em que N yeurons representa o nimero total de neurénios da populagdo analisada.

(2.25)

N Neurons

O fator G da Equacao 2.25 foi ajustado com base em varias simulagoes de assembleias
disjuntas segundo um modelo poissonico de disparo (Segdo 2.1.2), até que a relagdo entre

falsos-positivos e falsos negativos estivesse balanceada.

2.3.2 Analise de componentes independentes (ICA)

O ICA é uma técnica de processamento multivariavel que visa a separacdo de um
sinal em fontes estatisticamente independentes entre si, assumindo que o sinal resultante é

uma combinagao linear dos sinais de cada uma das fontes. O algoritmo se baseia no Teorema
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Figura 2.6 — Padrao caracteristico de uma assembleia: os membros apresentam pesos pare-
cidos enquanto que os outros neurdnios aparecem com pesos nulos. As Figuras
2.6a e 2.6c apresentam PCs significativas para as ANs disjuntas e exibem um
exemplo em que a distribuicdo dos pesos permite a identificacao dos membros.
No entanto, as PCs das ANs que compartilham neurénios (Figuras 2.6b e 2.6d)
tem uma distribui¢do nao caracteristica e a classificacdo dos neurdnios nao pode
mais ser determinada.
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Fonte: Adaptada de Santos et al. (2013)

do Limite Central, que enuncia que a soma de varidveis independentes com varidncias finitas
e identicamente distribuidas, quaisquer que sejam suas distribui¢oes, converge para uma
distribuicao gaussiana (PAPOULIS, 1991). O teorema implica que, no caso de fontes nao
gaussianas, a combinacao do sinal de fontes distintas é mais gaussiana que os sinais originais.
Esta propriedade é explorada pelo algoritmo, pois ele busca minimizar uma fungao que mede

a gaussianidade do sinal (HYVARINEN; OJA, 2000; SANTOS et al., 2013).

Existem varias propostas de computacao do ICA, e a grande maioria se diferencia ba-
sicamente pela defini¢do dessa fungdo que computa a gaussianidade do sinal (HYVARINEN;
OJA, 2000). Utilizaremos nessa dissertagao a proposta de Santos et al. (2013), que emprega
o fastICA, originalmente proposto por Bingham e Hyvéarinen (2000).

A andlise de componentes independentes (ICA) é empregada na detecgao de ANs

como um passo complementar ao processamento descrito na sec¢ao anterior, visando uma



34 Capitulo 2. Meétodos

Figura 2.7 — Representacao de uma cenario de aplicacao do ICA. Trés neur6nios sao gravados
por trés eletrodos distintos. O sinal obtido por cada eletrodo é uma combinagao
do sinal de cada uma das células.

Fonte: Produzida pela autora

solugdo para o problema ilustrado no conjunto de Figuras 2.6b e 2.6d. Como sera explicado
a seguir, esse algoritmo atuara na distribuicao dos pesos wy, de maneira que ela se asseme-
lhe ao padrao caracteristico, ou seja, os neurénios que pertencem a AN apresentarao pesos
aproximadamente iguais e os independentes, pesos proximos a zero. Iniciaremos a se¢cao com
uma descricao geral do algoritmo e, a seguir, detalharemos seu processamento em conjunto
com o PCA ou com o SVD.

Como ja mencionado na Sec¢ao 2.1, a atividade de um neurénio pode ser simplificada
por um processo de Poisson, e, portanto, nao é gaussiana, o que permite a aplicagao do ICA
com sucesso para a identificagdo de fontes independentes. Para ilustrar sua atuacao, faremos
uma adaptagao para o contexto eletrofisiologico de um exemplo muito conhecido de aplicacao

do ICA, em inglés denominado cocktail party.

Imaginemos uma situagao hipotética em que trés células distintas sao gravadas ao
longo do tempo por trés eletrodos diferentes, como disposto na Figura 2.7. Denotaremos o
sinal de cada célula j por s;(t) e por z;(t)o sinal gravado pelo eletrodo i. Cada eletrodo
gravara o potencial elétrico em seu entorno, incapaz de distinguir a presenca dos neuronios,
portanto, se desconsiderarmos fatores adicionais, podemos modelar o sinal dos eletrodos como

uma combinacao da atividade dos neurénios, segundo a Equacao 2.26 abaixo:
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ZE1<t> = a1181<t) + a1232(t) + a1383(t)
.TQ(Zf) = &lel(t) + a2252(t> + a2333(t) (226)
l‘3<t) = aglsl(t) + a3282(t) + (l3383(t)

Nesse caso, os pesos a;; serao dependentes da distancia do eletrodo 7 a cada célula
j. Para o caso de uma andlise de registros eletrofisiolégicos extracelulares(trens de spike),
desconhecemos tanto a matriz A = [a; ;] quanto a natureza das fontes. A aplicagdo do ICA

nesse caso, com fontes ndo gaussianas e independentes, permite a separagao dos sinais s;(t).

A determinagao das fontes independentes motivou o uso de ICA para registros ex-
tracelulares de trens de spike por Laubach et al. (1999) no problema de detec¢do de ANs.
Como nesse contexto o interesse é em fontes associadas a conjuntos de células e nao a células
independentes, foi proposto um pré-processamento dos dados empregando o PCA ou o SVD,

para a reducao de dimensionalidade dos dados, como serd explicado a seguir.

Inicialmente, um numero de PCs é selecionado, que corresponderda ao nimero to-
tal de assembleias detectadas nda e, a seguir, os dados sao projetados no subespago 17" =
[P1, .-, Pnda), definido por esses vetores. Laubach et al. (1999), em seu trabalho, rejeitaram
todas as PCs associadas a autovalores inferiores a 1. Esse limiar foi aprimorado por Santos
et al. (2013), que propos o limiar A, estabelecido pela distribuigao de Marcenko-Pastur
(Equagao 2.24).

O ICA entao recebe como entrada o resultado da projecao dos dados em T e re-
torna fontes independentes s;, i = {1,...,nda}. E possivel observar que os pesos aj, k =
{1, ..nNewrons} de s; estardo distribuidos de maneira préxima ao padrdo caracteristico, ou
seja, o valor de a; para os elementos que pertencem a AN serda aproximadamente igual e

préoximo de zero para os que nao pertencem.

Assim, o ICA torna possivel a distingdo das ANs nos casos com neurdnios comparti-
lhados, ja que agora elas sao encaradas como fontes independentes. Na Figura 2.8, é possivel
verificar para o mesmo conjunto de dados, como a limita¢do do PCA ou SVD (Figuras 2.8a,
2.8c e 2.8e) aplicado a populagoes com neurdnios em comum é solucionada apds a aplicagao
do ICA (Figuras 2.8b, 2.8d e 2.8f).

A definicao da filiacdo dos neurénios de cada assembleia permanece segundo a pro-

posta da secao anterior, tendo por base a Equagao 2.25, porém, substituindo wy, por ay.
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Figura 2.8 — A figura mostra o resultado para a simulacao de trés ANs, uma independente
e as outras duas compartilhando células. Apds a aplicagao do PCA ou SVD foi
possivel observar que o niimero de autovalores maiores que o limite superior da
distribuicao de Marcenko-Pastur foi igual a trés e que, portanto, o niimero de
assembleias foi corretamente identificado. No entanto, o padrao dos pesos das
PCs associadas nao permite apontar de maneira imediata a filiacdo das células
para as comunidades que compartilham neurdnios, Figuras 2.8a, 2.8c e 2.8e. Para
o mesmo conjunto de dados, esse problema ¢é solucionado apds a aplicagao do
ICA e os pesos se distribuem aproximadamente segundo o padrao caracteristico,

Figuras 2.8b, 2.8d e 2.8f.
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2.3.3 Modularidade

A consideracao de ANs como a unidade funcional do sistema nervoso possibilita que
redes neurais sejam encaradas segundo um modelo de grafos. Um grafo pode ser encarado
como uma representacao simplificada de objetos e das relagdes que eles apresentam entre si.

Cada objeto corresponde a um no e as relagoes entre eles, denominadas links, sdo representa-

: Adaptada de Santos et al. (2013)
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Figura 2.9 — Representacoes de uma rede utilizando grafos. Os nés sao representados pelos
circulos e as interacoes entre eles, os links, pelos tracos, no caso de interagoes
simultdneas e nao dirigidas (Figura 2.9a) e por setas no caso de interagoes
direcionadas (Figura 2.9b).

(a) (b)

7 N ST
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Fonte: Produzida pela autora

das por setas, no caso de interacoes direcionadas, ou por tracos, para interacoes simultaneas

e nao dirigidas, como verificado nas Figuras 2.9a e 2.9b.

A Modularidade, o algoritmo descrito nessa secao, foi originalmente proposto por
Newman (2006) para o problema de detecc¢ao de comunidades segundo o contexto de um ramo
da matematica e da computagao denominado Teoria de Grafos. Nesse modelo, comunidades
sao definidas como conjuntos mais densamente conectados em seu interior e com conexoes

mais esparsas entre si.

O algoritmo visa maximizar uma fun¢ao de beneficio ) (Equagao 2.27), denominada
Modularidade, que quantifica a diferenca entre o nimero de links dentro das comunidades
() e o nimero esperado desses links em redes aleatérias de topologia semelhante (), com
tamanhos equivalentes de nés e links. O maximo da funcao () estd associado a disposi¢ao que

maximiza a interacao intra-grupos e minimiza a inter-grupos.

Q=a—-p (2.27)

Assim, caso () assuma um valor positivo, a definicdo de comunidades é satisfeita e,
o grafo é particionado em dois subgrupos distintos, que podem ser compostos por uma ou
mais comunidades. O algoritmo é executado multiplas vezes para cada subgrupo até o caso

limite, em que @) < 0.

Como a particao é feita sempre aos pares, podemos analisar o caso de uma interacao,

sem perda de generalidade. A rede pode ser descrita segundo um vetor z tal que, cada no z;
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possa assumir valores 1 e -1, referenciando a comunidade a que esse no pertencera. Determinar
z é o objetivo do algoritmo. As interacoes da rede podem ser representadas por uma matriz
A, denominada matriz de adjacéncia, de maneira que cada elemento a; ; receba o valor 1 no
caso do né ¢ estar conectado ao né j e 0 caso contrario. A proposta original de Newman
(2006) faz uma simplificagdo e considera apenas redes nao direcionadas, o que implica uma

matriz A simétrica. Dessa maneira, o pode ser computado segundo a Equagao 2.28

a=z"Az (2.28)

B, por sua vez, é calculado segundo um modelo matematico probabilistico, denomi-
nado modelo nulo. O modelo gera uma matriz P, na qual computa-se a probabilidade que
um noé escolhido aleatoriamente ¢ possua um link com outro né j. Varias propostas para esse
modelo podem ser utilizadas, sendo a empregada originalmente definida pela Equacao 2.29,
a seguir, em que k, corresponde ao nimero de links conectados ao n6 v e m ao nimero total

de links na populagao.

kik;
Assim, de maneira analoga, § é calculado de acordo com a Equagao 2.30
B=2IPz (2.30)

Substituindo as equagoes 2.28 e 2.30 em 2.27, podemos definir uma matriz de modu-
laridade, B:

Q=2"(A— P)z=2"Bz sendo
B=A-P

(2.31)

Newman (2006) mostrou que os autovalores positivos de B correspondem a nds mais
conectados entre si que o esperado e que o inverso ocorre para valores negativos. Além disso,
ele expOs que o maior valor de comunidades presentes em uma rede M pode ser determinado
pela quantidade de autovalores positivos 7, adicionados de 1. Ele propos entao que o autovetor
Uz, 4x COrrespondente ao maior autovalor A\ys4x de B poderia ser utilizado na determinacao

de z, em que para cada né ¢, atribui-se um indice segundo a Equacao 2.32 :

1 seu; >0
Z; = (2.32)

-1 seu; <0
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Humphries (2011) adaptou e aprimorou o algoritmo de Newman (2006) para o con-
texto de deteccao de ANs. Ele prop6s uma expansao que faz a divisdo em comunidades que
usa nao apenas o maior, mas todos os autovalores positivos de B e emprega, no lugar da
matriz de adjacéncia A, uma matriz computada segundo uma métrica de similaridade S

conforme as descritas na Segao 2.2.

Assim, algumas modificagoes foram estabelecidas: Num caso em que a populacao fosse
constituida por um ntimero N de comunidades, o conceito do vetor z é expandido para uma

matriz S, segundo a Equacao 2.33 abaixo:

1 se o nd i estd na comunidade n
Zip = (2.33)
0 caso contrario

E a Modularidade fica reescrita segundo a equacao:

Q=Tr(Z'BZ) em que B é redefinida por :
B=S-P

(2.34)

A partir dessa nova definicao de B, Humphries (2011) separou todos os 1 autovalores
positivos, determinando o maior valor possivel de comunidades M. A seguir, esta informacao
foi utilizada para inicializar um algoritmo de agrupamento denominado K-means, que visa
particionar um conjunto de dados em um numero de agrupamentos determinado por um
parametro de entrada. O algoritmo K-means é dependente de seus parametros de inicializa-
¢do, e, para trazer robustez ao resultado, Humphries (2011) o executou 20 vezes para cada
valor possivel de comunidades N = {2, ..., M}. O valor de @ foi armazenado para cada uma
dessas interagoes, e a matriz Z correspondente ao maximo () foi utilizada para definir as ANs

presentes no conjunto de dados de entrada.

2.3.4 Andlise do agrupamento hierarquico

Uma condigao necessaria para a utilizacao de algoritmos de agrupamento hierarquico
é a de que as métricas de similaridade, que expressam as relagoes entre dois objetos i e 7,
possam ser interpretadas como uma métrica de distancia d, e, portanto, que obedecam as

propriedades descritas na Se¢ao 2.2.4.

Dessa maneira, uma comunidade é formada por objetos mais proximos entre si segundo
d, pois eles estarao mais relacionados do que objetos distantes. Vale lembrar que, devido
as propriedades de uma métrica de distancia, S serd uma matriz simétrica. Portanto, em
alguns cendrios, o uso da métrica de Billeh et al. (2014) (Segao 2.2.2.4) nao é apropriado.

Houghton e Victor (2010) afirmou que algoritmos de agrupamento baseados em métricas de



40 Capitulo 2. Meétodos

distancia também apresentam bons resultados quando associados a semi-distancias, portanto,
estas métricas serao incluidas. Para as pseudo-distancias, trabalharemos com um espaco
equivalente, que converte o espaco de uma pseudo-distancia num espaco completo, para que
a relacdo seja entao uma métrica de distancia. Por exemplo, para a métrica ISI, seguiremos
a sugestdo de Mulansky et al. (2015) e agruparemos em uma classe equivalente todos os

conjuntos de trens de spike com o mesmo intervalo entre disparos, mas deslocados no tempo.

A andlise do agrupamento hierarquico se inicia pela constru¢ao do chamado den-
drograma (Figuras 2.10, 2.12, 2.15), que nada mais é do que uma representagao visual da
matriz de similaridade S. O primeiro passo consiste em encontrar o elemento S, = Sy,
correspondendo aos objetos X e Y, com a menor distancia segundo d.

Esses objetos serdao agrupados no par (X,Y’) e uma nova matriz precisard ser com-
putada. Precisamos, entdo, definir uma maneira de quantificar a relagdo desse novo par com
os outros objetos. Essa quantificacdo (D), denominada Linkage na literatura em inglés, pode
ser definida de vérias maneiras diferentes. Kreuz et al. (2007) utilizou em seu trabalho para
deteccao de ANs a ligacao simples. Neste trabalho testaremos também outras formas de
quantificagao: a completa, a média simples e a média ponderada. Detalharemos cada uma

delas nas préximas Segoes.

Para ilustrar cada uma das formas de ligacao, utilizaremos a seguinte matriz de simi-

laridade calculada a partir de um dado conjunto de objetos:

objetos A B ¢ D FE F
A 0 050 065 0.8 1 0.55
050 0 020 035 09 0.7
065 020 0 025 0.1 04
0.8 035 025 0 07 0.65
1 09 01 07 0 0.15

055 0.7 04 065 015 0

T O QW

2.3.4.1 Ligacdo Simples

A comparacao do par (X,Y) com um objeto Z segundo a liga¢ao simples é definida
como a menor distdncia entre eles, ou seja, D((X,Y),Z) = min(d(X,Z),d(Y,Z)). Esse

processo é repetido até o completo agrupamento da matriz.

Para a matriz de similaridade utilizada como exemplo, temos que o menor valor

encontrado é para o par (C,E). Dessa maneira, esse par serd agrupado por um trago de
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Figura 2.10 — Exemplo de dendrograma, gerado a partir da matriz de similaridade descrita
na Secao 2.3.4 e utilizando o método de ligagao simples.
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Fonte: Produzida pela autora

altura 0.1 (Figura 2.10) e uma nova matriz sera calculada. Observamos que a distancia entre
AeCé0.65eaentre AeEé1 Aplicando a equacao da ligagao simples, temos que a
distancia entre A e (C,E) serd dada por 0.65. Esse processamento se repetird para os demais

objetos, que resultarda em uma nova matriz:

objetos A B (C,E) D F
A 0 050 065 08 0.55
B 0.50 0 020 035 0.7

(C,E) 065 020 0 025 0.15
D 0.8 0.35 0.25 0 0.65
F 055 0.7 015 065 0

Podemos notar que o préximo agrupamento serd entre (C,E,F). Continuando o pro-
cedimento, chegaremos ao dendrograma que pode ser visualizado na Figura 2.10:

O uso da ligacao do tipo simples é adequado quando a separagao entre as comunidades

é clara (Figura 2.11a). No entanto, esse tipo de metodologia pode agrupar objetos de uma
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Figura 2.11 — Representacao esquematica da ligacao do tipo simples. A distdncia entre co-
munidades é calculada como a menor distancia entre membros (Figura 2.11a).
Agrupamento distorcido, que pode conter objetos heterogéneos entre si (Figura
2.11b).
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Fonte: Produzida pela autora.

forma distorcida e em cadeia, adicionando um objeto apds o outro ao agrupamento, ainda
que a distancia entre o primeiro e o ultimo elementos seja elevada, como esquematizado na

Figura 2.11b. Isso pode levar a demarcacdao de uma comunidade muito heterogénea entre si.

2.3.4.2 Ligacao Completa

Para a ligagdo completa, por sua vez, a comparagao do par (X,Y) com um ob-
jeto Z é definida como a maior distdncia entre eles, segundo a expressao D((X,Y),Z) =
max(d(X, Z),d(Y,Z)). Utilizando a mesma matriz de similaridade apresentada na Secao

2.3.4, teremos um novo dendrograma, exibido na Figura 2.12.

Uma vez que se baseia na maior distancia entre um objeto de uma comunidade e
um objeto de outra comunidade (Figura 2.13), a ligagao do tipo completa é sensivel a outli-
ers. Além disso, o método de agrupamento tende a separar os objetos em comunidades de

tamanhos similares entre si.

2.3.4.3 Ligacao Média

Em contrapartida as ligacoes simples e completa, na ligacdo média a comparacao
entre duas comunidades passa a passa a ser calculada a partir de medidas mais centrais. Isso
pode ser efetuado de duas maneiras, ao utilizarmos a ligacao média simples e a ligacao média

ponderada. Uma representacao ¢ apresentada na Figura 2.14.

Na ligacao média simples, quantifica-se a interagao entre duas comunidades calculando-
se a distancia média entre todos os elementos que as compoe, ou seja, se uma comuni-

dade R, composta por n, objetos z;,i € (1,...,n,.) e outra comunidade S, com ng objetos

Ny Ns

yj,j € (1,...,n;), entdo D(R,S) = L d(zi,y;).
1

Mg i1 =
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Figura 2.12 — Exemplo de dendrograma, gerado a partir da matriz de similaridade descrita
na Secao 2.3.4 e utilizando o método de ligagdo completa.
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Figura 2.13 — Representacao esquematica da ligacao completa, em que a distancia entre duas
comunidades é computada em relagao aos objetos mais distantes entre si. Dessa
forma, o agrupamento é sensivel a outliers.

Fonte: Produzida pela autora

Alternativamente, na ligacdo média ponderada a interacdo entre comunidades é re-
definida como a média das distancias a medida que novos objetos sao incorporados, ou seja,
D(X,Y), Z) = w. Os dendrogramas gerados para a matriz de exemplo para as
ligacoes médias simples e poderada podem ser visualizado nas Figuras 2.15a e 2.15b, respec-

tivamente.
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Figura 2.14 — Representagao esquematica da ligagdo média, em que a distancia entre duas

comunidades é computada a partir da média das distancias entre os objetos
que as compde (Marcada por um "X’).

Fonte: Produzida pela autora

Figura 2.15 — Dendrogramas gerados a partir da matriz de similaridade descrita na Secao

2.3.4, utilizando as ligagoes médias simples (Figura 2.15a)e ponderada (Figura
2.15b).

(a) (b)

Fonte: Produzida pela autora.

Esses tipos de ligacao se tornam interessantes ja que homogeneizam a interacao de

comunidades por seu tamanho e, portanto, lidam um pouco melhor com comunidades com-

postas por poucos objetos.

O préximo passo consiste em caracterizar de maneira automatica, a partir da analise

do dendrograma, a presenca de comunidades. Conforme ja mencionado na Secao 2.3, esse
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problema nao é de solugao tnica. Uma das solucoes é a definicdo de um limiar de distancia,
ou seja, um valor para o eixo vertical das Figuras 2.10, 2.12 e 2.15 a partir do qual todos as
ligacoes com valores inferiores sejam consideras comunidades. Outra opgao ¢é a defini¢ao de
uma distancia relativa entre os links que, se excedida, acusara agrupamentos distintos. No
contexto de detecgdo de ANs, Kreuz et al. (2007) criaram um indice que computa um peso
relativo, porém, essa expressao foi confeccionada para o caso especifico de trés comunidades

e nao pode ser generalizada.

No presente trabalho pretendiamos explorar maneiras automatica de particionar den-
drogramas e identificar ANs, tomando por base simulagoes biologicamente inspiradas. Assim,
a abordagem escolhida consistiu no particionamento sistematico do dendrograma num nu-
mero de comunidades variando de duas até o numero total de objetos. Cada particao foi
avaliada segundo indices de validagao, descritos na Secao 2.3.4.4. O particionamento consi-

derado mais adequado foi entao selecionado para dividir os objetos em comunidades.

2.3.4.4 Indices de validacdo

Tao importante quanto dividir um conjunto de dados em comunidades ¢ determinar
a qualidade dessa divisao. Esta andlise poderia ser efetuada por um experimentador, no en-
tanto, a subjetividade desse julgamento motivou a criacao de indices de validagao, medidas
que buscam quantificar numericamente cada particionamento. Esses indices podem ser divi-
didos em duas categorias: indices de validagao internos, que avaliam as comunidades apenas
tomando por referéncia informagoes intrinsecas aos dados, e indices de validagao externos,

que avaliam o resultado com base em informagoes prévias a respeito do conjunto analisado
(RENDON et al., 2011; LIU et al., 2013).

Tendo em vista o foco deste trabalho no processamento de trens de spike e o fato de
carecermos de informacoes prévias sobre a organizacao funcional dos neurdnios registrados,
optamos pelo uso de indices de validacao interna. De maneira geral, esses indices tendem a
atribuir uma qualidade maior a comunidades bem separadas e compactas (GUERRA et al.,
2012). Os indices selecionados foram os de Davies-Bouldin e Silhouette, que serdao descritos

na proxima Segao.

2.3.4.4.1 Indice de Davies-Bouldin

Davies e Bouldin (1979) propéem um indice que é a razao da soma da dispersao no
interior de uma comunidade C), pela separacao entre comunidades distintas Cj e €}, como

pode ser verificado pela Equagao 2.35, onde N, representa o nimero total de comunidades,
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de

euclidiana entre os centroides das comunidades C}, e C;.

. ¢ a distancia média de cada ponto da comunidade C}, ao centréide e d¢, ¢, ¢ a distancia

1 X de, +d
DB = — Z maa:k#u (2.35)
Ne i de,

Podemos observar na expressao que a medida que o indice diminui, a distancia entre
comunidades distintas aumenta e a dispersao dos objetos da comunidade diminui. No entanto,
a medida que o nimero de comunidades se aproxima do nimero de objetos, o indice tende a
zero. Assim, para evitar a solucao trivial, em que todos os objetos sao independentes entre
si, optamos pela particdo correspondente ao primeiro ponto de inflexao do indice DB. Além
disso, nossa diretriz foi obter o menor ntimero possivel de comunidades, correspondentes a
agrupamentos maiores de células. Em um exemplo ilustrativo, no caso da Figura 2.5, isso
significa que demos preferéncia ao cenario que identificava duas comunidades em detrimento
do cenario que apontava seis comunidades. Para uma funcao continua e diferenciavel, define-
se a ocorréncia um ponto de inflexdo quando ha mudanca na concavidade da fun¢dao. No
entanto, o particionamento em diferentes comunidades é uma fung¢ao discreta, com dominio no
conjunto de niimeros inteiros. Em nosso problema, analisamos valores inteiros ¢ 1 até nyeurons-
Para o indice DB(i) calculado de maneira discreta, detectamos mudancas na concavidade
através da mudanga mudanga de sinal de DB(i + 1) — DB(i). Assim, o conjunto foi dividido
em N, comunidades, onde N, era o menor valor de i, tal que DB(i+1) — DB(i) > €, em que
e=0.

2.3.4.4.2 Indice Silhouette

O indice Silhouette (ROUSSEEUW, 1987) é calculado pela comparacao das relagoes
de um objeto X com os demais pertencentes a sua comunidade C} e com os pertencentes a
comunidades distintas, como pode ser verificado na Equagao 2.36, a seguir. a(X) corresponde
a dissimilaridade média de X com todos os demais objetos de C}, e pode ser interpretado
como uma medida do quao adequado seria atribuir X a comunidade Cj. b(X), por sua vez,
recebe o valor referente a menor dissimilaridade de X com outras comunidades, ou seja, se
b(X) é elevado, isso significa que alocar X as comunidades vizinhas nao seria adequado. Neste

trabalho, o indice utilizou a distancia euclidiana para o calculo da dissimilaridade.

b(X) — a(X)
max(b(X),a(X))

Sil(X) = (2.36)
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E possivel observar que valores elevados de Sil(X) correspondem a situagao desejada,
ja que ocorrem quando a(X) << b(X). Como o indice é computado localmente para X,
calculamos entdao uma média para todo o conjunto de objetos (Sil). No entanto, de maneira
semelhante ao indice de Davies-Bouldin (Segao 2.3.4.4.1), a medida que o ntimero de comuni-
dades se aproxima do ntimero de objetos, o indice Sil também converge para um valor limite,
neste caso, 1. De maneira andloga, para evitarmos a solugao trivial também optamos a parti-
cdo correspondente ao primeiro ponto de inflexdo de Sil, ou seja, o nimero de comunidades

N, era tal que N, recebia o menor valor de i tal que Sil(i + 1) — Sil(i) < ¢, em que € = 0.

2.3.5 Estabilidade de uma particao

Este algoritmo também utiliza um modelo de grafos. No entanto, diferente da Modu-
laridade, descrita na Secao 2.3.3, o método incorpora na nocao de comunidades uma analise

de sua dinamica ao longo do tempo, como sera descrito a seguir.

Ao proporem a metodologia, Delvenne et al. (2010) observaram que a dindmica do
grafo ao longo do tempo estd bastante relacionada a sua topologia e é um fator determinante
para a definicdo de comunidades. Afinal, em escalas temporais menores é esperada a ocor-
réncia de multiplos agrupamentos pequenos e de curta duracao, enquanto que para maiores
escalas temporais, havera um nimero menor de comunidades, porém, com uma dinamica

persistente.

Como mencionado anteriormente na Secao 2.3.3, a existéncia de comunidades em um
grafo estd associada a uma maior conectividade em seu interior do que com seu exterior.
Isso implica que, ao selecionarmos um né e transicionarmos aleatoriamente para outro né
conectado a ele, teremos uma maior probabilidade de permanecermos na comunidade do
que de sairmos dela. Essa selecao e movimentacao aleatoria recebe em inglés o nome de
random walk. O algoritmo consiste em realizar random walks ao longo do grafo e identificar
as comunidades por meio de observagoes das transicoes e das tendéncias de agrupamento em
diferentes escalas temporais (BILLEH et al., 2014).

Matematicamente, a analise da dindmica comeca ao estabelecermos um paralelo entre
a estrutura da rede, modelada segundo um grafo, com um modelamento segundo uma cadeia
de Markov. Uma cadeia de Markov consiste num modelamento de uma situacao segundo um
espaco de estados, em que a transicdo para o proximo estado ¢ independente de ocorréncias
passadas. Um espaco de estados, por sua vez, pode ser entendido como o conjunto de condi¢oes
que um objeto pode assumir e a probabilidade de ele transicionar de uma condi¢ao para
outra. Uma representacdo esquematica para a matriz abaixo pode ser conferida na Figura

2.16. Observe que se iniciarmos uma random walk num né aleatério e realizarmos transicoes
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Figura 2.16 — Representacao esquematica de uma matriz segundo um espacgo de estados. A
similaridade entre diferentes objetos passa a ser encarada como a probabilidade
de transicao de um né para outro. Para facilitar a visualizacdo, setas mais
grossas correspondem a probabilidades de transi¢cao maiores. Note que a soma
das probabilidades de transicao é igual a 1. Os nés A,b e C formam uma
particao estavel ao longo do tempo de Markov, definindo uma comunidade.

0.4

0.05

Fonte: Produzida pela autora

consecutivas de um né para outro tenderemos a permanecer nos noés A,B e C que, entao,

definirdo uma particao estavel e serao associados a formacao de uma comunidade.

objetos A B C D
A 0 07 03 0
B 05 0 05 0
C 055 04 0 0.05
D 075 0 025 0

Naturalmente, o processo pode sofrer variagoes ja que sua inicializacao é aleatoéria,
portanto, para elevar a robustez, ele deve ser repetido multiplas vezes para cada valor da
escala temporal da cadeia de Markov. Apesar de ser natural que esses agrupamentos variem
com a escala temporal de Markov, é esperado que uma divisao da rede em comunidades
permaneca estavel ao longo de uma faixa de tempo. Essa estabilidade dindmica de uma
particao sera adicionada ao conceito de comunidade segundo o ponto de vista do modelo de

grafos. E importante observar que o tempo de Markov, correspondente a transicdes no espaco
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de estados, ¢ distinto do tempo fisico (BILLEH et al., 2014). Além disso, a estabilidade de
uma particao realizada para uma tnica transicao, ou seja, para o tempo de Markov igual a

1, corresponde & Modularidade (DELVENNE et al., 2010).

Billeh et al. (2014) propuseram o uso deste algoritmo no contexto de detecgao de
ANs. Além de quantificarem a estabilidade das particoes, eles também quantificaram a in-
variabilidade dos grupos por meio de um indice denominado Varia¢ao de Informagao (VI),
originalmente proposto por Meila (2007), que, se proximo a 0, indica um particionamento
robusto e, nao robusto, se préoximo a 1. Assim, o experimentador selecionaria as ANs ao
escolher situacgoes estaveis com a escala temporal de Markov, associadas a uma variacao de

informagao com poucas flutuagdes e em torno de zero.

Apesar de a particdo de um conjunto de dados nao possuir uma tnica solugao, con-
forme ja mencionado e ilustrado na Secao 2.3, neste trabalho padronizamos a partigao sele-
cionada referente ao maior plateau em que VI=0 ao longo do tempo de Markov variando de

1072 até 10? num passo de 10°9°,

2.3.6 Adaptacoes

Nesta secao descrevemos o processamento realizado pelos algoritmos de deteccao de
comunidades a partir da matriz de similaridade S calculada segundo alguma das metodo-
logias descritas na Se¢do 2.2. Observamos que os algoritmos, da forma como originalmente
implementados no contexto de deteccao de ANs, recebiam como entrada matrizes de simi-
laridade com relacoes distintas, de similaridade ou de distancia, conforme descrito na Secao
2.2.4.

A analise de componentes principais recebe como entrada uma matriz de correlagao,
que se caracteriza por relagoes de similaridade entre os objetos, ou seja, as diagonais principais
da matriz sao iguais a 1. Dessa maneira, matrizes computadas com métricas distintas foram
ajustadas segundo a Equacao 2.23 para que a decomposicao em valores singulares e a analise

de componentes independentes também trabalhassem com esse tipo de relagao.

Analogamente, as matrizes de similaridade utilizadas pela Modularidade, pela analise
de agrupamento hierarquico e pela estabilidade de uma particdo apresentavam relagoes de
distancia entre seus elementos. Dessa maneira, quando a matriz de similaridade recebida
por esses algoritmos era a de correlagao, efetuavamos a conversao para relagoes de distancia

segundo a Equacao 2.23.

Outra adaptagao implementada refere-se a deteccao de comunidades. Notamos que,
em algumas situagoes, os algoritmos de agrupamento hierarquico e o de estabilidade de uma

particdo caracterizavam um tunico objeto como compondo uma comunidade. Uma correcao
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foi implementada, de maneira que uma comunidade deveria conter ao menos dois objetos.

2.3.7 Comentario geral sobre as limitacdes dos métodos de classificacao

Nesta secao revisamos alguns dos algoritmos empregados na detec¢ao de comunidades
e que ja foram aplicados com sucesso em instancias de nosso problema alvo: a identificacao
de ANs. A maioria desses algoritmos foi proposta no contexto de data mining, em que a
nocao de comunidade ndo é um conceito bem definido. Essa diversidade de algoritmos e
conceitos é importante pois permite a exploracao de diferentes relagoes entre os dados. No
entanto, é necessario um olhar critico do experimentador para que as diferentes propriedades

e conceitos intrinsecos a cada algoritmo nao levem a confusoes e interpretacoes equivocadas

(ESTIVILL-CASTRO, 2002) .

Esse olhar critico deve também ser estendido na andlise de ANs, a fim de que eventuais
limitagoes dos algoritmos estejam mapeadas, que as hipéteses que definem uma comunidade
sejam entendidas e, principalmente, que essas hipéteses sejam compativeis com o comporta-

mento de células reais.

E importante também considerar que a escolha do algoritmo deve também levar em
conta sua complexidade e custo computacional e, principalmente, a aplicagao a que os dados
se destinam. Muitas vezes um algoritmo de maior complexidade pode apresentar um desem-
penho superior ou na detecgdo de ANs ou na determinacao dos neurdnios que as compoe, mas
essa melhoria pode nao ser benéfica o suficiente dado o tempo de processamento requerido.
De maneira semelhante, cada aplicagao possui caracteristicas diferentes, que podem justificar

a escolha de um algoritmo em detrimento de outro.

Este trabalho pretende abordar as questoes levantadas nos pardgrafos anteriores. Es-
tudaremos os contextos de aplicagao dos algoritmos, fazendo sempre que possivel um paralelo
com o comportamento de redes neuronais reais, e clarificaremos as limitagoes que cada um

deles apresenta.

Na préxima secao detalharemos as métricas utilizadas na quantificacao do desempenho

do processamento aplicado.

2.4 Meétricas de desempenho

Nesta se¢ao faremos uma descri¢ao da metodologia utilizada para quantificar, de forma
numérica, o desempenho de um processamento. A comparacao dos resultados nos permitira
comparar a performance de um algoritmo frente a outro. Dessa maneira, propusemos defini-

¢oes de métricas de desempenho que considerem as seguintes caracteristicas de associagdo: 1)
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nimero de assembleias detectadas (Segao 2.4.1) e 2) classificagdo dos neurénios (Secao 2.4.2).
A escolha por duas métricas tem por objetivo evitar conclusoes incorretas pois, por exemplo,
um algoritmo pode ser excelente na deteccao do niimero de assembleias, mas deficiente na
deteccao dos neurdnios que pertencem aquela assembleia. Além disso, o processamento dos
sinais pode ter objetivos diferentes dependendo da aplicagao a se que destina, sendo em al-
guns casos mais interessante a correta identificagao de grupos e, em outros, uma classificacao
automatica de cada elemento da rede. Um experimentador pode, se desejar, combinar as

métricas propostas em um unico indice de acordo com a aplicacgao.

2.4.1 Numero de assembleias detectadas

A métrica de desempenho para o niimero de assembleias detectadas (P,

4., ) € calculada

segundo a equagao:

1— |nda—nral

, se 0 <nda<2nra
P,..= nra (2.37)

0, caso contrario

onde:

e nda é o numero de assembleias detectadas pelo algoritmo.

e nra é o numero de assembleias reais, pré-definidas na geracao do dado simulado.

Essa métrica assume um desempenho decaindo linearmente com respeito ao ntimero
de assembleias detectadas erroneamente ou nao detectadas. Em outras palavras, o efeito de

um falso positivo e de um falso negativo é equalizado.

2.4.2 C(lassificacao dos neurénios

Estabelecemos um método para quantificar a similaridade entre os neurdnios das
assembleias identificadas e os de cada assembleia pré-definida. Ele é feito ao computarmos a

denominada “Matriz de Comparacao", (Cpaaxnra)-

Cada elemento ¢; ; de C' é calculado segundo a expressao:

dif f(irj el
(i) = n]éiil(ﬂz‘;’ se diff(i,j) >0
0, caso contrario (2.38)

dif f(i,j) = Ng(i,j) — Np(i, j)
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onde:

e Ng(i,7) corresponde ao nimero de neurdnios que pertencem tanto a assembleia espe-

cificada ¢ quanto a detectada j.

e Np(i,j) corresponde ao niimero de neurénios que nao estao de acordo entre a assembleia

estabelecida ¢ e a identificada j (falso positivos).

e nReal(i) é o nimero de neur6nios pré-definidos na assembleis especificadai.

Ao analisarmos a matriz C, podemos determinar quais das ANs encontradas sao mais
similares as especificadas. Portanto, o calculo da métrica que computa a classificacdo dos

neuronios P,,.,, pode ser efetuada segundo a expressao a seguir:

W (B

Pmem:Z

k=1

(2.39)

nra

Essa métrica assume que um neurénio falso positivo ird penalizar o indice de maneira a
cancelar a contribuicao de outro que tenha sido corretamente identificado. Embora a Equacao
2.39 aparentemente capture o efeito do niimero total de assembleias, falta a ela penalizar ANs

falsas positivas, sendo, portanto, complementada pela Equagao 2.37.

2.4.3 Exemplo

Nessa secao forneceremos um exemplo que ilustrara o efeito que cada uma das métricas

propostas neste trabalho captura.

Voltemos ao exemplo ilustrado nas Figuras 2.8a, 2.8c e 2.8e. Nessa situacao, a si-
mulacao de 20 células contava com trés ANs A;, i=1,2,3, compostas pelos seguintes ele-
mentos: Ay = {#1,#2, #3,#4}; Ay = {#4, #5, #6, #7} e Az = {#8,#9,#10}. As co-
munidades encontradas pelo algoritmo A} foram: A} = {#1,#2, #3, #4, #6, #7}, A, =
{1, #2, #3, #5, #6, #7} e Ay = {#8,#9,#10}, o que implica em Py, = 0.5, ¢, P, .. = 1,
ou seja, os neuronios de cada AN nao foram corretamente identificados ainda que o nimero
de ANs encontradas seja numericamente igual ao inserido nos dados artificiais. Dessa ma-
neira, se uma determinada aplicacao estiver interessada apenas na deteccao de diferentes
ANs, a métrica da Equacao 2.37 nos mostrard que o PCA é adequado para essa situacao.
No entanto, caso se deseje acompanhar a atividade dos membros das ANs, devemos atentar

para o resultado da métrica da Equacao 2.39.
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Na proxima secao, concluimos este capitulo descrevendo a tarefa comportamental que
sera analisada nesse trabalho, além de apresentar a hipotese que pretendemos validar nessa

dissertacao.

2.5 Descricao do experimento em modelo animal

Na Secao 1.1, apresentamos a modelagem computacional dos dados para o estudo de
ANs no ambito deste projeto. Como conclusao do trabalho, propomos a seguir um estudo
pratico da formacao dindmica de ANs, levando-se em consideracao todos os aspectos relativos

as métricas de similaridade e métodos de classificacdo apresentados.

O sistema de vibrissas de ratos ¢ utilizado como um dos modelos para o estudo do
sistema somatossensorial de mamiferos e é interessante do ponto de vista fisiologico devido a
representacao somatotopica ao longo de toda a via trigeminal. Seguindo a proposta de Krupa
et al. (2001), utilizamos uma tarefa em que ratos Long-Evans foram treinados em uma caixa
comportamental escura para, empregando apenas suas vibrissas, discriminar entre aberturas
largas e estreitas. A caixa possuia alguns feixes de luz infravermelha, que, ao serem quebrados,
marcam a passagem do animal pela barra de discriminagao. A caixa era composta por duas
camaras, a de estimulacdo, onde ocorre a estimulacao tatil, e a anterior, onde é fornecida
a recompensa. A camara de estimula¢ao continha barras méveis que definiam, para cada
repeticao do experimento, aberturas largas ou estreitas. Para garantir a estimulagao de todas
as vibrissas, o animal deveria entrar na camara, mover-se e colocar o focinho num orificio, o
que quebrava um feixe luminoso e ativava a liberacao de uma recompensa liquida na camara
anterior. Caso a abertura fosse larga, uma porta se abria liberando o bico de uma mangueira
com agua do lado direito, e, caso estreita, do lado esquerdo. Essas portas também contavam
com sensores infravermelho e permitiam a medi¢ao do desempenho do animal, com base na
taxa de acertos da correspondéncia dos lados com as aberturas. Uma imagem ilustrativa pode

ser visualizada na Figura 2.17, abaixo.

Essa tarefa é interessante porque varias areas distintas estao envolvidas no processa-
mento da discriminacao tatil. Krupa et al. (2001) encontraram evidéncias que a via trigeminal
do sistema somatossensorial codifica as representac¢oes dos estimulos tateis envolvidos nessa
tarefa. A seguir, Krupa et al. (2004) demonstraram a ocorréncia de atividade antecipatoéria
no cértex somatossensorial primério (S1). Além disso, Pais-Vieira et al. (2013b) mostraram
a dependéncia da modulacao antecipatéria em S1 por neurdnios do cotex motor primario
e observaram a ocorréncia de atividade antecipatéria também em camadas (layers) espe-
cificas das vias lemniscal e paralemniscal do sistema trigeminal, como os niicleo talamicos

ventroposterior medial e posterior medial. Além disso, Zangaladze et al. (1999) utilizaram
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Figura 2.17 — Desenho esquematico do aparato comportamental. O animal distinguia entre
aberturas largas e estreitas utilizando suas vibrissas e associava cada cenario
a obtencao de uma recompensa em um lado da camara. Caso a abertura fosse
larga, a recompensa liquida seria liberada no lado direito, se estreita, no lado
esquerdo.

Abertura Variavel
' p< Sensor infravermelho

Barras

Deslizantes
Recompensa

Recompensa p< Lado Direito

Lado Esquerdo

Fonte: Produzida pela autora

a estimula¢do magnética transcraniana (TMS) para perturbar a atividade no cértex visual
primario (V1) e observaram interferéncia na discriminagao téatil utilizada para a orientacao
espacial destes animais. Vasconcelos et al. (2011) registraram S1 e V1 simultaneamente, en-
contrando uma quantidade de informagao similar nas respostas das duas areas. Ja Sieben et
al. (2013) notaram uma relacao entre as oscilagbes em S1 e estimulos visuais, fortalecendo a

hipétese de que o processamento da informagao em areas corticais primarias ¢ distribuido.

Também existem experimentos ressaltando o papel dos cortices parietal posterior
(PPC) e pré-frontal (PFC) no processamento da informagao tétil, pois, verificou-se anato-
micamente que essas areas recebem sinais de uma série de regides sensoriais (REEP et al.,
1994; MILLER; COHEN, 2001; BEHRMANN et al., 2004; ROMANSKI, 2011). Acredita-se
que o PPC relacione-se a processos cognitivos de atengao (BEHRMANN et al., 2004; STILLA
et al., 2007) e existem evidencias que ele estd diretamente envolvido no processamento da
representagao espacial do ambiente (WHITLOCK et al., 2008) e na associagao entre infor-
magoes tateis e visuais (WINTERS; REID, 2010). J4 o PFC é associado a planejamento e
raciocinio (MILLER; COHEN, 2001) e alguns estudos mostram que a area também participa
da codificagdo de informacoes somatossensoriais (ROMANSKI, 2011).

Portanto, nossa hipotese é a de que os neuronios dessas areas apresentarao ANs em

instantes proximos aos de discriminacao tatil.

Quando o animal atingia uma taxa de acerto de 75%, ele era implantado com mi-
croeletrodos para o registro de sua atividade eletrofisiologica extracelular. Para a construcao
das matrizes de microeletrodos foram utilizados fios de tungsténio de 50 um revestidos com

Teflon (California Fine Wire Company). As matrizes de microeletrodos foram construidas
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para implante em 4 areas corticais, sendo elas: PFC, S1-camadas 4 e 5, PPC e V1. As con-
figuracoes de cada matriz de microeletrodos foram estabelecidas a partir das coordenadas

estereotéxicas do atlas de Paxinos e Watson (2007), sao elas:

e PFC
AP: 42.20 a -0.40 mm, ML: 1.40 mm, DV: 1.96 mm, 6: 24 graus;

o 51
AP: -2.04 a -3.24 mm, ML: 5.2 a 6.4 mm, DV: 800 um (camada 4), DV: 1.2 mm
(camada 5), #: 39 graus;

e PPC
AP:-3.24 a - 4.08 mm, ML: 1.8 a 3.3 mm, DV: 1.0 mm, 6: 90 graus;

o V1
AP: -5.2 a -6.40 mm, ML: 3.8 a 5.0 mm, DV: 1.67 mm, 6: 20 graus.

Em cada implante neural foram utilizados 64 microeletrodos distribuidos nas 4 areas,
dispostos em matrizes na seguinte disposicao:
e PFC: 1X8 (espagamento 200 pum), bilateral;
e S1: 4X4 (espacamento 400 um), unilateral;
e PPC: 1X4 + 2X6 (espacamento 300 pm), unilateral;

e V1: 4X4 (espacamento 400 pm), unilateral.

Todos os procedimentos foram aprovados pelo Comité de Etica no Uso de Animais
(CEUA) do IIN-ELS sob o protocolo 01/2013.

Este capitulo descreveu a modelagem computacional e experimental deste projeto,
bem como as métricas de similaridade e métodos de classificacdo que serao avaliados quanto
ao seu desempenho na detecgdo de ANs. No proximo capitulo, apresentamos os resultados e,

no seguinte, as discussoes.



o6



o7

3 Resultados

O objetivo deste trabalho é avaliar comparativamente o desempenho de diversas com-
binagoes de métricas de similaridade e métodos de classificacao para a caracterizagao de ANs.
Assim, inicialmente, exibiremos rodadas completas de anélise, em que comparamos diferentes
associacoes entre métricas de similaridade e algoritmos aplicados ao um mesmo conjunto de
dados simulados. Consideramos neste estudo diferentes topologias de ANs, como exibido na
Figura 2.1, que apresentam nao s6 interagoes de excitacao, que sao as tradicionalmente trata-
das, mas também inibi¢oes e atrasos temporais. Além disso, construimos conjuntos de dados
que levam em conta interagoes mais complexas entre os trens (Se¢ao 2.1.3), e comparamos o

resultado com o modelo simplificado (Segao 2.1.2).

A seguir, apresentaremos os resultados de aplicarmos algumas metodologias em um
conjunto de registros eletrofisiologicos extracelulares de ratos Long Evans realizando uma

tarefa de discriminacao tatil (Secao 2.5).

3.1 Simulacoes

Para produzir dados artificiais com propriedades de dados bioldgicos reais, utiliza-
mos como referéncia os registros extracelulares de um rato Long-FEvans realizando a tarefa
comportamental de discriminacao tatil descrita na Secao 2.5. Esse animal foi implantado nas
areas PFC, PPC e S1. Apds o spike sorting, detectou-se um total de 42 unidades que foram
gravadas em uma se¢ao de 39 minutos com taxa de amostragem de 40000H z. A atividade da

populacao neuronal resultou numa taxa média de disparos de 22,37 spikes/segundo.

3.1.1 Descricao das ANs simuladas

Conforme ja mencionado na Se¢ao 2.1.1 e exemplificado na Figura 2.1, nés analisamos
trés categorias de assembleias definidas com base na intersecdo de seus membros. Assim,
alguns neurénios da populacao simulada foram selecionados para participar de nossas ANs
artificiais A;, i=1,2. No primeiro caso, simulamos uma populac¢ao de 30 células (caso 1), e,
no segundo (caso 2), de 60 células segundo as definigdes a seguir. Todas as outras células
permaneceram com uma atividade independente. Nossos trens artificiais foram criados com

um comprimento de 10* ms.

Caso 1:
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e Assembleias disjuntas: Aj={#1,...,#10}; As={#11,...,#20}.

e Assembleias com pelo menos um neurdnio exclusivo: Aj={#1,...,#10};

As={#6,... #15}.

e Assembleias sem neurdnios exclusivos: Aj={#1,....#10}; As={#6,...,#10}.
Caso 2:

e Assembleias disjuntas: Aj={#1,...,#25}; As={#26,...,#50}.

e Assembleias com pelo menos um neurdnio exclusivo: Aj={#1,...,#25};

As={#21,... #45}.

e Assembleias sem neurdnios exclusivos: Aj={#1,...,#25}; As={#16,...,#25}.

Para os trens de spike gerados segundo a distribuicao de Poisson, nés estabelecemos
interagoes entre as células que pertenciam as ANs em 300 bins coincidentes e selecionados
aleatoriamente. Cada bin possuia uma duracao de 10 ms. Neste estudo nao avaliamos o efeito

do aumento ou diminuicao do nimero de coincidéncias no resultado.

Nos analisamos a variagdo do desempenho ao modificarmos gradualmente a taxa mé-
dia de disparos desses bins aleatoriamente selecionados, num passo de 5%, para a faixa de
-95% até 95% em relacdo ao valor basal. A seguir, a andlise foi repetida para os casos 1 e
2 (descritos acima) com assembleias disjuntas, mas, dessa vez, inserimos o atraso de um bin

para os cinco ultimos neurdnios de Aj.

Os resultados foram exibidos seguindo a disposicao esquematizada pela Figura 3.1, a
seguir. Cada quadrado demarcado no grafico exibiu o resultado do método aplicado a uma
populacao neuronal simulada, em que as interagoes entre os membros das ANs variavam ao
longo dos eixos. Valores negativos simulavam uma queda local da taxa média de disparos, o
que representava interacoes de inibicao. Na regiao central, as variacoes eram muito baixas e,
portanto, pouco diferiam de um cenario em que os trens eram independentes. Finalmente,
os valores positivos representavam aumentos na taxa de disparo, e simulavam interacoes de
excitacao. Como os quadrados possuem o mesmo tamanho, omitimos as linhas nas figuras

que exibem o desempenho, para maior clareza.

Exibimos de maneira analoga os resultados para as simulacoes de trens de spike mo-
delados por interagoes de segunda ordem, seguindo a metodologia descrita na Segao 2.1.3.
Neste caso, interagoes inibitorias e excitatorias nao foram mais descritas somente por vari-

acoes momentaneas na taxa média de disparos, mas pela correlacdo dos trens de spike em
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Figura 3.1 — Representacao esquematica utilizada para a disposicao dos resultados das simu-
lagoes. Avaliamos o desempenho de cada forma de processamento cobrindo uma
grande variedade de cenarios, por meio de rodadas extensivas de simulacao. As
interagoes entre os neurdnios que compoem as AN foram descritas por variagoes
locais da taxa média de disparos, que podem ser visualizadas ao longo dos eixos
da Figura. Inibi¢oes foram caracterizadas por valores negativos e excitagoes, por
valores positivos.
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bins. Neste trabalho, utilizamos bins de 10 ms. Para simplificar o nimero de combinagcdes
possiveis, definimos que a correlagdo cruzada entre os elementos de uma mesma AN assu-
miriam valores iguais e, no caso de um neurénio participar de mais de uma assembleia, a
correlacao resultante seria computada pela soma dos valores associados a cada AN. As linhas
pontilhadas pretas foram mantidas nas figuras para explicitar que os pontos nao eram igual-
mente distribuidos, tendo em vista que foram extraidos de dados reais. Assim, para inferir
conclusoes gerais, nesses casos, restringimos nossa analise a regiao central, ja que ela continha

uma maior concentragao de pontos, e excluimos as bordas.
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3.1.2 Resultados: ICA

Nesta se¢ao exibimos o desempenho do algoritmo ICA a medida que alternamos a
maneira de quantificar a similaridade entre os trens. O objetivo foi, a partir do mesmo
conjunto de dados, fazer uma analise comparativa das métricas de similaridade. Comegamos
exibindo os resultados para ANs disjuntas (Secao 3.1.2.1), seguindo para ANs com pelo menos
um neurénio exclusivo (Se¢ao 3.1.2.2) e finalizamos com ANs sem neur6nios exclusivos (Segao
3.1.2.3).

3.1.2.1 ICA: Simulacées de ANs independentes

Para a andlise da resposta do ICA aplicado a ANs independentes, comecamos com
trens simulados segundo a distribuicao de Poisson e, a seguir, passamos para simulagoes que

levam em conta também a covariancia cruzada entre os neuronios.

3.1.2.1.1 ICA: Simulac¢des utilizando trens de spike segundo a distribuicdo de Poisson em ANs

independentes

Inicialmente, utilizamos trens artificiais gerados segundo o modelo de Poisson para
um total de 30 células (caso 1, descrito na Se¢ao 3.1.1) e ANs disjuntas. A Figuras 3.2
exibe os resultados de aplicacdo do ICA as métricas de desempenho relativas ao nimero
de assembleias detectadas (linhas 1, 3 e 5) e a classificacdo dos neurdnios (linhas 2, 4 e 6).
Foi possivel observar pela a andalise do desempenho segundo o nimero de ANs detectadas
(Equagao 2.37) que o ICA nao produziu resultados verossimeis quando associado a métricas
de similaridade alternativas a correlacao pois o algoritmo apontou a existéncia de ANs mesmo
em trens de spike independentes (regides centrais das figuras). Além disso, notamos que, para
este caso, a classificacdo dos neurénios (linhas 2, 4 e 6 da Figura 3.2, Equagao 2.39) foi similar
para todas as métricas de similaridade e que mesmo métricas capazes de quantificar padroes
de disparos mais complexos entre os neuronios nao apresentaram melhorias significativas de

desempenho.

Analisamos também o caso de uma populacao com as mesmas caracteristicas, porém,
com uma taxa média de disparos maior, de 64 spikes/segundo pois, nesta situa¢ao, notamos
que as diferengas entre as métricas de similaridade foram mais expressivas (Figura 3.3, onde
as linhas impares estao associadas a métricas de desempenho que quantifica o ntimero de
ANs detectadas, Equagdo 2.37 e, as pares, a classificagdo dos neurdnios, Equagdo 2.39).
Ressaltamos, porém, que este valor nao é realista e foi utilizado apenas para extrapolarmos o
desempenho do algoritmo com o aumento da taxa média de disparos. Notamos uma melhoria

na detec¢do de comunidades para a Correlagao (Figura 3.3a) quando as taxas de disparo
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Figura 3.2 — Desempenho do ICA associado a diferentes métricas de similaridade na detecgao
do nimero de ANs (Segao 2.4.1, linhas 1, 3 e 5) e na classificagdo dos neurd-
nios (Secao 2.4.2; linhas 2, 4 e 6) quando aplicado a trens artificiais gerados
segundo o modelo de Poisson com uma taxa média de disparos basal de 22,37
spikes/segundo. Simulamos uma populacao de 30 células e ANs independentes,
com 10* amostras e selecionamos 300 bins aleatoriamente em que a taxa de
disparos do modelo de Poisson foi escalonada por um fator.
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tinham uma maior variagdo, ou seja, nos cantos da Figura. Uma melhoria similar, porém,
concentrada em regioes de inibicao também foi observada para as métricas de similaridade
baseadas nas relagoes temporais dos disparos (Figuras 3.3m, 3.3n e 3.30). As regioes em que o
algoritmo acusou a presenca de ANs de maneira equivocada, mesmo em trens independentes,
persistiram. Para a classificagdo dos neurdnios (linhas pares da Figura 3.3), observamos que as
métricas de similaridade Correlagdo, Sincronizagao do Evento, IST e distdncia SPIKE (Figuras
3.3d, 3.3p, 3.3q, 3.3r) apresentaram também um melhor desempenho comparativamente as
demais em regides de maxima variagdo da taxa média de disparos (cantos das figuras), mas,
de maneira geral, o padrao observado para o desempenho de todas as métricas na classificacao

dos neurénios foi parecido.

A seguir, voltamos nossa andlise para uma populacdo com a taxa de disparos de
22,37 spikes/sequndo, porém, desta vez, composta por 60 células com ANs maiores, mas
ainda disjuntas (Caso 2, descrito na Secao 3.1.1). O resultado pode ser observado na Figura
3.4, a seguir, referentes a detec¢gdo do nimero de ANs (linhas impares), Equagao 2.37, e a

classificagdo das células (linhas pares), Equagao 2.39, respectivamente.

Pudemos perceber na comparacao com a Figura 3.2 que o algoritmo apresentou uma
melhora de desempenho para a detecgdo de ANs tanto para a correlacao (Figura 3.4a) quanto
para as métricas de similaridade baseadas na relagdo temporal entre os spikes (Figuras 3.4m,
3.4n e 3.40). Houve um aumento na regido com desempenho maximo, mas, persistiram as
inconsisténcias em regioes com trens independentes. Para o uso do cosseno como métrica de
similaridade, observou-se que o niimero de ANs espuriamente detectadas nas regioes inibito-
rias aumentou, o que, consequentemente, diminuiu o desempenho nessa regiao nas Figuras
3.4g e 3.4h.

Para a classificacdo das células (linhas pares da Figura 3.4), notamos uma ligeira
melhoria em relacao as linhas pares da Figura 3.2 nas bordas dos graficos, mas, nessas regioes,

o desempenho permaneceu em torno de 50%.

A seguir, analisamos novamente o efeito de aumentarmos a taxa média de disparos
da populagao para 64 spikes/segundo, mas, dessa vez, para um conjunto maior de células. Os
resultados para o desempenho na detecgao do nimero de ANs (Equagao 2.37) e da classifica-
¢ao das células (Equagao 2.39) podem ser verificados, respectivamente, nas linhas impares e
pares da Figura 3.5. Foi possivel observar o surgimento de regides em que as duas ANs foram
detectadas para as métricas de Victor e Purpura (Figura 3.5¢) e de Van Rossum (Figura 3.5i).
Estas regioes consistiam em iteragoes fortes de excitagdo (canto superior direito da figura)
e inibigao (canto inferior esquerdo da figura). Além disso, assim como na anélise compara-

tiva da simulagao de uma populacao de 30 células, observamos melhorias para as métricas
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Figura 3.3 — Desempenho do ICA associado a diferentes métricas de similaridade na deteccao
do nimero de ANs (Segdo 2.4.1, linhas 1, 3 e 5) e na classificagdo dos neur6nios
(Secao 2.4.2, linhas 2,3 e 6) quando aplicado a trens artificiais gerados segundo o
modelo de Poisson com uma taxa média de disparos basal de 64 spikes/sequndo.
Simulamos uma populacao de 30 células e ANs independentes, com 10* amostras
e selecionamos 300 bins aleatoriamente em que a taxa de disparos do modelo de
Poisson foi escalonada por um fator.
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Figura 3.4 — Desempenho do ICA associado a diferentes métricas de similaridade na detecgao
do ntimero de ANs (Segdo 2.4.1, linhas 1, 3 e 5) e na classificagdo dos neurd-
nios (Segao 2.4.2, linhas 2,3 e 6) quando aplicado a trens artificiais gerados
segundo o modelo de Poisson com uma taxa média de disparos basal de 22,37
spikes/segundo. Simulamos uma populacao de 60 células e ANs independentes,
com 10* amostras e selecionamos 300 bins aleatoriamente em que a taxa de
disparos do modelo de Poisson foi escalonada por um fator.
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Correlacao, Sincronizagdo de evento, ISI e distancia SPIKE com o aumento da taxa média
de disparos tanto na deteccao das ANs (Figuras 3.5a, 3.5m, 3.5n e 3.50, respectivamente)

quanto na classificacao das células (Figuras 3.5d, 3.5p, 3.5q e 3.5r, respectivamente).

Na proxima etapa, avaliamos o efeito que a insercao de atrasos de fase no desempenho
do algoritmo quando associado as diferentes métricas de similaridade. Para ressaltar os efeitos
nas métricas de similaridade quando associadas ao ICA, optamos por exibir as simula¢oes
relativas a populagdo de 60 células com taxa média de disparos de 64 spikes/segundo, ja
que, nestes casos, as diferencas entre as associagoes foram mais expressivas. O resultado
para a deteccao de ANs (Equagao 2.37) segue nas linhas impares da Figura 3.6 e nas pares
para a classificacdo das células (Equacao 2.39), na Figura 3.6. Observamos uma queda no
desempenho para a classificacao das células, ao compararmos as linhas pares da Figuras 3.5
e 3.6, o que evidenciou que estas métricas de similaridade, ao serem associadas ao ICA, nao
foram robustas a atrasos temporais na interacao entre as células membro de ANs. Além disso,
tanto a correlacao quanto a distancia SPIKE mostraram diferencas também no desempenho
para a identificagdo das ANs com a inser¢ao de atrasos (Figuras 3.5a, 3.6a; e 3.50, 3.60), o
que nao foi observado para a Sincronizagao do evento e (Figuras 3.5m e 3.6m) para o ISI
(Figuras 3.5n e 3.6n).

3.1.2.1.2 ICA: Simulacdes utilizando trens de spike que consideram a correlacio entre neurdnios

em ANs independentes

A seguir, utilizamos em nossas simulacoes, além da taxa média de disparos, os valores
de correlacao cruzada dos trens de spike para definir as interacoes entre as ANs. Simulamos a
atividade de uma populacao de 30 células, o caso 1 descrito na Secao 3.1.1, utilizando valores
de correlagao calculados para neuronios de um animal envolvido na tarefa de discriminacao
tatil. No entanto, este modelo produz um conjunto de dados que ja descreve a atividade dos
neuronios em taxas de disparos, e, portanto, no contexto deste trabalho, pode ser abordado
apenas pelas métricas de similaridade da Secao 2.2.1. Os resultados podem ser conferidos nas
Figuras 3.7a e 3.7b, referentes a aplicagao do ICA as métricas de desempenho relativas ao
nimero de assembleias detectadas (Equagao 2.37); e nas Figuras 3.7c e 3.7d, a classificagao

dos neurénios (Equagao 2.39).

Observamos que, para o conjunto de dados utilizados na escala temporal de 10 ms,
houve um pequeno niimero de ocorréncias de correlagdes negativas maiores que 0.005 em
moédulo, o que nao possibilitou a caracterizacdo de ANs inibitérias. Ao compararmos os
resultados deste modelo na regido que representa ANs excitatérias na Figura 3.7 com os
obtidos pelo modelo simplificado de Poisson, na Figura 3.2a, 3.2d, 3.2b e 3.2e notamos que a

métrica de Hamming retornou um desempenho similar, com uma queda de desempenho em
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Figura 3.5 — Desempenho do ICA associado a diferentes métricas de similaridade na deteccao
do nimero de ANs (Segao 2.4.1, linhas 1, 3 e 5) e na classificagdo dos neuronios
(Secdo 2.4.2, linhas 2,3 e 6) quando aplicado a trens artificiais gerados segundo o
modelo de Poisson com uma taxa média de disparos basal de 64 spikes/sequndo.
Simulamos uma populacao de 60 células e ANs independentes, com 10* amostras
e selecionamos 300 bins aleatoriamente em que a taxa de disparos do modelo de
Poisson foi escalonada por um fator.
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Figura 3.6 — Desempenho do ICA associado a diferentes métricas de similaridade na deteccao

do nimero de ANs (Segdo 2.4.1, linhas 1, 3 e 5) e na classificagdo dos neur6nios
(Secao 2.4.2, linhas 2,3 e 6) quando aplicado a trens artificiais gerados segundo
o modelo de Poisson com uma taxa de disparos basal de 64 spikes/sequndo.
Simulamos uma populacao de 60 células e ANs independentes, com 10* amostras
e selecionamos 300 bins aleatoriamente em que a taxa média de disparos do
modelo de Poisson foi escalonada por um fator. A atividade de 5 neurénios de
uma das ANs foi atrasada um bin.
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uma pequena regiao para a classificacao dos neurdnios, enquanto que, a correlagao apresentou
uma melhoria significativa tanto para a deteccdo das ANs quanto para a classificacdo dos

neuronios.

3.1.2.2 ICA: Simulacoes de ANs com ao menos um neurénio exclusivo

Nesta préxima etapa simulamos a resposta do ICA aplicado a ANs que comparti-
lhavam neurénios (casos 1 e 2, descritos na Secao 3.1.1). Assim como na Sec¢do anterior,
iniciamos com a resposta do algoritmo aplicado a trens simulados utilizando a distribuicao
de Poisson (Segao 3.1.2.2.1) e, a seguir, partimos para o modelo com a correla¢ao cruzada

entre as células (Secao 3.1.2.2.2).

3.1.2.2.1 ICA: Simulacdes utilizando trens de spike segundo a distribuicao de Poisson em ANs

com ao menos um neuronio exclusivo

O desempenho da aplicacdo do ICA para os conjuntos de dados artificiais simulados
utilizando o modelo de Poisson foi, em muitos casos, bastante similar para o exibido para
ANs disjuntas. Portanto, optamos por exibir apenas os casos em que as diferencas foram

expressivas.

Para a simulagdo de uma populagdo de 30 células (caso 1, descrito na Segao 3.1.1)
utilizamos inicialmente uma taxa média de disparos igual a 22,37 spikes/sequndo, numeri-
camente igual a obtida para um de nossos conjuntos de dados em que o animal realizava a
tarefa de discriminacao tatil descrita na Secao 2.5. Os resultados podem ser verificados na
Figura 3.8, a seguir, para as métricas de correlacao, ISI e distancia SPIKE. Na primeira linha,
os diagramas exibem os resultados correspondentes as métricas de desempenho relativas ao
nimero de assembleias detectadas (Equagao 2.37) e, na segunda, a classificagdo dos neur6nios
(Equagao 2.39).

Observamos que, em comparagao a Figura 3.2, h4 uma queda de desempenho na
detecgao de ANs para a correlagdo quando a interacao entre as células é de excitacao (primeiro
quadrante da Figura 3.8a), acompanhada por uma queda na mesma regido para a detecgao
de neurénios (Figura 3.8d). Além disso, o uso das métricas ISI e distancia SPIKE registraram
um aumento no desempenho para a deteccao de comunidades a medida que as interagoes de
inibi¢do eram mais fortes (terceiro quadrante das Figuras 3.8b e 3.8¢). Este aumento nao foi

acompanhado pela detec¢do de neurénios (terceiro quadrante das Figuras 3.8e e 3.8f).

A seguir, analisamos o efeito que o aumento da taxa de disparos teria sobre esta
mesma topologia, portanto, computamos uma nova simulacdo com uma taxa média de dis-

paros de 64 spikes/segundo. Os resultados podem ser observados na Figura 3.9. Na primeira
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Figura 3.7 — Desempenho do ICA associado a diferentes métricas de similaridade quando
aplicado a trens artificiais que modelam ANs independentes gerados segundo o
modelo de correlagdo entre os neurénios (MACKE et al., 2009) com uma taxa
de disparos basal de 22,37 spikes/segundo. Na primeira linha, exibimos o desem-
penho para o numero de assembleias detectadas (Equacao 2.37)e, na segunda,
para a classifica¢ao dos neurénios (Equagao 2.4.2). As linhas pontilhadas pretas
em cada um dos eixos delimitam os 39 valores distintos de correlagao cruzada
(extraidos de dados reais) e foram inseridas para salientar que os valores de
correlagao nao eram uniformemente distribuidos.
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Figura 3.8 — Desempenho do ICA associado a diferentes métricas de similaridade na detec-
¢ao do niimero de ANs (Segdo 2.4.1), na primeira linha, e, na classificacdo dos
neurdnios, na segunda linha (Secao 2.4.2), quando aplicado a trens artificiais
gerados segundo o modelo de Poisson com uma taxa de disparos basal de 22,37
spikes/seqgundo. Simulamos uma populacao de 30 células e ANs com 5 neurdénios
disjuntos, com 10* amostras e selecionamos 300 bins aleatoriamente em que a
taxa média de disparos do modelo de Poisson foi escalonada por um fator.
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e na terceira linha, exibimos os resultados para a métrica de desempenho relativa ao nu-
mero de assembleias detectadas (Equagao 2.37) e, na segunda e na quarta, a classificacao dos
neurénios (Equagao 2.39). Comparando o resultado ao obtido no cenédrio com ANs indepen-
dentes (Figura 3.3), observamos que, para a correlagdo, ANs deixam de ser detectadas em
regioes em que uma AN é de excitagdo e outra, de inibi¢ao (Figura 3.9a), o que acarreta uma
queda de desempenho para a classificagdo dos neurdnios nas regioes correspondentes (Figura
3.9¢). Ja para a Sincroniza¢ao do Evento, para o ISI e para a distdncia SPIKE observamos
uma ligeira queda na detecgao de ANs para algumas regides de inibi¢ao (Figuras 3.9b, 3.9¢
e 3.9f, respectivamente), o que, consequentemente, é acompanhado por um decréscimo no

desempenho para a classificacdo dos neurdnios (Figuras 3.9d, 3.9g e 3.9h, respectivamente).

Os efeitos observados para uma populagdo de 60 células (caso 2, descrito na Segao
3.1.1) foram similares aos obtidos para uma populacao de 30 células e, portanto, foram

omitidos.

3.1.2.2.2 ICA: Simulacdes utilizando trens de spike que consideram a correlacio entre neurdnios

em ANs com ao menos um neurdnio exclusivo

As simulagoes que consideravam a correlagao cruzada entre as células em uma janela

de 10 ms e numa populacao de 30 células (caso 1, descrito na Sec¢ao 3.1.1) foram exibidas nas

Desempenho (%)
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Figura 3.9 — Desempenho do ICA associado a diferentes métricas de similaridade na detecgao
do niimero de ANs (Secao 2.4.1), na primeira e na terceira linha, e, na classifica-
¢ao dos neurdnios, na segunda e na quarta linha (Secao 2.4.2), quando aplicado a
trens artificiais gerados segundo o modelo de Poisson com uma taxa de disparos
basal de 64 spikes/sequndo. Simulamos uma populagao de 30 células e ANs com
5 neuréonios disjuntos, com 10* amostras e selecionamos 300 bins aleatoriamente
em que a taxa média de disparos do modelo de Poisson foi escalonada por um
fator.
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Figuras 3.10a e 3.10b, referentes a aplicacdo do ICA as métricas de desempenho relativas ao
nimero de assembleias detectadas (Equagao 2.37); e nas Figuras 3.10c e 3.10d, a classificacao

dos neurénios (Equacao 2.39).

Notamos que comparativamente ao cenario em que as ANs eram independentes (Fi-
gura 3.7), as duas métricas mantiveram seu desempenho para a detecgdo do nimero de ANs
(Figuras 3.10a e 3.10b), porém, apresentaram queda na performance para a detecgao das
células (Figuras 3.10c e 3.10d).

3.1.2.3 ICA: Simulacées de ANs sem neur6nios disjuntos

Para finalizar o estudo do ICA, aplicamos o algoritmo a ANs sem neurdnios disjuntos,
descritos nos casos 1 e 2 da Secao 3.1.1. Iniciamos a analise com ANs modeladas em trens de

spike que utilizam a distribuicdo de Poisson e, a seguir, a correlacao cruzada entre as células.

3.1.2.3.1 ICA: Simulacdes utilizando trens de spike segundo a distribuicao de Poisson em ANs

sem neurodnios disjuntos

De maneira semelhante a Se¢ao anterior, exibimos apenas os resultados nos quais esta

topologia apresentou um comportamento diferente em relacao ao que ja foi apresentado.

Os resultados para os trens artificiais gerados segundo o modelo de Poisson numa
populacao de 30 células (caso 1, descrito na Segao 3.1.1) foram exibidos na Figura 3.11. Na
primeira linha exibimos o resultado para a aplicacao da métrica de desempenho relativa a
detecgao de ANs (Equagao 2.37) e, na segunda, a classificagdo dos neurdnios (Equagao 2.39).
Fazendo uma comparacao com o cendrio de ANs disjuntas, exibido na Figura 3.2, notamos
para a correlagdo (Figuras 3.11a e 3.11d) uma queda no desempenho para a detecgao de ANs
e para a classificacao dos neur6nios nas regioes de maxima excitacao e inibicao da assembleia
1 (laterais esquerda e direita das figuras). Além disso, tanto o ISI quanto a distdncia SPIKE
melhoraram seu desempenho na deteccao de ANs para regides de inibicdo das duas ANs
(Figuras 3.11b e 3.11¢), porém, esta melhoria ndo é acompanhada pela correta classificagao

dos neurénios (Figuras 3.11e e 3.11f).

A seguir, ainda para a mesma topologia, modificamos artificialmente a taxa média de
disparos da populagao para 64 spikes/ sequndo para verificar os efeitos desta grandeza na
caracterizacdo de ANs. As métricas de similaridade com um desempenho diferente seguem
na Figura 3.12, nas linhas impares para a deteccao de ANs (Equagdo 2.37) e nas pares para
a classificagdo dos neurénios (Equacao 2.39). Foi possivel observar, em comparac¢ao com o
cendrio em que a taxa de disparos é obtida experimentalmente (Figura 3.11), uma melhoria

apresentada no desempenho da correlagao, tanto na detecgdo de ANs (Figura 3.12a) quanto
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Figura 3.10 — Desempenho do ICA associado a diferentes métricas de similaridade quando
aplicado a trens artificiais que modelam ANs com 5 neurdnios nao exclusi-
vos gerados segundo o modelo de correlagao entre os neurénios (MACKE et
al., 2009) com uma taxa média de disparos basal de 22,37 spikes/sequndo. Na
primeira linha, exibimos o desempenho para o nimero de assembleias detecta-
das (Equacao 2.37)e, na segunda, para a classificagdo dos neurdnios (Equacao
2.4.2). As linhas pontilhadas pretas em cada um dos eixos delimitam os 39 valo-
res distintos de correlacao cruzada (extraidos de dados reais) e foram inseridas
para salientar que os valores de correlacao nao sao uniformemente distribuidos.
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Figura 3.11 — Desempenho do ICA associado a diferentes métricas de similaridade na detec-
¢ao do ntimero de ANs (Segdo 2.4.1), na primeira linha, e, na classificacao dos
neurdnios, na segunda linha (Sec¢ao 2.4.2), quando aplicado a trens artificiais
gerados segundo o modelo de Poisson com uma taxa média de disparos ba-
sal de 22,37 spikes/seqgundo. Simulamos uma populac¢ao de 30 células e ANs
sem neuronios disjuntos, sendo a primeira comunidade com 10 neurdnios e, a
segunda, com 5. Em um total de 10* amostras, selecionamos 300 bins aleatori-
amente em que a taxa média de disparos do modelo de Poisson foi escalonada
por um fator.
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na classificacdo de neurénios (Figura 3.12d). Além disso, notamos aumento na deteccao de
ANs para a métrica de Van Rossum em uma pequena regiao de excitacdo da assembleia 1
aliada a inibigdo da assembleia 2 (Figura 3.12b). J4 as métricas Sincronizac¢ao do evento, ISI
e distancia SPIKE (Figuras 3.12c, 3.12g e 3.12h, respectivamente) mostraram uma melhoria
na detecgao de comunidades nas regices de inibi¢ao da assembleia 2. No entanto, observamos
nas linhas 2 e 4 da Figura 3.12 que a melhoria na deteccao das ANs nao se refletiu em

melhorias no desempenho para a classificacdo dos neurénios.

A seguir, aumentamos o tamanho da populacao de células simuladas e retornamos
a taxa de disparos experimental, de 22,37 spikes/segundo. Novamente, optamos por exibir
apenas os resultados com diferencas em relacao ao que ja foi apresentado. Nas linhas 1 e 3 da
Figura 3.13, apresentamos o resultado para a aplicagdo da métrica de desempenho relativa a
detecgao de ANs (Equagao 2.37) e, nas linhas 2 e 4, a classificagdo dos neurdnios (Equagao
2.39). Em comparagdo ao cendrio em que o numero de células era menor (Figura 3.11), foi
possivel observar melhoras na detecgao de ANs. Para a correlagao (Figura 3.13a), houve uma
diminuicao na regiao em que nenhuma assembleia foi detectada. Algumas comunidades passa-
ram a ser observadas para a Sincronizacao do Evento, quando a AN 1 era de inibigao (Figura

3.13b). Tanto o ISI quanto a distdncia SPIKE melhoraram seu desempenho na detecgao de
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Figura 3.12 — Desempenho do ICA associado a diferentes métricas de similaridade na de-
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tecgao do nimero de ANs (Secao 2.4.1), na primeira e na terceira linha, e, na
classifica¢do dos neurdnios, na segunda e na quarta linha (Segao 2.4.2), quando
aplicado a trens artificiais gerados segundo o modelo de Poisson com uma taxa
média de disparos basal de 64 spikes/segundo. Simulamos uma populacao de
30 células e ANs sem neuronios disjuntos, sendo a primeira comunidade com
10 neurdnios e, a segunda, com 5. Em um total de 10* amostras, selecionamos
300 bins aleatoriamente em que a taxa média de disparos do modelo de Poisson
foi escalonada por um fator.
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ANs para regioes de inibigao das duas ANs (Figuras 3.13e e 3.13f, respectivamente), mas o
IST apresentou também um bom desempenho na regiao correspondente a excitagao das ANs,
no primeiro quadrante da figura. Verificamos também que o aumento no nimero de células
leva a uma melhoria no desempenho para a classificacao dos neurdnios, mas que o resultado

para as diferentes métricas de similaridade é parecido.

Para finalizar, analisamos o cenario em que a populagdao de 60 células, descrita na
Segao 3.1.1 tinha sua taxa média de disparos aumentada para 64 spikes/segundo. Exibimos
na primeira e na terceira linha da Figura 3.14 o resultado referente a aplicacao da métrica
de desempenho relativa a deteccdo de ANs (Equagao 2.37) e na segunda e na quarta linha
a classificacao dos neurénios (Equagao 2.39). Ao compararmos o resultado obtido com para
mesma topologia, porém, com uma menor taxa média de disparos (Figuras 3.13 e 3.14)
observamos para a correlacao (Figura 3.14a) que ANs comegam a ser detectadas nas regioes
em que as ANs tem intera¢ao de mesma natureza (canto do primeiro e do terceiro quadrante).
Além disso, para as métricas de Victor e Purpura (Figura 3.14b) e de Van Rossum (Figura
3.14¢), assembleias foram detectadas nos pontos extremos em que uma das ANs possuia
interacoes de inibi¢do e a outra, de excitagdo. Houve uma melhoria na deteccao de ANs
quando a ANT1 era inibitéria para as métricas de Sincronizagdo do Evento, ISI e distancia
SPIKE (Figuras 3.14g, 3.14h e 3.14i, respectivamente). Verificamos também uma melhoria
no desempenho para a classificacdo dos neurénios (segunda e quarta linhas da Figura 3.14),

sem diferengas significativas entre as métricas de similaridade.

Observamos também que houve uma ligeira mudanca no comportamento do ISI em
relacdo ao cendrio em que as ANs eram independentes (Figura 3.5n). Anteriormente, o melhor
desempenho obtido foi quando uma das ANs possuia uma interacao de inibicao, e a outra, de

excitagao. Agora, foi observado quando as duas ANs possuiam interagdes de mesma natureza.

3.1.2.3.2 ICA: Simulacdes utilizando trens de spike que consideram a correlacao entre neurdnios

em ANs sem neurdnios disjuntos

Para finalizar a analise do ICA, simulamos uma populagao de 30 células sem neuronios
disjuntos (caso 1, apresentado na Segao 3.1.1) que considerava a correlagao cruzada entre as
células em janelas de 10 ms. O desempenho da aplicagdo do ICA referente a métrica de
detecgao de ANs (Equagao 2.37) é apresentado na primeira linha da Figura 3.15 enquanto

que, para a classificagao dos neurénios (Equagao 2.39), na segunda linha.

Observamos que, comparativamente ao cenario em que as ANs eram independentes
(Figura 3.7), houve uma queda no desempenho para a identificacdo das ANs. No entanto,

ainda existiram regioes em que as duas ANs foram detectadas, em contraste ao resultado
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Figura 3.13 — Desempenho do ICA associado a diferentes métricas de similaridade na de-
tecgdo do nimero de ANs (Segao 2.4.1), na primeira e na terceira linha, e na
classificagdo dos neurdnios (Segao 2.4.2), na segunda e na quarta, quando apli-
cado a trens artificiais gerados segundo o modelo de Poisson com uma taxa
média de disparos basal de 22,37 spikes/sequndo. Simulamos uma populacao
de 60 células e ANs sem neurdnios disjuntos, sendo a primeira comunidade com
25 neuronios e, a segunda, com 10. Em um total de 10* amostras, selecionamos
300 bins aleatoriamente em que a taxa média de disparos do modelo de Poisson
foi escalonada por um fator.
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Figura 3.14 — Desempenho do ICA associado a diferentes métricas de similaridade na de-
tecgdo do numero de ANs (Segao 2.4.1), na primeira e na terceira linha, e na
classificacdo dos neurénios (Se¢ao 2.4.2), na segunda e na quarta, quando apli-
cado a trens artificiais gerados segundo o modelo de Poisson com uma taxa
média de disparos basal de 64 spikes/segundo. Simulamos uma populacao de
60 células e ANs sem neurdnios disjuntos, sendo a primeira comunidade com
25 neurdnios e, a segunda, com 10. Em um total de 10* amostras, selecionamos
300 bins aleatoriamente em que a taxa média de disparos do modelo de Poisson
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Figura 3.15 — Desempenho do ICA associado a diferentes métricas de similaridade quando

aplicado a trens artificiais que modelam ANs sem neur6nios disjuntos gerados
segundo o modelo de correlagao entre os neurénios (MACKE et al., 2009) com
uma taxa média de disparos basal de 22,37 spikes/segundo. Na primeira linha,
exibimos o desempenho para o numero de assembleias detectadas (Equagao
2.37) e, na segunda, para a classificagio dos neurénios (Equagdo 2.4.2). As
linhas pontilhadas pretas em cada um dos eixos delimitam os 39 valores dis-
tintos de correlagdo cruzada (extraidos de dados reais) e foram inseridas para
salientar que os valores de correlagao nao sao uniformemente distribuidos.
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obtido para trens simulados utilizando a distribui¢do de Poisson (Figura 3.11a). Para a clas-
sificagdo dos neurdnios, houve uma queda no desempenho para as duas métricas de similari-
dade (Hamming e correlagdo) no ponto que simulava interagoes inibitérias entre as células da
assembleia 2. No entanto, como apenas um valor de correlacdo negativa foi medido na escala

temporal de 10 ms nao consideramos essa queda de desempenho para efetuar conclusoes.

3.1.3 Resultados: Modularidade

Nesta secao analisamos o desempenho do algoritmo Modularidade aplicado aos mes-
mos conjuntos de dados descritos ao longo da Secdo 3.1.2, também utilizando diferentes
métricas de similaridade. Simulamos a atividade de ANs independentes, com ao menos um
neurénio exclusivo e sem neuronios disjuntos utilizando tanto dados gerados segundo o mo-
delo de Poisson quanto a partir do modelo de Macke et al. (2009), que considerava a correlagao

cruzada entre os membros de uma AN.

3.1.3.1 Modularidade: Simulacdes de ANs independentes

Para a analise da resposta do algoritmo aplicado a ANs independentes, iniciamos com
os trens simulados segundo a distribuicao de Poisson e, a seguir, passamos para as simulacoes

que contemplavam também a covariancia cruzada entre os neurénios.

3.1.3.1.1 Modularidade: Simulacdes utilizando trens de spike segundo a distribuicdo de Poisson

em ANs independentes

Inicialmente, analisamos o resultado para a populacao simulada de 30 células com
ANs independentes (caso 1, descrito na Segdo 3.1.1), na taxa média de disparos obtida ex-
perimentalmente, de 22,37 spikes/segundo. Observamos que, dentre todas as métricas de
similaridade avaliadas neste trabalho, apenas o Cosseno retornou um desempenho nao nulo
para esta topologia. Os resultados foram exibidos na Figura 3.16, a seguir. Na primeira li-
nha apresentamos o resultado para a detecgdo de ANs (Equagao 2.37) e na segunda, para a

classificagdo dos neurdnios (Equacgao 2.39).

Notamos que o uso do kernel Gaussiano na detecgdo de ANs (Figura 3.16a) gerou um
menor nimero de falsos positivos nas regioes centrais, de acordo com o esperado, ja que nestes
cendrios as interagoes entre as ANs sdo fracas e presumiamos que nenhuma comunidade seria
detectada. Ja o kernel Exponencial exibiu mais sensibilidade na detecgao de ANs nas regioes
de inibigao (Figura 3.16b). No entanto, o desempenho dos diferentes kernels na classificagao
dos neur6nios foi similar (Figuras 3.16¢ e 3.16d). Além disso, notamos que apesar de um

particionamento no nimero correto de comunidades, houve saturacao do desempenho que
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Figura 3.16 — Desempenho da Modularidade associada a diferentes métricas de similaridade
na detec¢ao do nimero de ANs (Se¢ao 2.4.1), na primeira linha, e, na classifi-
cacao dos neurdnios (Secao 2.4.2), na segunda linha, quando aplicado a trens
artificiais gerados segundo o modelo de Poisson com uma taxa média de dis-
paros basal de 22,37 spikes/segundo. Simulamos uma populacao de 30 células
e ANs independentes. Em um total de 10* amostras e selecionamos 300 bins
aleatoriamente em que a taxa de disparos do modelo de Poisson foi escalonada
por um fator.
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nao ultrapassou o valor nominal de 50%. Notamos também que, diferentemente do ICA,
para a Modularidade nao ocorreram detecgoes espurias de ao menos uma AN quando os

neurdnios eram independentes entre si.

A seguir, analisamos o conjunto de dados em que a taxa média de disparos foi elevada
para 64 spikes/sequndo, ainda em uma populagao de 30 células. O desempenho foi apresentado
na Figura 3.17, a seguir. Exibimos apenas o resultado para as métricas com desempenho
nao nulo. Na primeira linha, observa-se o desempenho para a detecgdo de ANs (Equagao
2.37) e, na segunda, para a classificagdo dos neurdnios (Equagao 2.39). Comparativamente
ao conjunto de dados simulados com uma taxa média de disparos mais baixa (Figura 3.16),
notamos que a associagao com a métrica de Hamming passou a detectar ANs em regides de
interacao inibitéria para as assembleias 1 e 2 (Figura 3.17a). Além disso, o desempenho para
o uso do Cosseno na identificagdo de ANs se modifica, tornando-se mais nitido, sem detecgoes
espurias nas situagoes em que as células sdo independentes entre si (Figuras 3.17b e 3.17c¢).
O desempenho para a classificagdo de neurdnios continuou saturado em 50% (Figuras 3.17d,
3.17e e 3.17f).
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Figura 3.17 — Desempenho da Modularidade associada a diferentes métricas de similaridade
na detec¢ao do niimero de ANs (Se¢do 2.4.1), na primeira linha, e, na classifi-
cacdo dos neurénios, na segunda linha (Secao 2.4.2), quando aplicado a trens
artificiais gerados segundo o modelo de Poisson com uma taxa de disparos basal
de 64 spikes/segundo. Simulamos uma populacao de 30 células e ANs indepen-
dentes. Em um total de 10* amostras e selecionamos 300 bins aleatoriamente
em que a taxa média de disparos do modelo de Poisson foi escalonada por um
fator.
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Na préxima etapa verificamos o efeito de elevarmos o nimero de células e, consequen-
temente, o tamanho das ANs (caso 2 descrito na Segdo 3.1.1), porém, novamente na taxa
média de disparos obtida experimentalmente, de 22,37 spikes/sequndo. Exibimos na Figura
3.18 o resultado da combinacao da Modularidade com o Cosseno, pois foi a inica métrica de
similaridade que apresentou desempenho nao nulo. Foi possivel observar a detec¢ao de ANs
mesmo num cenario em que as células eram independentes (parte central das Figuras 3.18a
e 3.18b). Para a classificagdo dos neuronios, nas Figuras 3.18c e 3.18d, observamos um baixo

desempenho nas regioes centrais e que o desempenho méaximo foi de 80%.

Analisamos a seguir, novamente o efeito do aumento da taxa média de disparos a
64 spikes/segundo, porém em uma popula¢do maior com ANs maiores (caso 2 descrito na
Segao 3.1.1). Na Figura 3.19, a seguir, a primeira linha exibiu o desempenho das métricas de
similaridade associadas & Modularidade na deteccao de ANs (Equagao 2.37) e a segunda, a
classificagdo dos neurdnios (Equagao 2.39). Ao compararmos com o cenario que as ANs eram
menores (Figura 3.17), observamos um aumento no desempenho tanto para a detecgao de ANs
quanto para a classificagdo dos neuronios. Notamos que o desempenho para a classificacao
dos neurénios, quando nao nulo, foi numericamente igual a 80% em praticamente todos
os cenarios simulados. Além disso, foi possivel notar que a métrica de Hamming (Figuras

3.19a e 3.19d) exibiu um desempenho superior em relagdo ao Cosseno (Figuras 3.19b, 3.19c,

Desempenho (%)
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Figura 3.18 — Desempenho da Modularidade associada a diferentes métricas de similaridade
na detec¢ao do nimero de ANs (Se¢ao 2.4.1), na primeira linha, e, na classifi-
cacao dos neurdnios, na segunda linha (Secao 2.4.2), quando aplicado a trens
artificiais gerados segundo o modelo de Poisson com uma taxa de disparos ba-
sal de 22,37 spikes/sequndo. Simulamos uma populac¢ao de 60 células e ANs
independentes. Em um total de 10* amostras e selecionamos 300 bins aleatori-
amente em que a taxa média de disparos do modelo de Poisson foi escalonada
por um fator.

Cosseno com Kernel Gaussiano Cosseno com Kernel Exponencial
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3.19e e 3.19f) na regiao de excitagdo de uma assembleia e inibi¢ao da outra (segundo e quarto
quadrantes das figuras). Por sua vez o desempenho foi inferior para as interagoes de excitacao

das duas ANs (primeiro quadrante das figuras).

Para finalizar, analisamos o efeito que atrasos de fase provocaram no desempenho
das métricas de similaridade associadas a Modularidade. Optamos por continuar utilizando
uma populagdo de 60 células, com ANs maiores (caso 2 apresentado na Sec¢ao 3.1.1) com
taxa média de disparos de 64 spikes/segundo, pois, neste caso, as diferencas foram mais
acentuadas. Cinco neurdnios de uma das ANs tiveram sua atividade atrasada em um bin.
Na primeira linha da Figura 3.20, exibimos o desempenho para a detecgao de ANs (Equagao
2.37) e, na segunda, para a classificacdo dos neurdnios (Equagao 2.39). Em comparagao com
0 caso sem atraso, exibido na Figura 3.19, observamos uma queda de desempenho para a
classificacdo dos neurénios na presenca de atrasos. Para a métrica de Hamming a queda de
desempenho ocorreu regides em que as interagdes eram inibitérias (Figura 3.20d), enquanto

que para o Cosseno (Figuras 3.20e e 3.20f), nas regioes de interacao excitatoria.
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Figura 3.19 — Desempenho da Modularidade associada a diferentes métricas de similaridade

na detec¢ao do numero de ANs (Secao 2.4.1), na primeira linha, e, na classifi-
cagao dos neurénios, na segunda linha (Segao 2.4.2), quando aplicado a trens
artificiais gerados segundo o modelo de Poisson com uma taxa média de dispa-
ros basal de 64 spikes/sequndo. Simulamos uma populagao de 60 células e ANs
independentes. Em um total de 10* amostras e selecionamos 300 bins aleato-
riamente em que a taxa de disparos do modelo de Poisson foi escalonada por
um fator.
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Figura 3.20 — Desempenho da Modularidade associada a diferentes métricas de similaridade

na detecgao do nimero de ANs (Segao 2.4.1), na primeira linha, e, na classifi-
cagao dos neurénios, na segunda linha (Segao 2.4.2), quando aplicado a trens
artificiais gerados segundo o modelo de Poisson com uma taxa de disparos basal
de 64 spikes/segundo. Simulamos uma populacao de 60 células e ANs indepen-
dentes. Em um total de 10* amostras e selecionamos 300 bins aleatoriamente
em que a taxa média de disparos do modelo de Poisson foi escalonada por um
fator. A atividade de 5 neurdnios de uma das ANs foi atrasada um bin.
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Figura 3.21 — Desempenho da Modularidade associada a diferentes métricas de similaridade
na detec¢ao do nimero de ANs (Se¢ao 2.4.1), na primeira linha, e, na classifi-
cacao dos neurdnios, na segunda linha (Secao 2.4.2), quando aplicado a trens
artificiais gerados segundo o modelo de Poisson com uma taxa de disparos ba-
sal de 64 spikes/segundo. Simulamos uma populacdo de 60 células com ANs
com 5 neurdnios em comum. Em um total de 10* amostras e selecionamos 300
bins aleatoriamente em que a taxa média de disparos do modelo de Poisson foi
escalonada por um fator.
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A simulacao da populacao de 30 células, com duas ANs que consideravam as corre-
lagoes cruzadas entre as células em uma janela de 10 ms (caso 1, descrito na Segao 3.1.1)
apresentaram desempenho nulo ao associarmos a Modularidade com as métricas de similari-

dade correlacao e Hamming.

3.1.3.2 Modularidade: Simulacées de ANs que compartilham neur6nios

A Modularidade possui limitagdes ao trabalhar com elementos que pertencem a mais
de uma comunidade, como sera discutido na Sec¢ao 4.1.2. [lustraremos esta limitacao pela
simulacao de ANs que compartilham neurdnios apenas para a populacao de 60 células e taxa
média de disparos de 64 spikes/segundo utilizando o modelo de Poisson (caso 2, descrito na

Secao 3.1.1), j& que neste cendrio as variacoes de desempenho se tornam mais nitidas.

A Figura 3.21 exibe na primeira linha o desempenho de acordo com a métrica de
detecgao de ANs (Equagao 2.37) e, na segunda, de acordo com a classifica¢gdo dos neur6nios
(Equagao 2.39). Ao compararmos este cendrio com o obtido para ANs independentes, exibido
na Figura 3.19, notamos para a métrica de Hamming uma ligeira alteracao no desempenho de
deteccao de ANs, mas, além disso, observamos que o desempenho deixa de atingir o patamar

de 80% e satura em 60%. Isso ilustra a limitacao do algoritmo, em sua proposta original, de

Desempenho (%)



86 Capitulo 3. Resultados

lidar com populagoes com elementos em comum.

3.1.4 Resultados: Agrupamento Hierarquico

Apresentamos nesta se¢ao os resultados da aplicacao do algoritmo de Agrupamento
Hierarquico as métricas de similaridade descritas na Secao 2.2 para trens gerados segundo o
modelo de Poisson e para o modelo utilizando a correlagao cruzada entre os neurénios. Além
disso, conforme descrevemos na Secao 2.3.4, avaliamos diferentes variagoes do algoritmo,
com maneiras distintas de realizar o Linkage entre os objetos de um dendrograma (ligagoes
simples, completa, média simples e média ponderada) além de dois indices de validagao que
visavam o particionamento automatico em diferentes comunidades (indices de Davies-Bouldin
e Silhouette).

3.1.4.0.1 Agrupamento Hierarquico: Simulac¢des utilizando trens de spike segundo a distribuicdo

de Poisson em ANs independentes

Conforme descrito nas Secoes 2.3.4.4.1 e 2.3.4.4.2, as equacoes utilizadas para definir
uma mudanca na curvatura recebiam o valor € como parametro. Inicialmente, utilizamos
o valor de ¢ = 0 tanto para o indice de Davies-Bouldin (Secdo 2.3.4.4.1) quanto para o
Silhouette (Secao 2.3.4.4.2). Observamos a detec¢do de um grande nimero de ANs esptrias

em regides em que as células eram independentes entre si.

Em alguns casos, como o exemplificado na Figura 3.22, a seguir, notamos que o de-
sempenho nao se mostrou robusto a pequenas perturbacoes neste parametro. Aqui exibimos
o niumero de ANs detectadas ao utilizarmos o conjunto de dados simulados para a popula-
¢ao de 30 células, com taxa média de disparos de 64 spikes/sequndo, ANs independentes,
utilizando a modelagem de Poisson. Além disso, empregamos a correlagdo como métrica de

similaridade, a ligagdo simples e o indice de validagao de Silhouette.

Existiram algumas métricas de similaridade que nao apresentaram tamanha variabili-
dade com pequenas variacoes de €, porém, pudemos observar que o desempenho estava mais
associado a separatividade das comunidades com base no dendrograma do que aos indices
de validacao. Assim, exibimos a seguir os resultados de uma andlise visual das propriedades
dos dendrogramas resultantes de diferentes métricas de similaridade e formas distintas de

Linkage.

Nas préximas figuras exibimos cinco situagoes distintas, dispostas espacialmente de
maneira a representar sua posicao no diagrama da Figura 3.1. A esquerda e no canto superior
exibimos um dendrograma resultante de interacoes de inibicdo para a assembleia 1 e de

excitacao para a assembleia 2. Por sua vez, no canto superior direito expomos um cenario em
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Figura 3.22 — Representacao esquematica do efeito da resolugdo na determinagdo de comu-
nidades.

5 95 5
Variagdo da taxa média de disparos nos bins selecionados (%) — Assembleia 1

que as duas ANs tinham interagoes excitatérias. Na regiao central todos os neurdnios eram

independentes e assim por diante.

O primeiro parametro que analisamos foi a variacao dos dendrogramas dependendo
da taxa média de disparos da populacao. Exibimos na Figura 3.23, a seguir, diferentes den-
drogramas obtidos ao utilizarmos a Correlagdo como métrica de similaridade (ja4 aplicando
a adaptagao descrita na Secao 2.3.6) e a ligacao do tipo simples com uma taxa média de
disparos de 22,37 spikes/sequndo. Na Figura 3.24, exibimos o resultado do mesmo cenério

para 64 spikes/segundo.

Foi possivel ressaltar a dificuldade para identificarmos visualmente a existéncia de
comunidades no caso em que a taxa de disparos é baixa (Figura 3.23). Notamos que os
neurénios correspondentes as comunidades pré-definidas tem uma tendéncia a se reunirem,
porém, a diferenca em relagdo ao cenario de células independentes nao foi clara e ainda exis-
tiam associagOes espurias com células independentes. Ressaltamos que os cenarios exibidos
nas figuras correspondem aos valores limites de excitagao e inibigdo (cantos da Figura 3.1)

e, portanto, a diferenciacdo em cendrios intermediarios foi ainda mais dificil.

J& para um aumento na taxa de disparos (Figura 3.24), observamos que a delimitacao

das comunidades fica mais evidente, sendo possivel diferencia-las de células independentes.

Na proxima etapa, analisamos a resposta as diferentes formas de Linkage. Exibimos os
resultados para a taxa média de disparos de 64 spikes/sequndo, cendrio em que as diferengas
foram mais evidentes. Continuamos exibindo os resultados para o uso da Correlacao como
métrica de similaridade. Comparamos um dos cenarios em que a populacao simulada tinha
uma atividade independente (Figura 3.25) com um cendrio em que uma das ANs tinha

interagoes de excitagao e, a outra, de inibigao (Figura 3.26).

w S
NUmero de ANs detectadas

N

[
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Figura 3.23 — Dendrogramas resultantes do uso da correlagao com a ligagdo do tipo simples
para uma populagdo de 30 células com taxa média de disparos de 22,37 spi-
kes/sequndo e ANs independentes. Os tipos de interacdo entre as ANs variam
conforme descrito na legenda.

Populagédo de 30 células, taxa média de disparos de 22.37 spikes/segundo, Correlagéo, Ligacdo Simples
ANL1 Inibicdo; AN2 Excitagdo AN1 Excitagdo; AN2 Excitagdo
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Observamos que tanto a ligacdo do tipo simples quanto a média simples foram as
que apresentaram diferencas mais evidentes entre o cenario em que as ANs estdo presentes
versus uma populacao independente. Nestes casos, verificamos no dendrograma um aumento
na diferenca entre a folha que retine os elementos da comunidade e a préxima folha. Para
a ligacao simples a diferenca entre folhas foi menos expressiva que para a média simples,
no entanto, a primeira possibilitou a diferenciacao entre células independentes, representada

pelos elementos conectados em cascata, e as comunidades, que foram agrupados nas folhas.

Para a ligagdo completa e para a média ponderada a diferenca entre cenarios com ANs
e células independentes foi menos perceptivel visualmente, apesar de as distancias entre os
elementos terem limiares distintos no eixo vertical das figuras. A identificacdo do ponto ideal
de particionamento do dendrograma mostrou-se dificil, e s6 foi possivel devido ao conheci-
mento prévio da estrutura dos dados. A ligagdo média ponderada apresentou uma estrutura
mais apropriada que a ligacao completa na identificacao de células independentes, ja que a
diferenca em relagao as ANs foi um pouco mais evidente. Notamos também que, para todas

as formas de Linkage, foi mais facil visualizar as assembleias com interagdes inibitorias.

A seguir, comparamos o comportamento das demais métricas de similaridade anali-
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Figura 3.24 — Dendrogramas resultantes do uso da correlacao com a ligagao do tipo simples
para uma populagao de 30 células com taxa média de disparos de 64 spi-
kes/sequndo e ANs independentes. Os tipos de interagao entre as ANs variam
conforme descrito na legenda.

Populagéo de 30 células, taxa média de disparos de 64 spikes/segundo, Correlagéo, Ligacédo Simples

AN1 Inibigdo; AN2 Excitagdo AN1 Excitagéo; AN2 Excitagéo
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sadas neste trabalho quando utilizadas na confeccao de dendrogramas. Exibimos apenas os
dendrogramas das ligacoes simples (Figuras 3.27 e 3.28) e média simples (Figuras 3.29 e 3.30),
que se mostraram mais promissoras. Continuamos com a estratégia de exibir inicialmente o
resultado para um dos cendrios em que a populacao era independente (Figuras 3.27 e 3.29),
seguida por um cenario em que uma das ANs tinha interacoes de excitacao e a outra, de
inibi¢ao (Figuras 3.28 e 3.30).

Foi possivel notar que, nesta taxa média de disparo, a métricas de Hamming nao
agrupava corretamente as ANs nem ao utilizarmos a ligacdo simples nem a média simples.
Para o uso do cosseno com os kernels Gaussiano e Exponencial, notamos para a ligacao
simples que a AN excitatéria comeca a se destacar, ja que seus nés nao formam folhas, porém
houve dificuldade na diferenciagao visual das ANs sem um conhecimento prévio da estrutura
dos dados. Nao observamos uma estruturacao do dendrograma do cosseno ao utilizarmos a
ligacdo média simples. Para a Sincronizacao do evento, tanto para a ligagdo simples quanto
para a média simples observamos o inicio do agrupamento das células que compoem as ANs,

porém ainda existem neuronios independentes incorretamente associados as assembleias e a



90 Capitulo 3. Resultados

Figura 3.25 — Dendrogramas resultantes do uso da correlacao com diferentes tipos de Lin-
kage para uma populacao de 30 células com taxa média de disparos de 64
spikes/segundo e ANs independentes. Células Independentes.
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Figura 3.26 — Dendrogramas resultantes do uso da correlagao com diferentes tipos de Lin-
kage para uma populacao de 30 células com taxa média de disparos de 64
spikes/sequndo e ANs independentes. Assembleia 1 com interagoes de excita-
cao e Assembleia 2, de inibigao.
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distin¢ao visual nao é clara.

Observando a ligacao simples para as demais métricas de similaridade notamos uma
maior facilidade para a identificacdo da AN com interagoes inibitérias, que tem folhas mais
evidentemente separadas. Ja a AN de interagoes excitatorias, foi corretamente agrupada em
uma folha apenas para a correlacao e para a distdncia SPIKE. Para as métricas de Victor
e Purpura e de Van Rossum eles nao formam folhas e aparecem como os ultimos nés do
dendrograma. Para a métrica ISI ndo observamos um agrupamento estruturado para essas

células.

Para a ligacao média simples, notamos que a distincao das ANs foi clara, porém, era
dificil diferenciar se as células eram independentes ou se constituiam de fato uma AN. Ao
dividirmos os dendrogramas em 3, sendo uma parte correspondente as células independentes
e as demais a cada uma das ANs, notamos que existiam alguns neuronios incorretamente
classificados para a AN excitatoria nas métricas de similaridade correlagao, ISI e distancia
SPIKE. Observamos também que a altura das folhas das métricas de Victor e Purpura e Van
Rossum era maior proporcionalmente ao aumento do niimero de disparos na interagdo entre

os elementos das ANs.

3.1.4.0.2 Agrupamento Hierarquico: Simulacdes utilizando trens de spike que consideram a cor-

relacdo entre neurénios em ANs sem neurdnios disjuntos

Nesta etapa, analisamos os dendrogramas do conjunto de dados gerado segundo o
modelo que utiliza a correlacao entre neurdonios em uma janela de 10 ms e taxa média de
disparos de 22,37 spikes/segundo para uma populagao de 30 células com ANs independen-
tes, descrita na Secao 3.1.1. Exibimos apenas o cendrio com duas ANs que interagem de
maneira excitatoria, assim como um ponto de interacao fraca, em que as células possam ser

consideradas aproximadamente independentes entre si.

Analisamos cada uma das formas de Linkage, exibidas para a Correlagao na Figura
3.31, para um cenario de células independentes e na Figura 3.32 para as interagoes de exci-

tacao.

Observamos que, diferentemente do resultado obtido para o modelo de Poisson, esta
abordagem possibilitou a identificagao visual das ANs em todas as formas de Linkage, porém,

permaneceu a dificuldade em identificar células independentes para a ligacdo média simples.

Para a métrica de similaridade de Hamming, assim como na modelagem de Poisson,

obtivemos dendrogramas que nao agruparam as ANs corretamente.
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Figura 3.27 — Dendrogramas resultantes do uso de todas as métricas de similaridade com diferentes a ligacao simples para uma
populagao de 30 células com taxa média de disparos de 64 spikes/sequndo e ANs independentes. Células Indepen-

Populagédo de 30 células, taxa média de disparos de 64 spikes/segundo, Células independentes, Ligacédo simples
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Figura 3.31 — Dendrogramas resultantes do uso da correlacao com diferentes tipos de Linkage
para uma populagao de artificial de 30 células com taxa média de disparos de
22,37 spikes/segundo geradas segundo o modelo de Macke et al. (2009) e ANs
independentes. Células Independentes.
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Figura 3.32 — Dendrogramas resultantes do uso da correlacao com diferentes tipos de Linkage
para uma populagao de artificial de 30 células com taxa média de disparos de
22,37 spikes/segundo geradas segundo o modelo de Macke et al. (2009) e ANs
independentes. Assembleias com interacgoes de excitacao.
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3.1.5 Resultados: Estabilidade de uma particao

Para finalizar a andlise de algoritmos, verificamos o desempenho da Estabilidade de
uma particao ao ser associada as diferentes métricas de similaridade. Iniciaremos a andlise
para ANs independentes e prosseguiremos para cenarios em que as ANs compartilham neuro-
nios. Além disso, utilizaremos os conjunto de dados gerados segundo o modelo de Poisson
e para cenarios em que a populacao foi descrita por meio da correlacao cruzada entre os

membros.

3.1.5.1 Estabilidade de uma particao: Simulacdes de ANs Independentes

Iniciamos com o conjunto gerado segundo a modelagem de Poisson, com 30 células
e ANs disjuntas, conforme descrito na se¢ao 3.1.1 com a taxa média de disparos obtida ex-
perimentalmente, de 22,37 spikes/sequndo. Exibimos apenas o resultado para a métrica de
similaridade de Billeh, pois foi a tinica a apresentar resultados nao nulos. A Figura 3.33a
mostra o desempenho para a deteccdo de ANs (Equagao 2.37) e, a Figura 3.33b, para a
classificagdo dos neurdnios (Equacao 2.39). Notamos que, neste caso, o particionamento au-
tomatico implementado retornou uma grande quantidade de falsos positivos na detecgao de
ANs, o que pode ser verificado no cendrio em que os trens eram independentes entre si (regiao
central da figura). Notamos também que na regiao de interagdes excitatérias para as duas ANs
houve um aumento no desempenho para a classificagdo dos neuronios, atingindo o patamar
de 50%. Ao avaliarmos a classificacdo dos neurénios, observamos que sempre que o conjunto
de elementos era dividido em comunidades, eles eram alocados a alguma das comunidades.

Nao observamos elementos que permaneceram independentes em nossas simulagoes.

A seguir, analisamos o resultado para o conjunto de dados com a mesma topologia,
porém, com a taxa média de disparos aumentada para 64 spikes/sequndo. Mais uma vez,
apenas a métrica de Billeh gerou um resultado ndo nulo para os cenarios estudados. O
desempenho para a deteccao de ANs (Equagao 2.37) e classificagao dos neurdnios (Equagao
2.39) seguem nas Figuras 3.34a e 3.34b, respectivamente. Notamos que houve um aumento
expressivo no desempenho de detecgdo de ANs para a regido em que as interacoes entre as
células sdo de excitagdo (primeiro quadrante da figura). Esse efeito foi acompanhado pelo
desempenho na classificacdo dos neurdnios que, no entanto, permaneceu no patamar de 50%.
Alguns pontos isolados apresentaram desempenho de 80%, no entanto, nesses casos, foram
detectadas 3 ANs e os neurdnios independentes foram agrupados em uma tnica assembleia.
Permaneceram os falsos positivos detectados na regiao central, em que os neuronios sao

independentes.

A proxima etapa consiste em analisar o desempenho do algoritmo a medida que au-
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Figura 3.33 — Desempenho da Estabilidade de Markov associada a métricas de similaridade

Variagdo da taxa média de disparos

nos bins selecionados (%)

de Billeh na deteccdo do ntimero de ANs (Segao 2.4.1), na primeira figura,
e, na classificagdo dos neurénios, na segunda (Secao 2.4.2), quando aplicado a
trens artificiais gerados segundo o modelo de Poisson com uma taxa de disparos
basal de 22,37 spikes/sequndo. Simulamos uma populagdo de 30 células com
ANs independentes. Em um total de 10* amostras e selecionamos 300 bins
aleatoriamente em que a taxa de disparos do modelo de Poisson foi escalonada
por um fator.
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Figura 3.34 — Desempenho da Estabilidade de Markov associada a métricas de similaridade

Variagdo da taxa média de disparos

de Billeh na detecgao do nimero de ANs (Secao 2.4.1), na primeira figura, e,
na classificagdo dos neurdnios, na segunda (Secao 2.4.2), quando aplicado a
trens artificiais gerados segundo o modelo de Poisson com uma taxa de dispa-
ros basal de 64 spikes/segundo. Simulamos uma populagao de 30 células com
ANs independentes. Em um total de 10 amostras e selecionamos 300 bins ale-
atoriamente em que a taxa de disparos do modelo de Poisson foi escalonada
por um fator.
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Figura 3.35 — Desempenho da Estabilidade de Markov associada a métricas de similaridade
de Billeh na deteccdo do ntmero de ANs (Segdo 2.4.1), na primeira figura,
e, na classificagdo dos neur6nios, na segunda (Secdo 2.4.2), quando aplicado a
trens artificiais gerados segundo o modelo de Poisson com uma taxa de disparos
basal de 22,37 spikes/segundo. Simulamos uma populac¢ao de 60 células com
ANs independentes. Em um total de 10* amostras e selecionamos 300 bins
aleatoriamente em que a taxa de disparos do modelo de Poisson foi escalonada
por um fator.
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mentamos as comunidades. Assim, passamos ao conjunto com 60 células independentes, des-
crito no caso 2 da Secao 3.1.1, ainda gerado seguindo o modelo de Poisson e com uma taxa
média de disparos de 22,37 spikes/sequndo. Continuamos obtendo resultados nao nulos so-
mente para a métrica de similaridade de Billeh. Exibimos na Figura 3.35a o desempenho
para a deteccao de ANs (Equacao 2.37) e, para a classifica¢ido dos neurdnios (Equagao 2.39),
na Figura 3.35b. Observamos que o desempenho deteccdo de ANs se mantém elevado na
regiao em que as duas assembleias tem interagoes de excitacao, porém que os falsos positivos

diminuem. Para a classificacdo dos neuronios, o desempenho méximo obtido foi de 80%.

Dando prosseguimento, analisamos o desempenho para o conjunto de dados que con-
tém ANs maiores com uma taxa média de disparos aumentada, de 64 spikes/segundo. Mais
uma vez, apenas a métrica de Billeh retornou resultados nao nulos. Nas Figuras 3.36a e 3.36b,
a seguir, que correspondem ao desempenho para a detecgao de ANs (Equacao 2.37) e para a
classificagdo dos neurénios (Equagao 2.39), respectivamente. Observamos que o desempenho
deteccao de ANs foi elevado na regiao em que as ao menos uma das assembleias tem inte-
ragoes de excitagdo, numa regiao maior do que no cenario com uma taxa média de disparos
menor (Figura 3.35a). Ainda, a baixa ocorréncia de falsos positivos se mantém. Além disso,
o desempenho aumentou também na regiao que as duas ANs possuiam interagdes de inibicao
(terceiro quadrante da figura). Para a classificacao dos neuronios, o desempenho méximo ob-

tido continuou em 80 %. Observamos que a classificacao apresentou um desempenho inferior
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Figura 3.36 — Desempenho da Estabilidade de Markov associada a métricas de similaridade
de Billeh na deteccao do nimero de ANs (Segao 2.4.1), na primeira figura, e,
na classificagdo dos neurdnios, na segunda (Secdo 2.4.2), quando aplicado a
trens artificiais gerados segundo o modelo de Poisson com uma taxa de dispa-
ros basal de 64 spikes/sequndo. Simulamos uma populagao de 60 células com
ANs independentes. Em um total de 10* amostras e selecionamos 300 bins ale-
atoriamente em que a taxa de disparos do modelo de Poisson foi escalonada
por um fator.
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para o caso que as duas ANs tinham interagoes de inibicao.

A seguir, analisamos a resposta do algoritmo a atrasos de fase entre membros de uma
AN. Continuamos com a populacao de 60 células, com ANs maiores e independentes e com
uma taxa média de disparos de 64 spikes/segundo, ja que este cenério torna a visualizagao dos
efeitos mais clara. A interacdo de 5 neuronios foi atrasada em um bin. O resultado pode ser
verificado para a métrica de Billeh na Figura 3.37a, para a detecgao de ANs (Equacao 2.37)
e, na Figura 3.37b, para a classificagdo dos neurénios (Equagao 2.39). Comparativamente ao
cendrio sem atrasos (Figura 3.36) observamos uma queda no desempenho para a classificacao

dos neuronios na regiao de interagoes excitatorias da assembleia 2.

Na proxima etapa, analisamos os resultados da aplicacao do algoritmo ao conjunto de
dados gerado segundo o modelo que utiliza a correlacao entre neurénios em uma janela de 10
ms e taxa média de disparos de 22,37 spikes/segundo para uma populagao de 30 células com
ANs independentes, descrita na Secao 3.1.1. Tanto para a correlagdo quanto para a métrica

de Hamming obtivemos um desempenho nulo em todos os cenarios analisados.

3.1.5.2 Estabilidade de uma particao: Simulacdes de ANs que compartilham neurdnios

Assim como a Modularidade, a Estabilidade de uma particao também possui limita-

¢oes para lidar com ANs que compartilham neurénios, como sera discutido na Secao 4.1.2.
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Figura 3.37 — Desempenho da Estabilidade de Markov associada a métricas de similaridade

Variacdo da taxa média de disparos
nos bins selecionados (%)

Assembleia 2

95

de Billeh na detecgdo do nimero de ANs (Sec¢ao 2.4.1), na primeira figura, e,
na classificagdo dos neurdnios, na segunda (Secao 2.4.2), quando aplicado a
trens artificiais gerados segundo o modelo de Poisson com uma taxa de dispa-
ros basal de 64 spikes/segundo. Simulamos uma populagao de 60 células com
ANs independentes. Em um total de 10* amostras e selecionamos 300 bins ale-
atoriamente em que a taxa de disparos do modelo de Poisson foi escalonada
por um fator.A atividade de 5 neurdnios de uma das ANs foi atrasada um bin.

Billeh

Billeh

95

Desempenho (%)

(b)

. () . .95 , . .
Variacao da taxa média de disparos nos bins selecionados (%) — Assembleia 1

Figura 3.38 — Desempenho da Estabilidade de Markov associada a métricas de similaridade

Variagcdo da taxa média de disparos
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de Billeh na detecgao do ntimero de ANs (Se¢ao 2.4.1), na primeira figura, e, na
classificagdo dos neurénios, na segunda (Secao 2.4.2), quando aplicado a trens
artificiais gerados segundo o modelo de Poisson com uma taxa de disparos basal
de 64 spikes/segundo. Simulamos uma populagao de 60 células com ANs com
5 neurdnios em comum. Em um total de 10* amostras e selecionamos 300 bins
aleatoriamente em que a taxa de disparos do modelo de Poisson foi escalonada
por um fator.
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Para ilustrar esse efeito, exibimos na Figura 3.38 o desempenho do algoritmo aplicado ao
conjunto de dados composto por ANs maiores (caso 2, descrito na Se¢ao 3.1.1) e com taxa
média de disparos de 64 spikes/segundo, pois, neste cendrio, as diferengas entre os cendrios
foi mais evidente. Ao compararmos o desempenho com o de ANs sem neurdnios em comum
(Figura 3.38), observamos uma queda para a detecgdo do nimero de ANs no segundo e no
quarto quadrantes, quando a interacao entre os elementos de uma das assembleias se torna
mais inibitéria. Principalmente, notamos que a classificacao dos neurénios deixou de atingir
o patamar de 80% e passou a saturar em 60%. Dois casos isolados exibiram desempenhos

maiores, de 74%, mas, nesses casos, trés ANs foram detectadas.

3.2 Resultados da aplicacao dos algoritmos a registros eletrofisiologi-

cos extracelulares

A partir dos resultados das simulacoes exibidas ao longo da Secao 3.1, selecionamos
algumas metodologias para a caracterizacao das ANs e aplicamos a registros eletrofisiolégicos
extracelulares de seis ratos Long-Fvans engajados na tarefa de discriminagao tatil, descrita
na Secao 2.5. As metodologias selecionadas foram o ICA associado a Correlagdo e ao ISI.
Exemplificaremos também limitacdes do uso da Modularidade, da forma descrita neste tra-
balho, em conjunto com a métrica Cosseno e da Estabilidade de uma particao associada com

a métrica de Billeh.

Adotamos como referéncia o instante que demarcava a discriminacao tatil. Extraimos
a atividade das células em janelas de trés segundos centradas neste evento e concatenamos
os segmentos selecionados para cada uma das repetigoes do experimento. Caracterizamos o
conjunto de dados de cada um dos animais na Tabela 3.1, com informagoes sobre o niimero
de células registradas de cada uma das areas, o nimero de repeticoes do experimento e a

taxa média de disparos por segundo.

Tabela 3.1 — Caracterizacao dos dados experimentais analisados.

Ratol Rato2 Rato3 Rato4 Ratob Rato6

Numero de células PFC 23 17 27 16 23 20
Numero de células PPC 16 17 22 20 10 9
Numero de células S1 14 8 12 9 19 15
Numero de células V1 26 23 20 21 43 38
Numero de repeti¢oes do experimento 80 110 198 249 216 196

Taxa média de disparos (spikes/s) 9,79 13,28 17,39 16,70 16,92 22,41
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A primeira etapa foi a andlise das PCs correspondentes a cada uma das assembleias,
para que o ganho G, descrito na Equacao 2.25 fosse definido. Na Figura 3.39 exibimos as
PCs correspondentes a cada uma das ANs do Rato 1, resultantes da aplicacao da Correla-
¢ao associada ao ICA. Nesta andlise utilizamos G = 1, porém adicionamos um termo extra
correspondente a um desvio padrao de |wg|, para k = {1,...nNeurons |, para melhorar a dis-
tingao entre as células da AN e as independentes. O valor de Thr resultante foi demarcado
em vermelho. Observamos que a distribuigdo dos pesos wy, k = {1, ...nNeurons} de algumas
PCs apresentaram desvios no padrao caracteristico. Como ilustrado nas Figuras 2.6a e 2.6¢,
quando uma assembleia segue o padrao caracteristico seus pesos tem valores parecidos en-
quanto os outros neurdnios tem pesos nulos. A Figura 3.39a exibe um exemplo em que os
pesos tem valores diferentes e as Figuras 3.39b e 3.39¢ exemplificam casos em que é dificil

encontrar um limiar que diferencie um nerdénio independente dos neurdnios que compoem as

ANs.

Exibimos o resultado do ICA associado a Correlagao e ao ISI para o Rato 1 na Figura
3.40 a seguir, onde cada pequeno circulo correspondia a uma das células registradas e, cada cor
representava uma das areas, como descrito pela legenda. As linhas, por sua vez, conectavam
as células que participavam das ANs detectadas. Observamos uma correspondéncia entre as
assembleias identificadas por meio de cada um dos métodos. Para o Rato 1, notamos que
a AN1 da Figura 3.40a tem correspondéncia com as assembleias 2 e 4 da Figura 3.40b. Ja
as assembleias 2 e 3 da Figura 3.40a, correspondem as assembleias 1 e 3 da Figura 3.40b,

respectivamente.

Além disso, a analise do histograma centrado no evento possibilitou visualizarmos que
as células selecionadas para comporem as ANs apresentam padroes de modulacao similares.
Exibimos na Figura 3.41 o histograma das células do cortex somatossensorial primario do
Rato 1. O intervalo de referéncia anterior a discriminacao adotado foi de -1,5 a -0,5 segundos e
foi demarcado em magenta; uma linha pontilhada em magenta correspondia ao valor médio da
taxa de disparos neste segmento. A demarcacao amarela correspondia ao intervalo de tempo
em que comparamos a atividade da célula com aquela obtida durante o periodo de referéncia.
Em azul, indicamos os instantes em que houve uma resposta significativa de inibicao e, em
vermelho, de excitagao. Os limiares de significincia foram definidos utilizando uma técnica de
soma cumulativa descrita por Wiest et al. (2010). Como pode ser observado no histograma das
células #1, #2, #3, #4 e #8, que compoe a AN, a taxa média de disparos destas células decai
significativamente apés a discriminacao. Ja para a célula #6, houve um aumento significativo
da taxa média de disparos apds o evento. Foi possivel observar também que a atividade de
algumas células nao parece ter ligacao direta com o evento, como as células #10 e #11, e que

outras células, como a #9, a #12, a #13 e a #14 parecem seguir outras formas de modulacao.
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Figura 3.39 — PCs resultantes da aplicagdo da correlagdo associada ao ICA nos regis-
tros eletrofisioldgicos extracelulares do Rato 1. Os neurdnios k, para k =
{1, ...nNeurons }, Cujos pesos wy, foram maiores que o limiar (em vermelho) foram
considerados como membros da assembleia neural.
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Figura 3.40 — Resultado da aplicagdo do ICA associado a correlagao (Figura 3.40a) e ao ISI
(Figura 3.40b) para o Rato 1. Para cada repeticao do experimento, segmentos
de dados foram selecionados ao redor da discriminacao tatil.

22212019
RS LI YT
o 4
® PFC isiica g e® 8¢, ® PFC
: :IPC 3.70. 5L, ® PPC
> . ‘i‘ X3 e s
g S Vi
1% 9’
1% [
149 95
159 o4
169 3
1e e
: — a1
§¢ N~ 26
e e N 25
5 AN 24
6® 23
70 22
8‘
g.
—— Assembleia 1 1 ? —— Assembleia 1
45 Assembleia 2 1 1?!’ Assembleia 2
12 3 L —— Assembleia 3 1_12 Assembleia 3
45678910 1 —— Assembleia 4

2
3 1
4567 g0910tt

Tabela 3.2 — Correspondéncia entre o uso das métricas de similaridade correlagao e ISI asso-
ciadas ao ICA para o conjunto de dados dos animais 1,2 e 3.

Rato 1 Rato 2 Rato 3
ICA+Correlagio AN1 AN2 AN3 AN1 AN2 AN3 AN4 AN1 AN2 AN3 AN4
ICA+IST AN2+AN4 AN1 AN3 AN4 AN2 AN1 AN3 AN4 AN2 AN1 AN3
Células em comum 10 9 9 11 11 9 6 15 8 18 14
Células distintas (I-C) 9 1 1 0 0 0 0 0 0 0 0
Células distintas (C-I) 1 1 4 0 0 0 0 0 0 0 0

Os animais analisados apresentaram uma consisténcia entre as ANs detectadas ao
aplicarmos o ICA com as métricas de correlagao e ISI, i.e. obteve-se 0 mesmo resultado com
ambos os métodos, como pode ser verificado nas Tabelas 3.2 e 3.3, a seguir. Nas duas primeiras
linhas, mostramos a correspondéncia das ANs encontradas. Na terceira, contabilizamos o total
de células identificadas simultaneamente pelas duas metodologias. Na quarta, contabilizamos
o numero de células que foram identificadas pelo ISI e nao foram identificadas pela correlagao
(I-C). De maneira complementar, na quinta, contabilizamos o nimero de células encontradas
pela correlagdo que nao sao detectadas pelo IST (C-I). Notamos que para os Ratos 2, 3 e 5 a
correspondéncia entre os métodos é perfeita e que para os animais 1, 4 e 6 algumas células

sao distintas ou as ANs ndo apresentam correspondéncia.

Na préxima etapa, observamos em quais areas corticais se localizavam as células que
participavam de cada uma das ANs. O resultado obtido para a aplicacao da Correlagdo em

conjunto com o ICA foi descrito nas Tabelas 3.4 e 3.5, a seguir. Notamos que as interagoes
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Figura 3.41 — Histograma centrado no evento de discriminacao tatil para as 14 células do
cortex somatossensorial primario do Rato 1. Observamos que ha modulacao
similar das células que tanto a métrica de correlagdo como a métrica ISI asso-
ciadas ao ICA indicaram pertencer a uma mesma AN.

20
10
0

L ! 30
WMW oo bl g, g4
2 -1 0 1

-2 -1 0 1

30 4 15 6
10
° ul,
o el
-2 -1 0 1
9
10
5
-l
-2 -1 0 1
12
20
2 2
1 T Tl N
0 H - - 0 “” - 0 fl ne
-2 -1 0 1 -2 -1 0 1 -2 -1 0 1
13 14
30 20
20
10
10
0 0
-2 -1 0 1 -2 -1 0 1

Tempo em rela¢é@o ao evento (s)

Tabela 3.3 — Correspondéncia entre o uso das métricas de similaridade correlacao e ISI asso-
ciadas ao ICA para o conjunto de dados dos animais 4,5 e 6.

Rato 4 Rato 5 Rato 6
ICA+Correlagao AN1 AN2 AN3 AN4 AN1 AN2 AN3 AN4 AN1 AN2 AN3 AN4 AN5
ICA+ISI AN3 AN1 - AN2 AN4 AN1 AN3 AN2 AN2 AN3 - AN1 -
Células em comum 11 7 - 9 11 15 10 11 9 9 - 8 -
Células distintas (I-C) 1 0 - 0 0 0 0 0 3 5 - 5 -

t

Células distintas (C-I) 0 0 - 2 0 0 0 0 1 4 -
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entre regioes corticais nao foram as mesmas entre todos os animais. Por exemplo, observamos
que para os Ratos 1 e 2 poucas associagoes foram encontradas com células do cortex PPC,
enquanto que, para o Rato 3, duas assembleias contavam com mais de trés células nestas
regioes. Apesar disso, notamos que todos os animais apresentaram formagoes de ANs em

torno do evento de discriminagao tatil.

Tabela 3.4 — Areas que possuem células engajadas na formacéo de cada uma das
ANs. Resultado para a aplicacao da Correlagao associada ao ICA

para os animais 1, 2 e 3.

Assembleias/ Animal Rato 1 Rato 2 Rato 3

AN1 PFC-V1-S1* V1 PPC-PFC-V1
AN2 VI-S1* PFC-PPC*-S1*-V1* V1

AN3 PFC-S1-PPC* VI1-S1*-PFC*-PPC* PFC-V1-S1*

AN4 - V1-51 PFC-PPC-S1-V1*

* Areas com menos de 3 células engajadas nesta AN.

Tabela 3.5 — Areas que possuem células engajadas na formacdo de cada uma das ANs.

Resultado para a aplicagao da Correlagao associada ao ICA para os animais

4,5 e 6.
Assembleias/ Animal Rato 4 Rato 5 Rato 6
AN1 PFC*-PPC*-S1*V1* PFC-S1-V1 S1-V1-PFC*
AN2 PPC-S1*-V1* PFC-PPC-S1*-V1* VI1-S1*
AN3 V1 S1-V1-PFC* PFC-V1
AN4 PFC-V1 - PFC-PPC-V1-S1*
AN5 - - PFC-S1-PPC*-V1*

" Areas com menos de 3 células engajadas nesta AN.

Para finalizar, exibimos o resultado de aplicacdo da métrica Cosseno associada ao
algoritmo Modularidade (Figura 3.42a) e da Estabilidade de uma particdo com a métrica de
Billeh (Figura 3.42b) para o Rato 1. E possivel observar que o algoritmo apresenta uma limi-
tagao pois todas as células sao associadas a alguma das comunidades detectadas e, portanto,

nao existem células independentes.
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Figura 3.42 — Resultado da aplicacao da Modularidade associada ao cosseno com um kernel
exponencial (Figura 3.42a) e a métrica de Billeh associada & Estabilidade de

uma particao (Figura 3.42b) para o Rato 1. Para cada repetigdo do experi-
mento, segmentos de dados foram selecionados ao redor da discriminacgao tatil.
E possivel notar que células independentes ou que pertencam simultaneamente

as duas comunidades nao sao verificadas.
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4 Discussao

O objetivo deste trabalho é o de comparar o desempenho de combinagoes de mé-
tricas de similaridade e métodos de classificacao na identificacao e caracterizacdo de AN,
destacando limitagoes, extensoes pontuais e cendrios mais apropriados para aplicagao. Inici-
almente, na Secao 4.1, apresentamos o resultado de um estudo das métricas de similaridade
descritas na Secao 2.2 e dos algoritmos descritos na Segao 2.3, caracterizando algumas limi-

tacoes dessas metodologias para o problema de deteccao de ANs.

A seguir, discutimos os resultados exibidos no Capitulo 3. Analisamos o desempenho
dos métodos de processamento segundo os diferentes parametros: taxa média de disparos,
tamanho das ANs, categorias de ANs (Figura 2.1), atrasos de fase e modelo utilizado para
a geracao dos trens de spike. Finalizamos a se¢cao com a Tabela 4.1 que resume os achados

experimentais encontrados.

Finalmente, comentaremos os resultados de aplicarmos algumas metodologias em um
conjunto de registros eletrofisiolégicos extracelulares de ratos Long FEvans realizando uma

tarefa de discriminacao tatil (Capitulo 2.5).

4.1 Propriedades e limitacoes das métricas e algoritmos estudados

Apoés andlises qualitativas e simulagoes, observamos algumas limitagoes e vantagens
tanto das métricas de similaridade quanto dos algoritmos apresentados para caracterizar a

atividade de ANs. Nesta secao comentaremos os achados encontrados.

4.1.1 Meétricas de similaridade

Inicialmente, fizemos um levantamento de algumas propriedades e limitagoes relativas

as métricas propostas para medir a similaridade entre trens de spike, listadas a seguir:

e Correlagao: O uso da correlagdo mostra-se adequado quando a resposta de um conjunto
de células modula sua atividade por meio de modificagoes na taxa média de disparos.
Isso pode ser verificado, por exemplo, no trabalho de Sherman (2006), pelo disparo
em modo ténico em células de retransmissao do ntucleo geniculado lateral em gatos.
O operador apresenta uma limitacao no tratamento de interagdes de ordem superior,
pois é possivel a existéncia de varidveis com dependéncia estatistica mas correlacao

nula (PAPOULIS, 1991). Além disso, a métrica ndo é robusta a atrasos de fase entre
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as células (DEOLINDO et al., 2014), como sera discutido na Segao 4.2.4 e como pode
ser visualizado na comparagao da Figura 3.5 e 3.6. Ademais, sendo aplicada a taxa
de disparos dos neur6nios, ela ignora outras formas de codificacdo da informagao que
levam em conta as relagoes temporais entre os disparos. Finalmente, a computacgao da
correlacao é bastante dependente do valor do bin escolhido e da duragao total dos dados

a serem analisados.

Hamming: Esta métrica pode capturar quando o aumento ou diminuicao da atividade
de uma célula esta intimamente ligada a ocorréncia de um evento, como, por exemplo,
a situagao mostrada por Sherman (2006), em que eventos podem ser detectados por
disparos em modo burst de células de retransmissao do ntcleo geniculado lateral em
gatos. No entanto, é importante ressaltar que a métrica possui limitacoes, pois, no
caso de trens muito esparsos, por exemplo, nao é possivel diferenciar uma interagao
real de um conjunto aleatério de células que disparam pouco. O mesmo ocorre para
situacgoes em que a taxa média de disparos ¢ elevada e, nessas condicoes, outras métricas
de similaridade devem ser utilizadas. Ela também ignora formas mais complexas de

interagoes, além de descartar a informagao contida em variagoes na taxa de disparo.

Victor e Purpura: Os valores retornados por esta métrica sdo muito maiores dos que
os obtidos pelas matrizes de similaridade originalmente empregadas pelos métodos de
classificagdo, majoritariamente no intervalo [0, 1], em médulo. Para equalizar a métrica
com relacdo as demais, optamos por normalizar a matriz de similaridade segundo o
procedimento descrito na Secao 2.2.4, mas outras formas de correcao ja foram propos-
tas, por exemplo, a descrita por Paiva et al. (2010). A utilizagdo da métrica de Victor
e Purpura requer o uso de implementacoes dinamicas, a fim de que o tempo de proces-
samento nao inviabilize sua utilizacao, ja que seu custo computacional é proporcional
ao numero de spikes nos trens a serem comparados (PAIVA et al., 2010). Além disso,
a métrica é dependente de um parametro variavel que define o custo de deslocar as
ocorréncias dos spikes (¢,), definido pelo experimentador, o que, por sua vez, influencia

o resultado final.

Convolugdo com uma janela e Cosseno: O resultado da convolu¢do de um trem de
spikes com um kernel é dependente de sua escala temporal, definida por sua largura
(0). Kernels com larguras pequenas selecionam caracteristicas referentes a sincronia dos
disparos, e, larguras grandes, a taxa de disparos. Portanto, a escolha de o tem bastante
influéncia no resultado final. O uso de diferentes kernels foi avaliado neste trabalho e
foi possivel verificar que, para a escala temporal utilizada, nossos resultados estdo em

concordancia com Paiva et al. (2010), pois notamos poucas diferengas entre o uso de uma
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funcao de kernel em relacao a outra, como pode ser verificado, por exemplo, nas Figuras
3.4, 3.17, 3.19, 3.20 e 3.21. Especificamente para a Modularidade, a associacao com o
cosseno em taxas médias de disparos menores resultou em diferencas mais significativas
entre os kernels (Figuras 3.16 e 3.18), porém, o resultado estava muito sujeito a falsos
positivos. Além disso, ja foi reportado por Fellous et al. (2004) uma limitacdo quando
a dindmica da atividade populacional submetida a métrica retorna valores numa faixa
muito estreita de amplitude, e que pode ser necessario um reescalonamento do resultado

a fim de aumentar a eficacia dos métodos de classificacao.

e Van Rossum: A convolugao possibilita a métrica englobar atrasos temporais entre dis-
paros até uma escala determinada pela magnitude de o e s6 assumira o valor minimo
- zero- no caso de trens completamente idénticos. Ela possui uma limitacao em termos
computacionais, uma vez que, apesar de otimizacoes ja propostas (PAIVA et al., 2010),
sua complexidade impossibilita o processamento de conjuntos extensos de dados. Neste
trabalho foi possivel verificar que as métricas levam a resultados similares entre si, cor-
roborando com as observagoes de Houghton e Victor (2010). Isso pode ser observado,
por exemplo, ao compararmos as Figuras 3.5¢ e 3.5i além dos dendrogramas das Figuras
3.28 e 3.30.

e Billeh: A métrica proposta por Billeh et al. (2014) incorpora interagoes do tipo di-
recionais, sendo a unica dentre as analisadas neste trabalho a operar com matrizes
potencialmente assimétricas. Isso impossibilita sua utilizagdo em conjunto com os al-
goritmos explorados neste trabalho distintos ao qual ela foi originalmente associada
(estabilidade de uma parti¢ao). Conforme mencionado na Secao 2.3.1, o paralelo entre
0 SVD e o PCA s6 é adequado quando os autovetores sao independentes, condi¢cdo que
requer matrizes simétricas. J4 a proposta original para a modularidade de Newman
(2006), descrita na Segao 2.3.3, considera apenas redes nao direcionadas, o que mais
uma vez restringe a aplicacao a matrizes simétricas. Cabe ressaltar que algumas melho-
rias ja foram propostas para esse algoritmo para englobar interagoes direcionais, como
a proposta de Leicht et al. (2007), e a analise do resultado empregando essa métrica
se tornaria possivel. Finalmente, o uso do Agrupamento Hierdrquico nao é apropri-
ado quando o requisito de simetria da matriz de similaridade é violado conforme ja
mencionado na Secao 2.3.4. Além disso, apesar de a métrica conseguir distinguir inte-
racoes de excitacao e inibi¢ao, o que, até onde podemos verificar, é pouco explorado na
literatura, ela nao consegue classificar a atividade de uma célula nessas categorias de
maneira automatica. Esta informacao deve ser fornecida de maneira complementar pelo
experimentador, o que poderia inviabilizar sua usabilidade, ja que a tendéncia é que o

numero de células registradas cresga com as continuas melhorias em técnicas de registro
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eletrofisiolégico extracelular (NICOLELIS et al., 1997; BUZSAKI, 2010; SCHWARZ et
al., 2014).

e Sincronizacao de evento: A definicdo do parametro 7 de forma que ele se adapte di-
namicamente ao longo do tempo segundo variagoes instantaneas na taxa de disparos
¢ interessante, pois torna-a independente da acao do experimentador. No entanto, isso
eleva consideravelmente o tempo de processamento da matriz de similaridade para con-
juntos de dados com longa duragao e exige a paralelizacao do processamento a medida

que o numero de células analisadas aumenta.

e Intervalo entre spikes (ISI): Esta métrica também é nao paramétrica, com uma escala
temporal intrinseca e adaptativa. Suas limitacoes para distinguir situagoes em que a
taxa de disparos instantanea é constante ao longo do tempo foram levantadas na Secao
2.2.3.2. De maneira analoga a métrica de Sincronizacao de evento, a computacao da

matriz de similaridade S tem um elevado custo computacional.

e Distancia SPIKE: A métrica corrige o problema presente na métrica ISI, levantado
no item anterior. No entanto, conforme mencionado na Se¢ao 2.2.3.3 ela é uma semi-
distancia e pode desobedecer a desigualdade triangular. Seu custo computacional para
o calculo da matriz de similaridade S é ainda mais elevado que para a métrica ISI.
Em nossa implementagao, foi necessaria a paralelizacdo da computacao para andlises
extensivas, que analisam de maneira sistematica uma conjunto de cenérios. Conforme
mencionado na Secao 2.2.3.3, a métrica tem limitagoes para lidar com atrasos, como

verificamos em nossas simulag¢ées, ao compararmos, por exemplo, as Figuras 3.50 e 3.60.

Conforme o esperado, a complexidade das métricas de similaridade entre trens de
spike aumenta a medida que mais "peso"é atribuido a ocorréncia individual de um potencial
de acao. Essa complexidade é, inevitavelmente, traduzida no aumento do custo computacional
necessario ao calculo da matriz de similaridade S. As métricas de similaridade baseadas na
taxa de disparos sao menos complexas que as com escala temporal variavel, que, por sua vez,
sao menos complexas que as baseadas nas relagoes temporais entre spikes. Neste trabalho,
avaliamos se esse aumento de complexidade e, consequentemente, a consideracao de padroes
de interacao que levam em conta a estrutura temporal dos trens de spike, se traduzem em
beneficios significativos na deteccao de ANs ou se uma alternativa mais adequada seria a

opgao por metodologias mais simples, com eficacia similar.

A dependéncia paramétrica de algumas métricas dificulta também a comparacao siste-
matica entre elas, principalmente se considerarmos que o tempo de processamento de grandes

quantidades de dados ja é elevado. Pudemos verificar também que a utilizacdo de métricas
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que levam em conta a relacao temporal entre spikes limita nossas simulacoes a intervalos
de tempo menores, ja que elas requerem mais poder computacional. Assim, notamos que a
analise de um conjunto muito grande de células por um longo intervalo de tempo sugere o uso
de métricas de similaridade baseadas na taxa de disparo, ja que o processamento necessario
para a analise dos padroes mais complexos presentes na estrutura temporal dos trens de spike

pode ser inviavel.

Uma alternativa promissora seria o uso de arquiteturas paralelas de processamento
(GPUs, graphics processing units, na literatura em inglés). Por exemplo, Rossant et al. (2010),
Rossant et al. (2011) utilizou GPUs para determinar os parametros de modelos computacio-
nais de redes neurais com base em dados eletrofisiolégicos e obteve um sistema 80 vezes mais
rapido; Cao et al. (2009) utilizou GPUs para mineragao de dados de neurénios e obteve um
ganho de velocidade de 15 vezes; Raimondo et al. (2012) relatam uma melhora de 25 vezes no
processamento de sinais de eletroencefalograma; De Camargo et al. (2011) simularam redes

com mais de 200 mil neuronios com uma velocidade 40 vezes maior que uma CPU padrao.

Entretanto, os resultados retratados nesta dissertacao analisam apenas um valor de
escala temporal para os dados simulados e ressaltamos que, variagbes nos parametros po-
dem produzir diferengas significativas (KRUSKAL et al., 2007). Devido a essa complexidade
computacional, os resultados desta dissertagao referem-se a um subconjunto de valores dos
diversos parametros aceitos por cada algoritmo, e que foram escolhidos com base em suas pro-
postas originais e relevancia ao problema abordado. Apesar deste cuidado, ressaltamos que
variagoes nesses parametros podem produzir diferencas significativas nas conclusoes apresen-
tadas. Mais especificamente neste trabalho, utilizamos bins de 10 ms, de maneira andloga ao
utilizado por Pais-Vieira et al. (2013b), j& que analisamos dados reais de animais envolvidos
na mesma tarefa comportamental. Além disso, empregamos os pardmetros das métricas de
similaridade com escalas temporais variaveis de maneira que o = é = %\/%dobm, to-

mando por inspiragao Kruskal et al. (2007) e Humphries (2011), que empregam uma relagao

parecida, mas, baseada os valores de ISI na populagao.

Cabe ressaltar também que, de maneira geral, é esperado que o desempenho das métri-
cas de similaridade melhorem com trens de spike de maior duracao, ja que, mais informacao
estd disponivel (PAIVA et al., 2010). Entretanto, na pratica, para tarefas comportamen-
tais, esse valor costuma ser inferior a um segundo (PAIVA et al., 2010). Por isso, uma das
motivacoes deste estudo foi o de analisar diferentes métricas de similaridade para destacar
as mais promissoras em detectar interagoes neurais com uma menor informagao disponivel.

Observamos também que a maioria das métricas nao modela as interagoes inibitérias.
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4.1.2 Métodos de classificacao

As observagoes reunidas sobre os algoritmos de deteccao de comunidades foram:

e PCA e SVD associados ao ICA: O PCA possui um melhor desempenho a medida que a
interacao entre os neurdnios se torna mais forte e seu uso nao é adequado para proces-
sos pontuais (SOLO; PASHA, 2012). Como a maioria das correlagdes das células sao
de baixa ordem de magnitude (LONG; CARMENA, 2011), uma opgao é o uso de bins
maiores ou trens de maior duracao, o que dificulta seu uso para o tratamento de efeitos
na atividade neuronal de escala temporal rapida. Outra possibilidade seria a incorpora-
¢ao de rotinas adaptadas para processos pontuais, como a de Solo e Pasha (2012). Além
disso, conforme mencionado na Secao 2.3, tanto o PCA quanto o SVD requerem que a

matriz de similaridade S seja simétrica, o que exclui analises de interagoes direcionadas.

e Modularidade: A Modularidade apresenta um limite de resolugdo (FORTUNATO; BARTHE-
LEMY, 2007), ou seja, tem uma tendéncia a agrupar comunidades distintas em comu-
nidades maiores. Além disso, a Equagao 2.29, utilizada para o modelo nulo, tem como
premissa que as redes sao grandes e necessita de uma corre¢ao para redes menores,
da ordem de poucas dezenas (NEWMAN, 2006). Outras equagoes para o modelo nulo
podem ser testadas e impactar o desempenho, como um modelo que considera grafos
direcionados (LEICHT et al., 2007) e uma em que a equagao captura a tendéncia de nds
similares estarem agrupados (LIU et al., 2012). Além disso, seu uso no processamento
de dados eletrofisiolégicos, apresentado por Humphries (2011), nao é capaz de detectar
adequadamente comunidades que compartilham neuronios, como pode ser verificado
pela Figura 3.21, em que o desempenho atinge um patamar inferior em relagao a Fi-
gura 3.19. Nesses casos, os neurénios em comum foram atribuidos apenas a algumas das
ANs detectadas. Como trabalho futuro, sugerimos a incorporac¢ao de novos propostas

que solucionam o problema de elementos em comum, como a apresentada por Nicosia
et al. (2008).

A Modularidade requer também a definicio de uma matriz de similaridade S com
diagonais nulas, uma vez que, por hipétese, uma célula ndo pode estar conectada a
si mesma e nenhum elemento s; ; pode ser negativo, ja que o método nao é capaz de
trabalhar com conexdes negativas. Para finalizar, como o algoritmo se dispoe apenas
a particionar um grafo, notamos que, de maneira geral, elementos independentes nao
foram isolados, ou seja, quando as comunidades foram detectadas, todos os elementos
foram alocados a alguma das comunidades, como pode ser verificado, por exemplo,
na Figura 3.17, em que o desempenho para a classificacdo dos neurénios saturou no

patamar de 50%, uma vez que as 10 células independentes foram alocadas a alguma
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das assembleias. Outro exemplo é a Figura 3.19, em que a saturacao de desempenho

fica no patamar de 80%.

e Agrupamento hierarquico: Neste trabalho utilizamos a mesma solu¢ao empregada por
Kreuz et al. (2007), que consiste na implementacao pelo software MATLAB®. A cluste-
rizacao utilizada é do tipo exclusiva, e, portanto, assim como a Modularidade também
possui limitagoes ao lidar com ANs nao disjuntas, uma vez que realiza agrupamentos
aos pares. Além disso, ele ndo lida com métricas de similaridade nao simétricas, o que
naturalmente exclui a andlise de interagoes direcionadas (métrica proposta por Billeh
et al. (2014)). Suas limitagoes mais conhecidas dizem respeito a baixa robustez a pe-
quenas variagoes e a outliers. Algumas solucoes a este problema foram propostas, como
o trabalho de Balcan et al. (2014).

Ademais, uma maneira geral de particionamento do dendrograma em diferentes comu-
nidades permanece em discussdao para aplicacoes do algoritmo em contextos variados
(ESTIVILL-CASTRO, 2002) e propostas aplicadas a registros eletrofisiologicos extrace-
lulares ainda sao pouco exploradas. Notamos que a distinc¢do entre a ocorréncia de ANs
e agrupamentos de células independentes nem sempre é bem delimitada para um obser-
vador sem conhecimento prévio da estrutura dos dados, como pode ser verificado, por
exemplo, na Figura 3.23, o que se traduz num desempenho ruim para implementagoes

automaticas.

As propostas de particionamento automatico utilizadas neste trabalho nao se mostra-
ram adequadas devido a alguns fatores como o dendrograma nao exibir as relagoes
pré-estabelecidas entre os elementos (por exemplo, o uso da métrica de similaridade de
Hamming para a taxa média de disparos de 64 spikes/segundo, nas Figuras 3.28 e 3.30)
ou como a baixa robustez a pequenas variagoes na definicao do ponto de inflexao, defi-
nido pelo pardmetro € (Figura 3.22 e Segao 2.3.4.4). Isso se deve ao fato de definirmos a
ocorréncia do ponto de inflexdo nos indices de validagao utilizando apenas dois pontos
de um conjunto discreto (expressoes descritas na Se¢ao 2.3.4.4). Dessa maneira, peque-
nas alteracoes no valor de quaisquer destes pontos poderiam variar consideravelmente
a localizacdo do ponto de inflexdo e, portanto, alterar o resultado. Nao avaliamos os

efeitos da variacao sisteméatica deste parametro para cada uma das métricas de simila-

ridade.

e Estabilidade de uma parti¢gao: O algoritmo também se baseia na modelagem de ANs
segundo um modelo de grafos. Delvenne et al. (2010) apresenta a Estabilidade de uma
particado como uma generalizacao da Modularidade, afirmando que o particionamento

retornado pela Modularidade pode ser ora muito fino, ora muito grosseiro e em parti-
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¢oOes transitérias, que podem nao corresponder a dindmica do sistema. Dessa maneira,
verificamos que esses algoritmos compartilham limitagoes. Notamos que a Estabilidade
de uma particdo também falha ao lidar com topologias em que as assembleias compar-

tilham neurénios (Figura 2.1), como pdde ser verificado na Figura 3.38.

Assim como para a Modularidade, ele visa particionar um grafo e, portanto, uma vez
que comunidades sejam detectadas, cada neurdnio ¢ alocado a alguma delas. Dessa
forma, ele apresenta limitacoes ao lidar com células independentes, o que foi verificado,
por exemplo, para os 3 pontos em que o desempenho da classificacao dos neuronios
atingiu 80% e a deteccao de ANs 50%, na Figura 3.34. Nestes casos 3 assembleias
foram detectadas, sendo 2 delas correspondentes as artificialmente inseridas, e a ter-
ceira erroneamente detectada e composta por todos os neurénios independentes. Uma
possibilidade para contornar este problema seria a modificacao do particionamento au-
tomatico, neste trabalho, definida como a correspondente ao maior plateau em que
VI=0 ao longo do tempo de Markov. Uma modificacao nesta etapa poderia também di-
minuir os falsos positivos para a deteccao de ANs nos cenarios em que as células eram
independentes entre si e as assembleias eram compostas por poucas células (Figura
3.34a, por exemplo). Ressaltamos também que o custo computacional desta metodo-
logia ¢é significativamente maior quando comparada as demais, e sua utilizacdo para

simulagoes de um grande conjunto de cenarios pode ser inviavel.

Conforme brevemente mencionado na Secao 2.3.7, a nocao de comunidade nao é um

conceito bem definido. Estivill-Castro (2002) mostra que a noc¢ao pode ser construida de

duas maneiras: de cima para baixo, top-down na literatura em inglés, em que o objetivo é

segmentar uma populagao heterogénea em um agrupamentos mais homogéneos; e de baixo

para cima, bottom-up em inglés, quando se deseja encontrar grupos relacionados entre si por

algum "critério natural de similaridade".

O PCA e 0 SVD (seguidos ou nao pelo ICA) podem ser atribuidos a uma metodologia

do tipo bottom-up, pois buscam por interagdes mais significativas do que em caso de elementos

independentes entre si. J4 a Modularidade, o Agrupamento Hierarquico e a Estabilidade de

uma particio sao metodologias do tipo top-down, pois sdo estratégias de particionamento .

1

Neste trabalho utilizamos as palavras top-down e bottom-up para se referirem a maneira que as comuni-
dades emergem a partir de um conjunto de dados. No entanto, para o Agrupamento Hierdrquico essas
nomenclaturas sdo utilizadas em um contexto ligeiramente diferente, para categorizar as estratégias de
agrupamento dos elementos. A estratégia top-down (ou de divisdo) enxerga os elementos como membros
de uma grande comunidade e estabelece relagoes em agrupamentos menores, indo recursivamente até o
nivel dos elementos. J4 a bottom-up (ou de aglomeragio) encara cada elemento como uma comunidade e,
interativamente, agrupa os elementos mais similares entre si até que todos sejam reunidos em uma tnica
comunidade (GUPTA, 2005). Neste trabalho, estabelecemos as relagoes entre os elementos por meio de
uma estratégia bottom-up.
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O critério de Marcenko e Pastur (1967) (Equagao 2.24), utilizado na deteccao de ANs
para o PCA/SVD, faz uso de um modelo estatistico para contabilizar o ntimero de comunida-
des no conjunto de dados. J4 a Modularidade, o Agrupamento Hierarquico e a Estabilidade de
uma particdo retornavam o resultado somente apds a otimizagao iterativa de um determinado
indice. Para a Modularidade, foram utilizadas diversas execucoes do algoritmo K-means, para
o Agrupamento Hierdrquico, os indices de Davies-Bouldin e Silhouette e, para a Estabilidade

de uma particao, o indice VI.

Cabe ressaltar que o resultado da aplicacao destes algoritmos deve ser julgado segundo
um critério de validade que possua uma relagao intrinseca com os dados a serem analisados
e nao seja apenas um indice para ser otimizado iterativamente. Isso é importante pois de-
termina o quanto podemos confiar que uma comunidade detectada esta de fato presente,
evitando a ocorréncia de falsos positivos. Indices otimizados de maneira iterativa se tradu-
zem na formalizagdo de um conceito abstrato que define o conceito de comunidade e, essa
nogao pode nao ser aplicdvel em um determinado problema (ESTIVILL-CASTRO, 2002).
Podemos visualizar, por exemplo, que os indices de Davies-Bouldin e Silhouette associados
ao Agrupamento Hierdrquico nao se mostraram adequados para a detec¢do de ANs (como

exemplificado na Figura 3.22).

Além disso, os modelos utilizados neste trabalho se baseiam em heuristicas que en-
contram solugoes aproximadas ao analisar a interacao de objetos aos pares. No entanto, a
avaliacdo das interagoes entre os elementos de uma AN poderia ser feita levando em conta
grupos maiores segundo outros critérios (ESTIVILL-CASTRO, 2002).

Finalmente, ressaltamos que a qualidade de um algoritmo de deteccao de comunidades
deve levar em conta nao apenas sua acuracia, mas também o custo computacional associado

e quanto um aumento em sua complexidade pode se traduzir em melhorias de desempenho.

4.2 Discussao dos resultados para conjuntos de dados simulados

Nesta secao discutimos os resultados apresentados na Sec¢ao 3.1, em que aplicamos
diferentes métricas de similaridade e métodos de classificagdo em conjuntos artificiais de trens
de spike que simulavam a presenca de ANs. Neste estudo escolhemos analisar o impacto no
desempenho segundo os seguintes fatores: variacdo da taxa média de disparos da populacao,
nimero de neurdnios que compunham cada AN, a disposi¢ao dos neurénios nas ANs (Figura
2.1), presenca ou auséncia de atrasos de fase e, finalmente, o modelo utilizado na geracao
dos dados. Nossa analise de desempenho ¢é dividida entre capacidade de reconhecer uma
assembleia, representada pela Equacao 2.37 e capacidade de distinguir os neuronios que a

compoe, na Equacao 2.4.2.
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4.2.1 Desempenho dos algoritmos com diferentes taxas médias de disparo

Uma dificuldade inicial encontrada no spike sorting de registros extracelulares é a
detecgao de unidades com poucos disparos ao longo do experimento. Espera-se que a medida
que a taxa média de disparos diminua existam menos ocorréncias de potenciais de a¢ado, o
que dificultaria a extragao de informagoes para a deteccao das comunidades. Dessa maneira,
o objetivo desta etapa foi verificar a sensibilidade do conjunto de métodos de processamento
explorados neste trabalho quanto a taxa média de disparos da populagao. Duas taxas médias
de disparos foram utilizadas: a primeira, extraida de uma se¢ao experimental de um rato Long-
Fvans engajado na tarefa comportamental descrita na Secao 2.5, de 22,37 spikes/sequndo; a

segunda, de um valor extrapolado a 64 spikes/sequndo.

4.2.1.1 Discussdo: Variacdo do desempenho do ICA com diferentes taxas médias de disparo

As comunidades sao detectadas por meio da comparacao dos autovalores da matriz
de similaridade S, que devem ser maiores que A, conforme descrito na Equagao 2.24.
Observamos que, para as simulacgoes realizadas com as métricas de similaridade distintas
da correlagao, ainda que os trens gerados fossem independentes, um autovalor era sempre
superior a este limiar, levando o algoritmo a, erroneamente, apontar a existéncia de uma AN
em todos os cendrios. Isso se deve ao fato de termos adaptado métricas que quantificam a
distancia entre dois trens de spike para métricas de similaridade, como descrito na Sec¢ao
2.2.4. Como pode ser verificado na distribui¢ao de Marcenko e Pastur (1967) (Equagao 2.24),
a distribuicao recebe um parametro o, que é a variancia dos elementos da matriz. Para a
correlacao, o é calculado a partir da taxa média de disparos das células. Assim, a medida
que passamos a utilizar outras métricas de similaridade, o mais adequado seria o uso de
técnicas de bootstraping para o levantamento de o e, portanto, de \,,... No entanto, o custo
computacional associado ao bootstraping de algumas das métricas de similaridade torna-se
proibitivo para simulagoes sucessivas. Nossos resultados indicam que o uso de ¢ tal qual como
o calculado para a correlagao produz poucos falsos positivos em cenarios com mais de uma
AN e motiva, portanto, seu uso. Isso pode ser verificado e.g. para as métricas de Sicronizacao

de Evento, ISI e distdncia SPIKE (Figuras 3.4m, 3.4n, e 3.40, respectivamente).

Em nossas simulagoes, o aumento da taxa média de disparos implica um aumento das
interacoes entre os neurénios de uma AN. Nossos resultados indicaram uma relacao direta
entre as interagoes e o desempenho do ICA. Notamos, por exemplo, ao compararmos a Figura
3.2 com a 3.3 que, para a correlagao e para as métricas de similaridade baseadas em relagoes
temporais (Sincronizacdo de Evento, ISI e distdncia SPIKE), hd um aumento na regiao em
que registramos a deteccao de duas ANs. Para o cosseno, houve um grande niimero de ANs

detectadas espuriamente quando a taxa de disparos era baixa.
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Esses resultados poderiam sugerir o uso da combinagao entre ICA com as métricas de
similaridade baseadas nas relagoes temporais entre spikes visando aprimorar a deteccao do
numero de ANs em registros eletrofisiologicos extracelulares coletados experimentalmente. No
entanto, observamos que estes cenarios nem sempre estao associados a um elevado desempe-
nho na classificacdo dos neuronios, como pode ser visualizado, por exemplo, nas Figuras 3.4p,
3.4q e 3.4r. Além disso, os melhores desempenhos foram observados para a taxa média de
disparo aumentada, o que, na pratica, nao é muito promissor, uma vez que taxas de disparo
dessa ordem de magnitude sdo pouco frequentes. Acrescentamos também que o tempo de
processamento destas métricas de similaridade tornam sua utilizagao pouco viavel a medida

que o numero de células registradas simultaneamente aumenta.

As métricas de similaridade de Victor e Purpura e Van Rossum também apresentaram
melhoria de desempenho quando as ANs contém um ntimero maior de neurénios (regides de
méxima inibi¢do e excitagao para a interagao das assembleias, nas Figuras 3.5¢ e 3.51) com
o aumento da taxa média de disparos. No entanto, além de corresponderem a um cenario
pouco usual com relacao a taxa média de disparos, elas trazem uma restricao adicional, pois

capturam apenas ANs compostas por um maior nimero de células.

Pudemos observar também que quando as variagoes na taxa média de disparos das
ANs tinham magnitudes similares, os pesos das PCs eram mais parecidos. Esse fato, aliado ao
limiar fixo que definia se um neurdnio pertencia ou nao a uma AN (Equagao 2.25), aumentou
o namero de falsos positivos e falsos negativos, justificando a queda de desempenho observada
nas diagonais das figuras. O desempenho poderia ser melhorado por meio da inspecao dos

pesos de cada PC (wy) por um experimentador.

Especificamente para a correlagdo, que consiste em uma métrica baseada na taxa
média de disparos, uma situacao com 64 spikes/ sequndo e com bins de 10 ms pode também
ser encarada como um conjunto de neurénios registrados por um intervalo de tempo maior,
com bins de maior duragao (Figuras 3.3 e 3.5). Isso evidencia a observagao levantada na Secao
4.1.2, de que este algoritmo apresentaria melhores resultados para uma andlise numa escala
temporal maior. Além disso, nossos resultados confirmaram a afirmacdo de Santos et al.
(2011), que uma variagdo minima na taxa média de disparos é necessaria para uma correta
identificacdo do niimero de ANs. Pudemos complementa-la, incluindo também interacoes

inibitérias.
4.2.1.2 Discussdo: Variacdo do desempenho da Modularidade com diferentes taxas médias de
disparo

Nossas simulagoes sugerem que a Modularidade nao seria o algoritmo mais apropriado

para a caracterizacao de ANs. Para o cenario em que a taxa de disparos simulada era de 22,37
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spikes/segundo, numericamente igual & obtida experimentalmente, obtivemos um resultado
nao nulo apenas quando utilizamos o cosseno como métrica de similaridade. A diferenca entre
os pares de Figuras (3.16, 3.17) e (3.18, 3.19) insinuam que hd uma minima taxa de disparos
para que o método pare de apontar falsos positivos nas regioes centrais das figuras, onde as

populagoes simuladas sdo praticamente independentes entre si.

A evidéncia do efeito da taxa média de disparos é ainda maior para ANs maiores,
notada ao compararmos as Figuras 3.17 e 3.19. Os falsos positivos desapareceram, mas, apesar
do melhor desempenho na deteccao de comunidades a uma taxa média de disparos maior, de
64 spikes/sequndo, principalmente para populagoes maiores (Figura 3.19), ressaltamos que
taxas médias de disparo desta magnitude nao sao compativeis com os dados experimentais

considerados neste estudo.

4.2.1.3 Discussdo: Variacdo do desempenho do Agrupamento Hieradrquico com diferentes taxas

médias de disparo

Conforme mencionado na Segao 4.1.2, os particionamentos automaticos baseados nos
indices de validagao nao apresentaram resultados robustos. No entanto, a observacao dos
dendrogramas montados para o Agrupamento Hierdrquico permitiram analisar visualmente
o comportamento das métricas de similaridade em diferentes formas de Linkage com a taxa

média de disparos.

Nossas observacoes indicam que as interagoes entre os neuronios das ANs artificiais
com uma taxa média de disparos de 22,37spikes/sequndo sdo pouco claras e que existiram
muitas associagoes espurias com as células independentes nos dendrogramas exemplificadas
pela correlagao (Figura 3.23). Além disso, a diferenciagdo do caso em que todas as células

sao independentes nao é evidente.

O aumento da taxa média de disparos permite que os dendrogramas revelem as estru-
turas das ANs para algumas das métricas de similaridade utilizadas. A métrica de Hamming
nao exibiu resultados promissores nem para casos em que a taxa média de disparos era baixa
nem quando foi aumentada artificialmente (Figuras 3.28 e 3.30). No entanto, acreditamos
que seu uso seja mais apropriado em trens com uma baixa taxa média de disparos e nao
homogéneos, sendo, portanto, capazes de identificar a ocorréncia de disparos diretamente

associados a um determinado evento.

Nas Figuras 3.28 e 3.30, as métricas de correlagdo, Victor e Purpura, Van Rossum,
ISI e distancia SPIKE permitiram observar de maneira clara a separagao das comunidades.
A divisao fica mais evidente se combinarmos as visualiza¢oes dos dendogramas referentes a

ligagao simples, que parecem indicar mais adequadamente possiveis grupos de células inde-
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pendentes, com os referentes a ligacdo média simples, que parecem apontar de maneira mais
clara os grupos presentes em um conjunto de dados. No entanto, ressaltamos que dendrogra-
mas como os exibidos nas Figuras 3.28 e 3.30 sao referentes a um cenario em que tanto a taxa
média de disparos quanto as interagoes entre as células de uma AN assumem valores limites,
a fim de evidenciarmos a separacao dos conjuntos. Num caso real, com ANs com uma taxa
média de disparos mais baixa e interacoes mais fracas, a diferenciacao das comunidades nos

dendrogramas é mais dificil.

Portanto, o dendrograma apresenta-se como uma ferramenta para exibir visualmente
as interagoes entre as células. Foi possivel perceber, por exemplo, que a sensibilidade das
métricas de similaridade as interagoes inibitérias é maior do que em relacao as excitatorias,
ja que, para a maioria das métricas, a separacao visual dos ramos correspondentes as ANs
com interagOes inibitérias foi mais evidente. Dessa maneira, nossos resultados sugerem que
o uso do dendrograma é interessante para evidenciar os padroes presentes nos dados, mas
que a caracterizacao das ANs com taxas de disparo obtidas experimentalmente nao seria
recomendada, dada a dificuldade em diferenciar a estrutura das ANs da observada para

células independentes (Figuras 3.27 e 3.29).

4.2.1.4 Discussdo: Variacao do desempenho da Estabilidade de uma particio com diferentes

taxas médias de disparo

A anélise dos dados simulados nos possibilitou observar que a Estabilidade de uma
particao, da maneira utilizada neste trabalho, nao apresentou melhoria no desempenho com o
aumento da taxa média de disparos para nenhuma das métricas de similaridade analisadas, a
excecao da métrica de Billeh. Para esta métrica, nossas simulagoes mostraram que o aumento
de 22,37 spikes/sequndo para 64 spikes/segundo resultou numa melhoria de desempenho
concentrada nas regides em que as interacoes entre as células das ANs sdo de excitagdo. No
entanto, as Figuras 3.33 e 3.34 apontam que este algoritmo nao seria o mais adequado para
o processamento de um conjunto de dados obtidos experimentalmente, ja que foi possivel
observar um elevado nimero de falsos positivos para a deteccdo de ANs quando as células

eram independentes entre si.

Além disso, apesar de a métrica de similaridade de Billeh alterar sua computacao
levando em consideragao as interagoes de inibicao entre as células que compoem uma AN,
como descrito na Secdo 2.2.2.4, nao observamos uma melhoria de desempenho simultaneo
para a deteccao das ANs e para a classificacao das células, mesmo com o aumento da taxa

média de disparos (Figura 3.36).
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4.2.2 Desempenho dos algoritmos com ANs de tamanhos diferentes

Nesta préxima etapa, analisamos o efeito no desempenho dos algoritmos a medida que
mais neurénios participavam das ANs. De maneira geral, padroes retornados por comunidades
maiores sao mais facilmente detectaveis ja que as diferencas em relacao aos demais elementos
se torna mais evidente. Além disso, ha um limite de resolucao intrinseco a todos os métodos,
pois, inevitavelmente, precisamos distinguir quando as interagdes sao significativas ou apenas
acaso. Assim, o compromisso entre significancia e sensibilidade estara sempre presente. Nesta
secao, analisamos o desempenho de ANs independentes. No primeiro cenario, cada AN era

composta por 10 células e, no segundo, por 25 células (Sec¢ao 3.1.1).

4.2.2.1 Discussdo: Variacdo do desempenho do ICA com ANs de tamanhos diferentes

A comparacgao da Figura 3.2 com a Figuras 3.4 indicou que o desempenho do ICA
melhora a medida que aumenta o nimero de neurdnios que participam das ANs para as
métricas de similaridade baseadas em relagdes temporais (Sincronizacao de Evento, ISI e
distancia SPIKE) e para a correlagdo. Esse fato pode ser justificado pois, como os resultados
de identificacao de ANs estatisticamente significativos estao associados com um limiar ba-
seado nos autovalores (neste trabalho correspondendo ao limite superior da distribuigao de
Marcenko- Pastur na Equagao 2.24), e o autovalor indica a quantidade de varidncia em uma
dada direcao, teremos, portanto, uma maior variancia a medida que o nimero de elementos

aumenta.

Assim, nossas simulacgos sugerem que o uso do ICA associado a métricas de simila-
ridade que capturam padroes temporais mais ricos (Sicronizagdo de Evento, ISI e distancia
SPIKE) possui um viés para a detecgdo de ANs maiores. Por sua vez, para a correlagao, existe
uma relagdo entre o aumento da escala temporal em questao (correspondente a aumentarmos
o tamanho dos bins) e a caracterizagdo de comunidades menores: quanto maior a escala tem-
poral, maior a resolu¢do do algoritmo e vice-versa. Logo, concluimos que o experimentador,
tendo ciéncia dessa relagao de compromisso, pode melhorar o desempenho de suas anélises

ao utilizar o ICA caso esteja disposto a trabalhar com fendmenos de dindmica mais lenta.

4.2.2.2 Discussdo: Variacdo do desempenho da Modularidade com ANs de tamanhos diferentes

Foi possivel observar que a Modularidade apresenta um desempenho significativa-
mente melhor para ANs maiores, o que pode ser verificado ao compararmos as Figuras 3.17 e
3.19. Para ANs menores, houve um bom desempenho na detecgdo de comunidades nos casos
em que ao menos uma das ANs interagia segundo a maior inibi¢do possivel. Para as maiores,

o desempenho aumentou também em regides em que as duas ANs possiam interagoes de
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excitagao. Isso evidencia a afirmagao de Fortunato e Barthelemy (2007), j4 mencionada na
Secao 4.1.2 sobre as limitagoes de resolucao do algoritmo, que tende a agrupar as comunida-
des menores. Apesar de favorecer comunidades maiores, os resultados obtidos se mostraram
confidveis (sem falsos positivos) apenas num cendrio em que a taxa de disparos foi aumentada
artificialmente e que, portanto, nao sao adequados ao cenario experimental analisado neste
trabalho.

4.2.2.3 Discussdo: Variacao do desempenho do Agrupamento Hierdrquico com ANs de tamanhos

diferentes

Como exibido na Figura 3.22, o particionamento automatico avaliado neste traba-
lho nao apresentou resultados satisfatorios. Nossas observagoes se basearam no formato dos
dendrogramas obtidos para as métricas de similaridade analisadas. Particularmente para as
topologias simuladas neste trabalho, com exce¢ao do maior niimero de elementos que compoe
as folhas, nao foi possivel observar diferencas significativas no formato geral dos dendrogramas

a medida que aumentamos o tamanho das ANs.

Entretanto, relembramos que as diferencas entre os dendrogramas sao mais pronun-
ciadas ao compararmos as formas distintas de Linkage dependendo da estrutura dos dados,
conforme mencionado brevemente na Secao 2.3.4. De maneira geral, os métodos classicos de
Linkage nao possuem uma boa resposta na presenca de comunidades de formato nao esfé-
rico, de outliers ou ao lidar com cenarios em que uma das comunidades é muito maior do que
outras (GUHA et al., 1998). Algumas propostas que enderegam alguns destes problemas sao
conhecidas, como revisado por Gupta (2005), e, o estudo da viabilidade da aplicagdo destas

propostas a dados eletrofisiologicos extracelulares é sugerida como trabalho futuro.

4.2.2.4 Discussdo: Variacio do desempenho da Estabilidade de uma particio com ANs de ta-

manhos diferentes

Conforme a observacao de Delvenne et al. (2010), o algoritmo é uma generalizacao
da Modularidade ao analisarmos o tempo de Markov em ¢ = 1. Assim, realizamos uma
comparagao entre o desempenho da Modularidade com o da Estabilidade de uma particao
associados a diferentes métricas de similaridade, para verificar se a dindmica das particoes
possui variagdes com o aumento do tempo de Markov. A Modularidade apresentou um elevado
numero de comunidades espurias detectadas quando as células eram independentes entre si na
taxa média de disparos de 22,37 spikes/sequndo (Figuras 3.16 e 3.18). J& na Estabilidade de
uma partigdo, a ocorréncia de falsos positivos estava associada ao tamanho das ANs (Figuras

3.33 e 3.34), e diminuiu quando as ANs aumentaram (Figura 3.35).
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Assim, nossos resultados sugerem que o aumento de complexidade e de custo com-
putacional trazido pela Estabilidade de uma particao melhora os resultados a medida que
aumenta o nimero de neurénios que compoem uma AN. Nossas simula¢gdes mostraram uma
melhoria de desempenho quando as duas ANs possuiam interagoes excitatérias entre seus
elementos além de uma queda consideravel no nimero de falsos positivos para a taxa média
de disparos obtida experimentalmente, de 22,37 spikes/sequndo (Figura 3.35). Dessa maneira,
as simulagoes apontam que a utilizagao deste método ao utilizarmos o particionamento au-
tomatico no limiar VI = 0 (Secdo 2.3.5) também apresenta um limite de resolugao. Mais
estudos sao necessarios a fim de determinar um limiar a partir do qual se tenha confianca

que ANs detectadas sao reais e nao falsos positivos.

4.2.3 Desempenho dos algoritmos em ANs considerando diferentes disposicoes

dos neurdnios

A seguir, nosso objetivo foi caracterizar os algoritmos quanto a sua capacidade de
detectar as ANs a medida que elas passavam a compartilhar neurdnios. Isso é relevante pois
existem evidéncias sugerindo que alguns neurdénios podem participar simultaneamente de

varias ANs. As topologias analisadas neste trabalho foram representadas na Figura 2.1.

O resultado para a aplicacao do ICA para as simulacoes utilizando o modelo de Poisson
indicam que o desempenho do algoritmo para a deteccdo das ANs depende exclusivamente
da variancia em uma determinada e regiao e nao esta relacionada ao fato das assembleias
possuirem ou nao neurénios em comum. A detecgdo das ANs depende da variancia ser grande
o suficiente para ultrapassar o valor definido pela Equacao 2.24. Por exemplo, caso muitos
neurénios sejam compartilhados, mesmo que a taxa média de disparos seja aumentada, a
variancia resultante nao sera suficiente para que a assembleia seja detectada, como pode ser
verificado no segundo e no quarto quadrante da Figura 3.9a. Por outro lado, mesmo quando
as ANs nao possuam neurdnios disjuntos, o fato de elas serem compostas por um maior
numero de neurtnios e interajam por interagdes mais fortes pode permitir sua deteccao,
como ocorre para o primeiro e para o quarto quadrantes da Figura 3.14a. O uso de métricas
de similaridade baseadas nas relagoes temporais entre spikes, particularmente o ISI, permitiu
a deteccao de ANs em situagoes de compartilhamento de neurdnios, com melhor desempenho
em regides em que as interagdes eram de inibigdo (por exemplo, Figura 3.8b). No entanto,
deve ser ressaltado que a identificacdo de uma AN de maneira espiria permanece e que o

desempenho para a classificacao automatica dos neuronios nao foi satisfatério.

Nossas analises mostraram também, como mencionado na Sec¢ao 4.1.2, as limitacoes

dos demais algoritmos (Modularidade, Agrupamento Hierarquico e Estabilidade de uma par-
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ticao) para lidarem com elementos em comum entre as ANs pré-estabelecidas, além de nao
identificarem de maneira robusta os neurdnios independentes. No entanto, em nossas simula-
¢oes foi possivel observar que as ANs continuam, em muitos casos, a serem detectadas (Figuras
3.19a e 3.38a, por exemplo), ao custo de uma queda no desempenho para a classificacao dos
neurdnios (Figuras 3.19d e 3.38b). Isso ressalta que um baixo desempenho na identifica¢ao
do nimero de ANs nao necessariamente implica um resultado similar para a classificacao
dos neurdnios. Essa observacao é importante porque salienta que, dependendo da aplicacao,
uma penalizacdo nessa métrica pode ser aceitavel, especialmente com o desenvolvimento de
novas técnicas que estao aumentando o nimero de neurénios gravados simultaneamente. No
entanto, como neste trabalho o interesse era verificar a maior ocorréncia de ANs em instantes
proximos a discriminacao tatil e & recompensa em comparacao a outros instantes, a classifica-
¢ao dos neurdnios possuia muita relevancia, uma vez que necessitavamos saber quais células

participavam das assembleias.

4.2.4 Desempenho dos algoritmos em interacoes com atraso de fase

Observamos que o desempenho dos algoritmos em interagoes com atrasos de fase esta
diretamente relacionado ao efeito em cada uma das métricas de similaridade. O valor calcu-
lado pelas métricas de similaridade baseadas em taxas médias de disparos nao é robusto a
esse tipo de efeito. Isso pode ser observado, por exemplo, na associagao da correlacao com o
ICA, nas Figuras 3.6a e 3.6d em comparacao as Figuras 3.5a e 3.5d, ja que as 5 células atra-
sadas, em alguns casos, foram agrupadas em uma nova AN e, em outros, classificadas como
células independentes. A métrica de Hamming também nao apresentou uma boa resposta ao
atraso, como pode ser verificado na Figura 3.20d quando comparada a Figura 3.19d, pois
observamos uma queda no desempenho para a classificagdo dos neuronios na regiao em que

a AN2 possuia interagoes de inibicao.

Ja as métricas de Victor e Purpura, Cosseno e Van Rossum possuem parametros e
seu resultado depende dos valores utilizados. Para a escala temporal avaliada neste trabalho,
pudemos observar que o cosseno nao apresentou robustez, como pode ser verificado pelas
Figuras 3.20f e 3.20e quando comparadas as Figuras 3.19f e 3.19e, respectivamente. As mé-
tricas de Victor e Purpura e Van Rossum apresentaram uma ligeira queda de desempenho,
como pode ser verificado ao compararmos os cantos do segundo e do quarto quadrante das

Figuras 3.6c e 3.6i as Figuras 3.5¢ e 3.5i.

Salientamos a dificuldade de realizar analises sisteméticas ja que estas métricas de
similaridade sao paramétricas e, variagoes nestes parametros podem acarretar variacoes nos
resultados. Apesar dos pardmetros fornecerem flexibilidade ao experimentador e de ele poder

modifica-los para abranger os atrasos, a identificacao dos desvios de fase se torna dificil a
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medida que aumentam as populagoes neuronais registradas, pois também aumenta a quan-
tidade de dados. Muitas vezes a escolha do parametro ¢é feita de maneira empirica, o que
nio necessariamente corresponde ao melhor resultado possivel. E necessdrio atentar também
ao fato de que a escolha de uma escala temporal pode limitar a observacao de interacoes
sinapticas mais complexas e em maior escala temporal, como as estabelecidas pelos potenci-
ais sinapticos de longa duracao ou pelos potenciais de depressao longa, Long-Term Synaptic

Potenciation e Long-Term Synaptic Depression na literatura em inglés, respectivamente.

Neste contexto, implementagoes nao paramétricas sao favorecidas, como as métricas de
similaridade baseadas nas relagoes temporais entre os spikes. Apesar de serem mais custosas
computacionalmente, nossas simulac¢des indicaram uma maior robustez ao efeito de atrasos
de fase, quando comparamos as Figuras 3.6m, 3.6n e 3.60 com as Figuras 3.5m, 3.5n e
3.50, respectivamente. A distancia SPIKE foi a tinica a apresentar uma diferenca quando os
atrasos foram inseridos. Para o ISI e a Sincronizacao do evento, ndo observamos diferencas

significativas entre as figuras.

Estudos demonstram que diferentes propriedades das respostas neurais contém infor-
macao que pode ser utilizada para a decodifica¢ao de pardmetros comportamentais (JACOBS
et al., 2009; HOUGHTON; VICTOR, 2010). Dessa maneira, dependendo do cendrio experi-
mental, a taxa média de disparos, ao invés do instante de ocorréncia de cada spike, pode ser
suficiente para caracterizar a formacao de ANs, mesmo que alguns neurdnios pertencentes
as ANs nao sejam detectados devido a um atraso temporal, por exemplo. Em aplicagoes em
tempo real como e.g. interfaces cérebro-méaquina, a utilizagdo de métodos que empregam a
taxa média de disparos pode ser preferivel, sobretudo por normalmente resultarem em uma

abordagem menos custosa computacionalmente.

4.2.5 Desempenho dos algoritmos segundo um modelo de disparos mais realista

A geracao de trens de spike utilizando para sua descri¢cdo nao somente a taxa média de
disparos, mas também sua correlacdo cruzada apresentou limitagoes. A proposta de Macke
et al. (2009) permite ao experimentador produzir conjuntos de dados artificiais de duas
maneiras: na primeira, o usuario gera trens binarios em que 1 corresponde a uma amostra em
que foi registrada a ocorréncia de um potencial de agao e 0, quando nao houve uma ocorréncia.
Na segunda, o conjunto gerado ja ¢ dividido em janelas e os trens ja representam a taxa média
de disparos. Assim, para que fosse possivel a producgao de trens binarios, extraimos os valores

de uma populagao a 1 ms.

Porém, nesta escala temporal, as correlagoes entre as células obtidas foram muito

baixas e o algoritmo nao conseguiu gerar trens binarios com esse grau de precisao na esta-
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tistica de segunda ordem. Portanto, precisamos aumentar a janela de analise para 10 ms, a
mesma utilizada por Pais-Vieira et al. (2013b). Assim, pudemos analisar apenas as métricas
de similaridade baseadas na taxa de disparo (Segao 2.2.1). No entanto, para bins de 10 ms os
valores em modulo das correla¢oes continuaram muito baixos, especialmente para correlagoes

negativas. Nao foi possivel caracterizar com sucesso as interagoes inibitérias.

Como mencionado na Secao 2.1.2, o modelamento de trens de spike segundo um
processo de Poisson é amplamente utilizado, mas essa simplificagdo nao condiz com toda a
variabilidade presente na atividade neuronal e, portanto, os resultados obtidos neste trabalho
devem ser utilizados com cuidado ao se estudar modelos de processos pontuais mais com-
plexos (PAIVA et al., 2010). N6s buscamos complementar a analise apresentando a resposta
dos algoritmos a trens artificiais com uma estrutura temporal mais rica, gerados pelo modelo
proposto por Macke et al. (2009). Nossos resultados sugerem que o uso dessa modelagem é
mais adequado para simula¢des numa escala temporal maior, em que a taxa média de dispa-
ros seja mais elevada, possibilitando o calculo de correlagoes mais fortes entre os neurénios
(DEOLINDO et al., 2014). Foi possivel observar pelas Figuras 3.7a, 3.10a e 3.15a que mesmo
em cenarios em que as interagoes entre os neurénios de uma AN era fraca, houve para o ICA
um aumento no desempenho para a deteccao de assembleias. Tais observagoes salientam que
a negligéncia de interagdes mais complexas pode induzir falsas conclusoes quando lidando
com dados reais e reforca a necessidade de métodos mais realistas para testar as metodolo-
gias de processamento de sinais. Em trabalhos futuros, nés propomos analises semelhantes
as apresentadas neste trabalho, porém, empregando outros modelos de trens de spike, como
por exemplo o modelo de Poisson com periodo refratario e as propostas de Krumin e Shoham
(2009) e Oweiss (2010).

4.2.6 Sumario dos Resultados

Na Tabela 4.1, a seguir, resumimos os principais achados das simulagoes realizadas
neste trabalho. Em azul, demarcamos as associa¢oes entre métricas de similaridade e mé-
todos de classificagdo que retornam um resultado nulo nos cenarios analisados. Em laranja,
marcamos a incompatibilidade entre a métrica de similaridade de Billeh e alguns algoritmos.
Em verde, demarcamos as combinagoes mais promissoras, utilizadas na analise de registros
eletrofisiolégicos extracelulares. Buscamos também inserir marcadores (*) que possibilitas-
sem uma visualizacao geral do aumento do custo computacional de cada uma das propostas.
Demarcamos também as limita¢oes devido ao parametro o da Equacao 2.24 para o ICA, e
para lidar com células independentes e que pertencessem a mais de uma comunidade para a

Modularidade, para o Agrupamento Hierarquico e para a Estabilidade de Markov.
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Tabela 4.1 — Sumario das simulagoes realizadas neste trabalho ao combinarmos diferentes
métricas de similaridade e métodos de classificacao na caracterizacao de ANs.

Alg’or!tmo / 1 . N Clusterizagao Estabilidade de
Métrica de ICA Modularidade L 2%
L Hierarquica Markov
Similaridade

Correlagao

Maior variadncia: interagdes mais
fortes e comunidades maiores.
Melhor desempenho para maior

escala temporal

Hamming

Inibigdo mutua.
Comunidades maiores.
Mais adequado a taxas

médias de disparo maiores.

Uma comunidade espuria.

Victor e Purpura*

Excitagdo mutua ou inibigdo mutua
associada a variagdes maiores na
taxa média de disparos.

Uma comunidade espuria.

Convolugdo +

Inibigdo mutua.
Comunidades maiores.
Taxas médias de disparo

Uma comunidade espduria.

Cosseno Result (rjnawres’. i Particionamento
esjut a Oi es;;unos em automdtico ndo
: _ _ interacdes fracas. apresentou
Mais adequado a excitagdo mutua
. . X desempenho
ou inibigdo mutua associado a ;
- . . favoravel.
Van Rossum variagdes maiores na taxa média de

disparos.
Uma comunidade espuria.

Sincronizagao de
Evento**

Inibigdo mutua.
Comunidades maiores.
Mais adequado a taxas médias de
disparo maiores.

Uma comunidade espuria.

ISI*

Inibigdo mutua.
Comunidades maiores.
Mais adequado a taxas médias de
disparo maiores.

Uma comunidade espdria.

SPIKE****

Billeh*

Inibigdo mutua.
Comunidades maiores.
Mais adequado a taxas médias de
disparo maiores.

Uma comunidade espuria.

Excitagdo mutua.
Comunidades maiores.

Resultados espurios para
baixas taxas médias de

disparo.

1- Adaptacgdo de pardmetro estatistico: Impacto no nimero de assembleias detectadas
2- N3o lida com assembleias que compartilham neurénios. N&o identifica neurdnios independentes.
* Quanto maior o nimero de simbolos, maior o custo computacional.
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4.3 Discussao dos resultados referentes a aplicacao dos algoritmos a

registros eletrofisiologicos extracelulares

A descricao dos registros eletrofisiolégicos de animais engajados em uma tarefa de
discriminagao tatil mostrou que a aplicagdo do ICA associado a Correlagao e ao ISI exibiram
resultados consistentes entre si (Tabelas 3.2 e 3.3). O uso do ICA justifica-se ja que foi o
unico método dentre os analisados a apresentar um bom desempenho nas simulagoes além
de identificar com sucesso as células independentes. Nossas simulagoes permitiram constatar
(Tabela 4.1) que o ISI tem um custo computacional maior que a correlagio uma vez que
calcula a similaridade entre trens de spike tomando por base a relagao temporal entre os dis-
paros. Nossos resultados sugerem que mesmo métodos mais simples podem caracterizar de
maneira satisfatoria a atividade das ANs, ou seja, confirmamos com essa analise que a utili-
zacao de um método menos custoso computacionalmente (ICA+Correlagao) pode substituir,
sem prejuizo, métodos mais elaborados. Este fato é relevante principalmente para andalises em
tempo real e com multiplos animais (SHOKUR et al., 2013; IFFT et al., 2013; PAIS-VIEIRA
et al., 2013a; PAIS-VIEIRA et al., 2015; RAMAKRISHNAN et al., 2015). Pudemos verificar
que ainda existe uma certa dificuldade em diferenciarmos as células as assembleias das células

independentes.

Observamos também a existéncia de neuronios pertencentes a mesma regiao cortical
engajados em ANs distintas, além de assembleias formadas por células de areas diferentes.
Notamos que as interagdes entre regioes corticais nao se conservaram entre todos os ani-
mais, o que pode ser oriundo do desempenho diferente de cada animal na execucao da tarefa,
da velocidade distinta que cada um se movia em direcao as barras, das pequenas diferen-
cas anatomicas e das variadas estratégias que o cérebro de cada animal pode adotar para

processar as informagoes recebidas.
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5 Conclusoes

Neste trabalho, realizamos uma analise comparativa do desempenho de diferentes
formas de processamento de trens de spike na caracterizacdo das ANs. Avaliamos propos-
tas distintas para quantificar as interacoes entre as células (Segao 2.2) e para métodos de

classificagao (Secgao 2.3), levantando também as limitagdes dessas etapas.

A implementacao computacional foi modularmente estruturada em quatro etapas. A
primeira, referente a obtencao dos dados, possibilitava a escolha entre a geracao de trens de
spike artificiais (Secdo 2.1) ou registros experimentais. A segunda consistia na computagao
das interagoes entre as células por meio de uma das seguintes métricas de similaridade:
Correlagao, Hamming, Victor e Purpura, Cosseno, Van Rossum, Billeh, Sincronizagao de
evento, IST e distdncia SPIKE (Secao 2.2). A terceira era composta pela aplicagdo de um dos
métodos de classificacao: PCA associado ao ICA, Modularidade, Agrupamento Hierarquico
e Estabilidade de uma particio (Secao 2.3). Finalmente, a quarta computava indices de
desempenho (Segao 2.4) no caso de dados simulados ou exibia as ANs obtidas, no caso do
processamento de dados reais. Cada uma das etapas foi associada a um arquivo de parametros,

de maneira a flexibilizar as alteragoes.

No Capitulo 3, exploramos as possiveis combinagoes e diversas propriedades dos algo-
ritmos selecionados em dados simulados e reais. As analises foram feitas tanto nos contextos
originalmente propostos como em variagoes inéditas, o que permitiu destacar os pontos mais

promissores de cada abordagem e desafios futuros.

As principais contribuicoes deste trabalho foram:

e Levantamento das hipoteses implicitas assumidas por cada uma das métricas de simila-
ridade ou dos métodos de classificagao no problema de deteccao de ANs. A maioria das
modelagens utilizadas neste trabalho foram originalmente propostas a outras classes de
problemas e a adaptagao ao contexto de processamento de registros eletrofisiologicos
extracelulares pode nao ser tao imediata. Métodos propostos em um contexto assumem
dados segundo uma determinada estrutura e terao um desempenho ruim quando aplica-
dos a um conjunto de estrutura diferente. Verificamos, por exemplo, que a Modularidade
e a Estabilidade de uma particao, originalmente propostas para o particionamento de

conjuntos de dados, apresentam limitagoes ao lidarem com células independentes.

e Andlise do conceito de comunidade sobre o ponto de vista de diversos algoritmos. O

conceito nao é bem definido e, portanto, discutimos os pontos fortes e fracos de cada
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um deles para nosso problema especifico. A delimitagao de um problema especifico é
importante pois a comparacao dos algoritmos s6 é possivel quando podemos definir se
um determinado resultado é valido ou nao segundo um critério que considera a estrutura

dos dados.

Ponderacao dos resultados apresentados pelas diferentes métricas de similaridade e dos
métodos de classificagao segundo sua complexidade. Para as métricas de similaridade,
por exemplo, algumas propostas utilizavam em sua descricdo o tempo de ocorréncia
de cada potencial de agao, enquanto outras, se baseavam em escalas temporais maio-
res, e consideravam a taxa média de disparos. Também a métrica de Billeh modelava
interagoes direcionais. Ja para os métodos de classificagdo, por exemplo, a Estabili-
dade de uma particao era uma generalizacao da Modularidade. Ressaltamos ao longo
deste trabalho que o aumento de complexidade de uma metodologia reflete num maior
custo computacional de processamento e que esta variavel é tao importante quanto o
desempenho final na caracterizagdo das ANs. Acreditamos que seria adequado ponde-
rar a utilizacao de modelos mais complexos no processamento de dados experimentais
levando-se em conta o resultado de simulagoes que mensurem a melhoria de desempe-
nho que eles podem trazer. Assim, a complexidade do modelo seria aumentada apenas
quando o impacto no resultado for significativo e ndo como regra geral. Essas consi-
deragoes se tornam particularmente relevantes para aplicacoes de processamento em

tempo real.

Aplicacao dos métodos mais promissores em um conjunto de registros eletrofisiolégicos
extracelulares de ratos engajados em uma tarefa de discriminacao tatil, que envolve
diversas areas corticais no processamento da informacgao. Verificamos a formagao de
assembleias entre os neurdnios dos cortices visual primario, somatossensorial primaério,
pré frontal e parietal posterior para todos os seis ratos analisados. Observamos tam-
bém que as associagOes entre as areas podem variar entre os animais, o que sugere
que a circuitaria neuronal pode adotar diferentes estratégias de processamento da in-
formacao. Os resultados obtidos pelas duas metodologias foram similares e, portanto,

recomendamos o uso da alternativa com menor custo computacional.

5.1 Perspectivas e propostas de extensoes

Ressaltamos que as métricas de similaridade utilizadas neste trabalho mensuravam

a interacao entre 2 células de cada vez. Esta abordagem possui limitacoes, tendo em vista

que o numero de combinac¢des aumenta exponencialmente e o niimero de células registradas

tem aumentado com o desenvolvimento de novas técnicas de confeccao de microeletrodos.
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Abordagens alternativas que mensurem a atividade grupal de um maior ntimero de células
podem ser mais promissoras, como, por exemplo, a generalizagao multivariavel da distancia
SPIKE (KREUZ et al., 2011). Além disso, existem questionamentos sobre a abrangéncia
do mapeamento de uma resposta cognitiva num espaco regido por relagoes de distancia,
ja que existem fendmenos cognitivos que nao sao facilmente capturados por esta descrigao

matematica (HOUGHTON; VICTOR, 2010).

Frisamos também o desafio envolvido na realizacao de comparacoes sistematicas entre
os métodos, tendo em vista que eles apresentam uma grande quantidade de parametros.
Optamos por variar alguns deles, e ressaltamos que os resultados podem sofrer alteracoes
com modificagdes nos valores escolhidos. Sugerimos como trabalho futuro uma andlise do
impacto no resultado ao modificarmos cada um dos parametros. Nossos resultados estao de
acordo com a afirmagao de Chicharro et al. (2011), a de que o desempenho é mais sensivel
a escolha do método de classificacao do que pela escolha da métrica de similaridade ou da

forma do kernel.

Evidenciamos também as relacdes de compromisso entre a resolucao espacial das
ANs detectadas, que diminui & medida que diminui a escala temporal de interesse. Nossas
simulagoes permitiram observar que os métodos ainda tem dificuldade de trabalhar simulta-
neamente com eventos de escala temporal rapida associados a comunidades pequenas com
células que disparam pouco e salientam a importancia do desenvolvimento de metodologias

que enderecem este problema.

Nossas conclusoes se baseiam em simulagoes que utilizam majoritariamente os dados
simulados segundo um modelo de Poisson. Uma etapa fundamental do problema de deteccao
de comunidades é a compreensao da estrutura dos dados, pois fundamenta a interpretacao dos
resultados (ESTIVILL-CASTRO, 2002). Assim, sugerimos como trabalho futuro a utilizac¢ao
de modelos mais complexos para a construcao dos trens de spike, principalmente aqueles
capazes de trabalhar com processos pontuais(KRUMIN; SHOHAM, 2009). Além disso, nossas
simulagoes consideravam que todas as células que pertenciam a uma AN interagiam da mesma
maneira, ou seja, todas eram excitatorias ou inibitorias com interagoes de mesma magnitude.

Sugerimos uma analise de assembleias em que as interagoes entre seus elementos seja variada.

5.2 Consideracao final

Existem numerosas evidéncias que apontam que o cédigo neural é distribuido (NI-
COLELIS et al., 1997; HARRIS, 2005; BUZSAKI, 2010). Dessa maneira, o estudo de ANs
é relevante ja que auxilia o entendimento da organizagao conjunta dos neurdnios no proces-

samento da informacao. A caracterizacdo das assembleias apresenta uma série de desafios,
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desde a aquisi¢do (POLIKOV et al., 2005; SCHWARZ et al., 2014) até o processamento dos
sinais (LEWICKI, 1998; PANZERI et al., 2010; MULANSKY et al., 2015). O presente estudo
contribuiu na analise das propriedades e limitagoes de algumas metodologias utilizadas para

a caracterizacao de ANs.
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